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 INTRODUCCIÓN
En muchas áreas del saber, el conocimiento se ha venido obteniendo por el clásico método hipotético-deductivo, en él cual es fundamental el paso inductivo inicial: a partir de un conjunto de observaciones y de unos conocimientos previos, la intuición del investigador le conduce a formular la hipótesis. Esta "intuición" resulta inoperante cuando no se trata de observaciones aisladas y casuales, sino de millones de datos almacenados en soporte informático. En el fondo de todas las investigaciones sobre inducción en bases de datos subyace la idea de automatizar ese paso inductivo.

Las técnicas de análisis estadístico, desarrolladas hace tiempo, permiten obtener ciertas informaciones útiles, pero no inducen relaciones cualitativas generales, para esto se requieren técnicas de análisis inteligente que todavía no han sido perfectamente establecidas. Por ello, se incrementa de forma continua la diferencia existente entre la cantidad de datos disponibles y el conocimiento extraído de los mismos. Pero cada vez más investigaciones dentro de la inteligencia artificial están enfocadas a la inducción de conocimiento en bases de datos. Consecuencia de esta creciente necesidad ha aparecido un nuevo campo de interés: la minería de datos, que incluye los nuevos métodos matemáticos y técnicas  para análisis inteligente de datos. 

   El almacenamiento de datos se ha convertido en una tarea rutinaria de los sistemas de información de las organizaciones. Esto es aun más evidente en las empresas de telefonía, el marketing directo y en las instituciones públicas. Los datos almacenados son un tesoro para las organizaciones, es donde se guardan las interacciones pasadas con los clientes, la contabilidad de sus procesos internos, representan la memoria de la organización. Pero con tener memoria no es suficiente, hay que pasar a la acción inteligente sobre los datos para extraer la información que almacenan. Este es el objetivo de la minería de datos.

En este contexto, el propósito de este proyecto es estudiar de que manera la familia de Top Down Induction Trees (árboles inductivos de arriba hacia abajo), conocida como TDIDT las cuales representan sus siglas en ingles,  que aborda el problema de inducir árboles de decisión, puede utilizarse para descubrir automáticamente reglas de producción a partir de la información disponible en la base de datos de censo de población del estado Lara.

El aprendizaje inductivo es un caso particular entre las técnicas de aprendizaje a partir de ejemplos, siendo su cometido el inducir reglas a partir de los datos históricos disponibles para lo cual procederá a clasificar en la clase correspondiente diferentes objetos, basándose en el valor de las características o atributos que los definen. 

Un árbol de decisión es importante no porque resume lo que se sabe, sino porque se espera  que clasifique correctamente nuevos casos que se puedan  tener. 


Así, cuando se construyen modelos de clasificación se deben tener datos de entrenamiento para saber cómo funciona realmente. Por ello, este estudio tiene como objetivo diseñar un sistema que permita la aplicación de minería de datos utilizando árboles de decisión en la base de datos de censo de población del Estado Lara, siendo estructurado en capítulos, los cuales se describen seguidamente:



En el Capítulo I, se presenta el problema conjuntamente con el planteamiento del problema y se formulan los objetivos de la investigación, así como la justificación e importancia, alcances y limitaciones del  mismo.

El Capítulo II, en este capítulo se presenta la fundamentación teórica que sirve de base a este trabajo de investigación, incluyendo los diferentes términos básicos que permiten al lector entender el significado de las palabras planteadas.

En el Capítulo III, se establece el marco metodológico utilizado para alcanzar los objetivos propuestos y se hace un análisis de la factibilidad técnica, económica y operativa del proyecto.

El Capítulo IV, presenta todo lo referente a la elaboración del sistema, estructurado en una serie de módulos para el manejo y procesamiento de la información.

Y en el Capítulo V, se hace referencia a conclusiones, recomendaciones y referencias bibliográficas.
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CAPÍTULO I

EL PROBLEMA

Planteamiento del Problema

En Venezuela se realizan diversas investigaciones estadísticas en las áreas científicas, sociales y económicas, pero ninguna abarca la totalidad del territorio, sus habitantes y viviendas, como el censo. La actividad pública del país y ahora en buena parte la privada depende de los aspectos cuantitativos de estos datos.


Bolívar (1995), expone que la tradición censal en Venezuela comienza en 1873 con el levantamiento del Primer Censo Oficial de la República; decretado por el presidente Antonio Guzmán Blanco y ejecutado por la recién creada Dirección General de Estadísticas y Censos Nacionales, adscrita al Ministerio de Fomento.

Este censo constituyó el primer inventario oficial de la población del país, considerando que los recuentos efectuados durante la Colonia solo fueron estimaciones aproximadas del  tamaño poblacional de Venezuela. Sus resultados fueron publicados  en la serie de “Apuntes Estadísticos” del Ministerio de Fomento, durante los años 1875-77.

Posteriormente, se llevaron a cabo los censos de 1881 y 1891, finalizando así el siglo  XIX con empadronamiento de periodicidad decenal.

En la década de los años 20, después de 29 años sin censos, se levantan dos con un intervalo de seis años: 1920 y 1926, y en 1936 se levanta el siguiente censo. En 1938, mediante la Ley  de Estadísticas y Censos Nacionales dictada en ese año se reduce la periodicidad de los censos a cinco años y se levanta en 1941 el séptimo censo. El 12 de julio de 1944 se promulga una nueva ley de Estadísticas y Censos Nacionales, actualmente vigente, en la cual se establece de nuevo el levantamiento del censo de población cada diez años a partir de 1950.

Con el censo de 1950 Venezuela queda incorporada al programa Censal de las América, formulado por la Organización de las Naciones Unidas para promover y coordinar la realización de censos de población y vivienda en el continente. El fin primordial de este programa es propiciar la obtención de resultados uniformes que permitan la adecuada comparabilidad entre los diferentes países. Enmarcados dentro de este programa, se levantaron los censos de 1950, 1961, 1971, 1990 y 2001, que también se realizaron en Argentina, Brasil, Chile, Ecuador, Estados Unidos y México.

Los primeros censos oficiales del país se realizaron con el fin de determinar las obligaciones tributarias y militares de los individuos, el potencial de fuerza de trabajo del país y los cambios ocurridos en la condición jurídica de las personas. En estos censos el objetivo primordial era el recuento de la población y sus características demográficas básicas.

A partir de 1936 los censos del país evolucionaron en sus objetivos, debido a la consideración de fines más diversos propuestos por las organizaciones públicas y privadas, nacionales e internacionales, y la sociedad en general. En lo que respecta a la investigación de las características de las viviendas, esta se inicio en forma sistemática con el censo de 1941. La información recabada en los censos de 1981 y 1990, ha permitido el estudio de la situación habitacional del país, combinando la información de las viviendas y de los hogares.

Para la obtención de esta información censal, se utilizan métodos tradicionales de análisis de datos que incluyen el trabajo con variables estadísticas, varianza, desviación estándar, covarianza, análisis de factores entre otros, que generan largas demoras en el logro de los resultados y la publicación de los hallazgos, con lo que se reduce seriamente el valor práctico de los mismos. Todos estos métodos están orientados numéricamente, es decir , son esencialmente cuantitativos. 

En la búsqueda de una alternativa metodológica que permitiese aligerar los lapsos de procesamiento, la minería de datos puede ser una solución, ya que esta permite construir sistemas capaces de adquirir el conocimiento necesario para realizar tareas, usando la experiencia acumulada.

La llegada de la minería de datos se considera como la última etapa de la introducción de métodos cuantitativos, científicos en el mundo del comercio, industria y negocios. Desde ahora, todos los no-estadísticos, es decir el 99,5% de nosotros  pueden construir modelos exactos de algunas de sus actividades, para estudiarlas mejor, comprenderlas y mejorarlas.

Estadística y Minería de datos conducen al mismo objetivo, el de efectuar "modelos" compactos y comprensibles que rindan cuenta de las relaciones establecidas entre la descripción de una situación y un resultado (o un juicio) relacionado con dicha descripción. Fundamentalmente, la diferencia entre ambas reside en que las técnicas de Minería de datos  construyen el modelo de manera automática mientras que las técnicas estadísticas "clásicas" necesitan ser manejadas y orientadas  por un estadístico profesional.

Actualmente en el Instituto Nacional de Estadística (INE), el procesamiento de los datos se realiza utilizando software estadístico especializado como por ejemplo: SPSS, STATA, SAS, MINITAB. Estos programas están orientados a la realización de análisis estadísticos aplicando métodos tradicionales. El costo de estos programas es muy elevado y el uso de los mismos está reservado para los estadísticos.

Los índices de pobreza en el país son calculados mediante técnicas tradicionales de análisis de datos, basándose en los métodos  de Necesidades Básicas Insatisfechas (NBI) y Línea de Pobreza (LP), información que es aportada por la base de datos del censo de población correspondiendo al INE  el cálculo de dichos índices. 

Mediante el uso de técnicas de minería de datos, específicamente árboles de decisión, dichos índices podrán ser generados por cualquier persona que no sea estadístico.

Al haberse tornado económico el almacenamiento de los datos en medios físicos y relativamente fáciles y/o accesibles la recolección de dichos datos, las bases de datos crecen en forma desmesurada. Hoy en día se recolectan datos simplemente por estar al alcance de la mano, sin tener en cuenta su importancia lógica o práctica, o sin saber si son importantes en algún sentido. El almacenamiento masivo de información hace que la minería de datos tenga una importancia cada vez mayor. El análisis de los datos que se recolectan actualmente para toda actividad humana y para cualquier evento o hecho del universo, excede las capacidades de una persona.

Los métodos utilizados hasta ahora para el análisis de datos, son esencialmente cuantitativos (métodos estadísticos), sin embargo, ¿qué pasa cuando más allá de los modelos matemáticos encerrados en los datos,  interesan los modelos lógicos?. ¿Cuándo más allá de las direcciones para hacer una clasificación de la base de censo de población, interesa jerarquizar sólo a las potenciales familias en estado de pobreza? ¿Cómo se distingue a las potenciales familias pobres  del resto de la gente? ¿Qué características tienen en común? ¿Qué datos las distinguen?. Cuando el análisis de los datos que se busca excede los alcances de un modelo cuantitativo y está orientado hacia una descripción cualitativa de los datos, se debe utilizar los algoritmos inteligentes, como los que se describen en el marco teórico de esta investigación, siendo esta la solución al problema planteado.

Estos algoritmos del aprendizaje automático están orientados hacia el desarrollo de descripciones simbólicas de los datos que puedan caracterizar a uno o más conceptos, diferenciar entre clases de conceptos y describir porqué razón un objeto pertenece a una clase y no a otra. Con este tipo de algoritmos el problema del análisis  de las potenciales familias en estado de pobreza estaría resuelto.

Existen muchos tipos de algoritmos de aprendizaje automático; no obstante, los más útiles para este caso son aquellos que no quedan encerrados en el “cerebro” de la computadora, sino que pueden adaptarse a una forma de pensar. Si una  persona se encuentra ante un árbol de decisión o un conjunto de reglas de decisión  que debe aplicar en orden como resultado de la minería, la clasificación del nuevo caso es tan fácil como la lectura del árbol desde la raíz hasta las hojas.

Este tipo de modelo de datos que representa los conceptos inherentes y ocultos en los datos, de forma tal que son fáciles de interpretar, utilizar e incorporar para la persona humana son los que más enriquecen el conocimiento y como tales, aquellos sobre los cuales se centrará el estudio.

Objetivos de la Investigación

Objetivo General

Desarrollar un sistema que permita el estudio de minería de datos en la base de datos de censo de población aplicando árboles de decisión.

Objetivos Específicos

1. Diagnosticar la necesidad de un sistema que permita el análisis de los datos del censo de población del Estado Lara aplicando árboles de decisión.

2. Determinar la factibilidad económica, técnica, social y operativa del sistema.

3. Diseñar los módulos del sistema que permita el análisis de los datos del  censo de población del estado Lara basado en técnicas de minería de datos, para clasificar los hogares en situación de pobreza.

 Justificación e Importancia

Uno de los métodos más conocidos para describir los atributos de una entidad de una base de datos es utilizar un árbol de decisión o de clasificación, que puede transformarse sin inconveniente a un conjunto de reglas de decisión. 

    La importancia de esta investigación, radica en estudiar de que manera la familia de los métodos inductivos, que aborda el problema de inducir árboles de decisión, puede utilizarse para descubrir automáticamente reglas de negocio a partir de la información disponible en una base de datos. Se trabajará en particular con los métodos ID3 y C4.5, miembros de dicha familia.

Este estudio tiene relevancia en el área de ingeniería porque aborda un tema novedoso como la Minería de Datos, la cual permite apoyar la agilización de los procesos en el ámbito operativo, con ayuda de la tecnología aplicada en este tipo de sistema.

El sistema permitirá clasificar grandes cantidades de información que actualmente se realizan con herramientas de software muy costosas.

Dentro de los beneficios que se conseguirán con este sistema, es que permitirá la construcción de diversos indicadores estadísticos como por ejemplo los de pobreza, con un menor esfuerzo manual y evaluar cantidades enormes de datos. La razón fundamental de esta investigación es encontrar decisiones finales necesarias para cualquier área específica utilizando árboles de decisión. 


Con el sistema propuesto no solo se podrán analizar base de datos de censo de población, también tiene otras aplicaciones prácticas como por ejemplo:

1. Toma de decisiones médicas.

2. Análisis de base de datos de registros electorales entre otras.

Así mismo, este trabajo servirá de marco referencial para futuras investigaciones referidas al tema estudiado, además, de ser  útil para aquellas instituciones que posean bases de datos con volúmenes de registros muy altos que deseen analizarlas mediante técnicas de minería de datos.

Esta investigación está enmarcada en el siguiente modelo:

Polo:  Hombre, ciudad y territorio.

Línea: Sistemas inteligentes para el beneficio del hombre y la comunidad.

Sublinea de investigación: Sistemas inteligentes basados en minería de datos.

Alcances y Limitaciones

Alcances



El alcance fundamental de esta investigación es el diseño, especificación e implementación de un ambiente de minería de datos que integra los algoritmos ID3 y C4.5, con la finalidad de analizar la base de datos de censo de población del estado Lara aplicando árboles de decisión, además, se desarrollará un método de evaluación de los resultados para determinar la calidad de las reglas obtenidas.




Con este sistema se podrá  analizar dicha base de datos aplicando técnicas de minería de datos basado en árboles de decisión específicamente los algoritmos ID3 y C4.5 , lo cual permitirá construir el indicador estadístico que clasificará los hogares de acuerdo a su condición de pobreza.




Uno de los beneficios que aportará este sistema es que podrá se operado por personas que no posean grandes conocimientos de estadística y/o computación. 

Limitaciones

1. En esta investigación será analizada solo la base de datos del  censo de población y vivienda del Estado Lara. 

2. El sistema no realiza el filtrado de los datos que han de ser procesados, previamente se debe realizar un análisis de correlación de los mismos, ya que la finalidad de este sistema es la de hacer clasificaciones mediante árboles de decisión.

3. El sistema no está diseñado para ser operado bajo plataforma de red.

4. El sistema, no podrá ser operado bajo ningún sistema operativo que no sea Microsoft Windows.

5. El sistema solo genera reportes por pantalla, los cuales quedan grabados automáticamente en el directorio donde este instalado el mismo.  
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CAPÍTULO II

MARCO TEÓRICO

Antecedentes de la Investigación

En el procesamiento de la base de datos de censo de población y vivienda del Estado Lara, en la cual se desarrolla el presente trabajo de grado, no existe ningún antecedente de clasificación de los datos  basado en técnicas de Minería de Datos; debido a esto y aunado a que este trabajo representa un desarrollo innovador se dividen los antecedentes basándose en sus tópicos más importantes, que son inteligencia artificial e indicadores sociales realizando para ello búsquedas tanto en el ámbito universitario como en la Internet.

Galvis, (2002) desarrolló un “Sistema Inteligente basado en Minería de Datos para la clasificación de neonatos según su crecimiento intrauterino, edad de gestación y peso al nacer para la Clínica Razzetti de Barquisimeto”. Para optar al Título de Ingeniero en Computación en la Universidad “Fermín Toro”, teniendo como objetivo contribuir a una mayor eficacia y rapidez en la clasificación de neonatos empleando técnicas de inteligencia artificial específicamente enfocado en minería de datos, este estudio fue enmarcado en la modalidad de investigación de campo en el ámbito de proyecto factible.  

Luego del análisis respectivo de los datos se concluyó que el sistema proporcionaba una solución al problema estudiado, se obtuvo una investigación que cumplió con los principios básicos de una problemática planteada.

Este proyecto da como aporte a la investigación planteada, la aplicación de la minería de datos, la cual es capaz de detectar patrones y relaciones que permanecen ocultas ante el uso de herramientas tradicionales. La búsqueda minuciosa, la extracción, agrupación  y clasificación de datos estadísticos lo cual permite entre otras cosas,  visualizar tendencias y hacer pronósticos.

García, (2004) desarrolló un “Sistema basado en Minería de Datos para la segmentación de clientes y proveedores en el negocio de importación en la Distribuidora Jaime García, C.A”. Para optar al título de Ingeniero en Computación en la Universidad “Fermín Toro”, utilizando el algoritmo de agrupamiento no supervisado K medias. El sistema además de llevar un registro digitalizado de todas sus operaciones, permite que proveedores y clientes no conocidos por la empresa puedan registrarse para ser evaluados a través de un proceso de Minería de Datos que los agrupe de acuerdo a las características más relevantes de cada uno, permitiendo segmentar y clasificar a los clientes y proveedores de la empresa, para luego generar estrategias gerenciales. El sistema sirvió de aporte en cuanto a como se clasificaron los clientes y proveedores, cómo se normalizaron los datos y los pasos a seguir en el procesamiento de los datos.

Bases Teóricas

           Por razones distintas y para fines muy diversos, el país necesita disponer de información confiable sobre los aspectos coyunturales y estructurales de la dinámica de la población y de la situación habitacional; ya sea para responder a los requerimientos del sector oficial, o para satisfacer las necesidades de información del sector privado de la economía, o para nutrir el mejor criterio de la sociedad civil, lo cierto es que satisfacer la demanda de indicadores sobre aspectos relacionados con población y vivienda, requiere la aplicación de métodos y técnicas modernas que permitan reducir la complejidad del proceso de obtención de la información y asegurar la mayor confiabilidad posible de los resultados.

Con el propósito de sustentar conceptualmente este estudio se presenta una serie de autores como Quinlan, Winston, Michalski, entre otros, que abordan aspectos significativos relacionados con el tema tratado.

Inteligencia Artificial

Según Grossman (1999). La inteligencia artificial comenzó como el resultado de la investigación en sicología cognitiva y lógica matemática. Se ha enfocado sobre la explicación del trabajo mental y construcción de algoritmos de solución a problemas de propósito general, punto de vista que favorece la abstracción y la generalidad. La inteligencia artificial es una combinación de la ciencia del computador, fisiología y filosofía, tan general y amplio como eso, reúne varios campos (robótica, sistemas expertos, por ejemplo), todos los cuales tienen en común la creación de máquinas que pueden “pensar”.

Como argumenta Winston (1994). La inteligencia artificial es el estudio de las computaciones que permiten percibir, razonar y actuar.

Para Knight, (1991). “El estudio de cómo lograr que las computadoras realicen tareas que, por el momento, los humanos lo hacen mejor”.

Luger y Stubblefield. (1990). “La rama de la ciencia de la computación que se ocupa de la automatización de la conducta inteligente”.

Base de Datos

 
Según Byers, (1986). Es una colección de información organizada y presentada para servir a un propósito específico. En una tabla las filas se denominan registros y las columnas campos. La primera fila contiene los nombres de campo. Cada campo contiene determinado tipo de datos y tiene una longitud expresada en él número de caracteres máximo del campo. 

Para crear una tabla será necesario definir su estructura. El nombre de la tabla, los nombres de campo, los tipos de datos de cada campo, las propiedades o características de cada campo y campo clave (clave principal).

Minería de Datos

 
Según Mitchell, (1997). La enorme cantidad de bases de datos en todas las áreas de aplicación humana, demanda nuevas y poderosas técnicas de transformación de los datos en conocimientos útiles. Entre dichas técnicas se puede nombrar a las pertenecientes al aprendizaje automático, el análisis estadístico de datos, la visualización de datos, y las redes neuronales. La minería de datos se refiere a la aplicación de técnicas de aprendizaje automático, entre otros métodos, para encontrar importantes patrones en los datos. El descubrimiento de conocimientos pone su énfasis en el ciclo de análisis de datos en sí, analiza su ciclo de vida.

           El Aprendizaje Automático se enfrenta con el desafío de la construcción de programas computacionales que automáticamente mejoren con la experiencia al respecto Mitchell (1997) señala que:

Estos programas computacionales son sistemas de aprendizaje capaces de adquirir conocimientos de alto nivel y/o estrategias para la resolución de problemas mediante ejemplos, en forma análoga a la mente humana a partir de los ejemplos provistos por un tutor o instructor y de los conocimientos de base o conocimientos previos, el sistema de aprendizaje crea descripciones generales de conceptos (p.196).

 La minería de datos busca generar información similar a la que podría producir un experto humano, que además satisfaga el Principio de Comprensibilidad, la minería de datos es el proceso de descubrir conocimientos interesantes, como patrones, asociaciones, cambios, anomalías y estructuras significativas a partir de grandes cantidades de datos almacenadas en bases de datos, data warehouses, o cualquier otro medio de almacenamiento de información.

La minería de datos es un campo en pleno desarrollo en el que se aplican métodos de varias disciplinas como los presentes en sistemas de bases de datos, data warehouses, estadística, el aprendizaje automático, visualización de datos, obtención de información y computación de alta performance. Además también se utilizan métodos de las áreas de redes neuronales, reconocimiento de patrones, análisis espacial de datos, bases de datos de imágenes, procesamiento de señales y programación lógica inductiva (ILP). Numerosos especialistas señalan que la minería de datos necesita de la integración de enfoques de múltiples disciplinas. 

Una gran cantidad de métodos de análisis de datos han sido desarrollados en estadística. El Aprendizaje automático ha contribuido en el área de clasificación e inducción. Las redes neuronales, por su lado, son efectivas en la clasificación, predicción y clustering de datos. Sin embargo, con la gran cantidad de datos almacenados en las bases de datos sobre los cuales se debe hacer la minería de datos, todos estos métodos deben reanalizarse o escalarse para ser efectivos.

Además para procesar grandes volúmenes de datos de los cuales deben extraerse patrones automáticamente, es necesario contar con una gran capacidad computacional de procesamiento. Es necesario, entonces, desarrollar métodos de minería de datos distribuidos, paralelos e increméntales.

Descubrimiento de conocimientos

 
Anónimo (1999). La minería de datos no debe confundirse con el descubrimiento de conocimientos (knowledge discovery), aunque muchos investigadores consideran que la minería de datos no es más que un paso esencial en el descubrimiento de conocimientos. En general, un proceso de descubrimiento de conocimientos consiste de una repetición iterativa de los siguientes pasos:

1.    Limpieza de datos (Data cleaning) procesamiento de los datos ruidosos, erróneos, faltantes o irrelevantes.

2.    Integración de datos (Data integration) integración de múltiples fuentes heterogéneas de datos en una única fuente.

3. Selección de datos (Data selection) extracción de los datos relevantes al área de análisis del almacenamiento de datos.

4. Transformación de datos (Data transformation) transformación o consolidación de los datos en formas apropiadas para la minería mediante procedimientos de agregación.

5. Minería de Datos: proceso esencial donde se aplican diversos métodos para extraer patrones de los datos.

6. Evaluación de patrones (Pattern evaluation) identificación de patrones interesantes basándose en algún parámetro de comparación impuesto por el usuario.

7. Presentación de los conocimientos (Knowledge presentation) técnicas de visualización y representación de los conocimientos adquiridos.

 Con los sistemas de bases de datos relacionales existentes hoy en día, los cuatro procesos iniciales: limpieza, integración, selección y transformación de datos pueden realizarse mediante la construcción de data warehouses. Los procesos de minería de datos, evaluación de patrones y presentación de conocimientos generalmente se agrupan en el proceso que se conoce como minería de datos. De ahí la confusión que puede llegar a existir con el nombre.

Fases de un Proyecto de Minería de Datos

Los pasos a seguir para la realización de un proyecto de minería de datos son

siempre los mismos, independientemente de la técnica específica de extracción de conocimiento usada. La figura No 1 muestra los pasos de un proyecto de Minería de Datos.
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Figura 1

Fases de un proyecto de minería de datos

El proceso de minería de datos pasa por las siguientes fases:

1. Filtrado de datos: El formato de los datos contenidos en la fuente de datos (base de datos, Data Warehouse...) nunca es el idóneo, y la mayoría de las veces no es posible ni siquiera utilizar ningún algoritmo de minería sobre los datos "en bruto". Mediante el preprocesado, se filtran los datos (de forma que se eliminan valores incorrectos, no válidos, desconocidos... según las necesidades y el algoritmo a usar), se obtienen muestras de los mismos (en busca de una mayor velocidad de respuesta del proceso), o se reducen el número de valores posibles (mediante redondeo, clustering,...).

2. Selección de Variables: Aún después de haber sido preprocesados, en la mayoría de los casos se tiene una cantidad inmensa de datos. La selección de características reduce el tamaño de los datos eligiendo las variables más influyentes en el problema, sin apenas sacrificar la calidad del modelo de conocimiento obtenido del proceso de minería. Los métodos para la selección de características son básicamente dos:

 
Aquellos basados en la elección de los mejores atributos del problema, y
 aquellos que buscan variables independientes mediante tests de sensibilidad, algoritmos de distancia o heurísticos.

3. Extracción de Conocimiento: Mediante una técnica de minería de datos, se obtiene un modelo de conocimiento, que representa patrones de comportamiento observados en los valores de las variables del problema o relaciones de asociación entre dichas variables. También pueden usarse varias técnicas a la vez para generar distintos modelos, aunque generalmente cada técnica obliga a un preprocesado diferente de los datos.

4. Interpretación y Evaluación: Una vez obtenido el modelo, se debe proceder a su validación, comprobando que las conclusiones que arroja son válidas y suficientemente satisfactorias. En el caso de haber obtenido varios modelos mediante el uso de distintas técnicas, se deben comparar los modelos en busca de aquel que se ajuste mejor al problema. Si ninguno de los modelos alcanza los resultados esperados, debe alterarse alguno de los pasos anteriores para generar nuevos modelos.

Componentes de la Minería de Datos

Joshi (1997) considera que “La minería de datos cuenta con tres grandes componentes según Clustering o clasificación, reglas de asociación y análisis de secuencias” (p.82).

En el Clustering o Clasificación se analizan los datos y se generan conjuntos de reglas que agrupen y clasifiquen los datos futuros. Debe tenerse en cuenta que en la minería de datos se busca obtener reglas que particionen los datos en clases predefinidas, esto se torna complicado cuando hay una gran cantidad de atributos y millones de registros.

Una regla de asociación es una regla que implica o presenta ciertas relaciones entre un grupo de objetos en una base de datos. En el proceso de la minería de datos se obtienen varias reglas de este tipo con distintos niveles de abstracción.

 Nuevamente, no olvidar que esto puede implicar el análisis iterativo de bases de datos transaccionales o relacionales, con millones de registros, lo cual presenta un elevado costo operativo. Por lo tanto, la obtención de reglas a partir de bases de datos relacionales o transaccionales es un importante tema de estudio.

Por último, el análisis de secuencias trata de encontrar patrones que ocurren con una secuencia determinada. Trabaja sobre datos que aparecen en distintas transacciones a diferencia de los datos que aparecen relacionados mediante reglas dentro de una misma transacción.

A continuación se presentan ejemplos de algoritmos de minería de datos existentes, de cada uno de los tipos presentados.

Algoritmos de Clasificación (Classification Algorithms)

 
Según Joshi, (1997). La clasificación de datos desarrolla una descripción o modelo para cada una de las clases presentes en la base de datos. Existen muchos métodos de clasificación como aquellos basados en los árboles de decisión TDIDT como el ID3 y el C4.5, los métodos estadísticos, las redes neuronales, y los conjuntos difusos, entre otros.

A continuación se describen brevemente aquellos métodos de aprendizaje automático que han sido aplicados a la minería de datos con cierto éxito:

1.    Algoritmos estadísticos: muchos algoritmos estadísticos han sido utilizados por los analistas para detectar patrones inusuales en los datos y explicar dichos patrones mediante la utilización de modelos estadísticos, como, por ejemplo, los modelos lineales. Estos métodos se han ganado su lugar y seguirán siendo utilizados en los años venideros.

2. Redes Neuronales: las redes neuronales imitan la capacidad de la mente humana para encontrar patrones. Han sido aplicadas con éxito en aplicaciones que trabajan sobre la clasificación de los datos.

3. Algoritmos genéticos: técnicas de optimización que utilizan procesos como el entrecruzamiento genético, la mutación y la selección natural en un diseño basado en los conceptos de la evolución natural.

4. Método del vecino más cercano: es una técnica que clasifica cada registro de un conjunto de datos en base a la combinación de las clases de los k registros más similares. Generalmente se utiliza en bases de datos históricas.

5. Reglas de inducción: la extracción de reglas si-entonces a partir de datos de importancia estadística.

6. Visualización de los datos: la interpretación visual de las relaciones entre datos multidimensionales.

7. Clasificadores basados en instancias o ejemplos: Una manera de clasificar un caso es a partir de un caso similar cuya clase es conocida, y predecir que el caso pertenecerá a esa misma clase. Esta filosofía es la base para los sistemas basados en instancias, que clasifican nuevos casos refiriéndose a casos similares recordados. Un clasificador basado en instancias necesita teorías simbólicas. Los problemas centrales de este tipo de sistemas se pueden resumir en tres preguntas: ¿cuáles casos de entrenamiento deben ser recordados?, ¿cómo puede medirse la similitud entre los casos?, y ¿cómo debe relacionarse el nuevo caso a los casos recordados?.

Los métodos de aprendizaje basados en reglas de clasificación buscan obtener reglas o árboles de decisión que particionen un grupo de datos en clases predefinidas. 


Para cualquier dominio real, el espacio de datos es demasiado grande como para realizar una búsqueda exhaustiva en el mismo.

En cuanto a los métodos inductivos, la elección del atributo para cada uno de los nodos se basa en la ganancia de entropía generada por cada uno de los atributos. Una vez que se ha recopilado la información acerca de la distribución de todas las clases, la ganancia en la entropía se calcula utilizando la teoría de la información o bien el índice de Gini. En la solución propuesta se utilizaran métodos inductivos.  

Aplicaciones

 
A continuación se describen los algoritmos de aprendizaje automático que han sido utilizados en el sistema propuesto de  Minería de Datos. 

ID3

 Este sistema ha sido el que más impacto ha tenido en la minería de datos. Desarrollado en los años ochenta por Quinlan, ID3 significa Induction Decision Trees, y es un sistema de aprendizaje supervisado que construye árboles de decisión a partir de un conjunto de ejemplos. Estos ejemplos son tuplas compuestas por varios atributos y una única clase. El dominio de cada atributo de estas tuplas está limitado a un conjunto de valores. Las primeras versiones del ID3 generaban descripciones para dos clases: positiva y negativa. En las versiones posteriores, se eliminó esta restricción, pero se mantuvo la restricción de clases disjuntas. ID3 genera descripciones que clasifican cada uno de los ejemplos del conjunto de entrenamiento.

Este sistema tiene una buena performance en un amplio rango de aplicaciones, entre las cuales se pueden nombrar, aplicaciones de dominios médicos, artificiales y el análisis de juegos de ajedrez. El nivel de precisión en la clasificación es alto. Sin embargo, el sistema no hace uso del conocimiento del dominio. Además, muchas veces los árboles son demasiado frondosos, lo cual conlleva a una difícil interpretación. En estos casos pueden ser transformados en reglas de decisión para hacerlos más comprensibles.

C4.5

 El C4.5 es una extensión del ID3 que permite trabajar con valores continuos para los atributos, separando los posibles resultados en dos ramas: una para aquellos Ai<=N y otra para Ai>N. Este algoritmo fué propuesto por Quinlan en 1993. El algoritmo C4.5 genera un árbol de decisión a partir de los datos mediante particiones realizadas recursivamente. El árbol se construye mediante la estrategia de profundidad-primero (depth-first). El algoritmo considera todas las pruebas posibles que pueden dividir el conjunto de datos y selecciona la prueba que resulta en la mayor ganancia de información. Para cada atributo discreto, se considera una prueba con n resultados, siendo n el número de valores posibles que puede tomar el atributo. Para cada atributo continuo, se realiza una prueba binaria sobre cada uno de los valores que toma el atributo en los datos.

La familia TDIDT

 
Según Korab, (1997). La familia de los Top Down Induction Trees (TDIDT) pertenece a los métodos inductivos del aprendizaje automático que aprenden a partir de ejemplos preclasificados. En Minería de Datos, se utiliza para modelar las clasificaciones en los datos mediante árboles de decisión.

Construcción de los árboles de decisión

Los árboles TDIDT, a los cuales pertenecen los generados por el ID3 y por el C4.5, se construyen a partir del método de Hunt. El esqueleto de este método para construir un árbol de decisión a partir de un conjunto T de datos de entrenamiento es muy simple. Sean las clases {C1, C2,. . ., Ck}. Existen tres posibilidades:

1. T contiene uno o más casos, todos pertenecientes a una única clase Cj :

            El árbol de decisión para T es una hoja identificando la clase  Cj .

2. T no contiene ningún caso: el árbol de decisión es una hoja, pero la clase asociada debe ser determinada por información que no pertenece a T. Por ejemplo, una hoja puede escogerse de acuerdo a conocimientos de base del dominio, como ser la clase mayoritaria.

3. T contiene casos pertenecientes a varias clases: en este caso, la idea es refinar T en subconjuntos de casos que tiendan, o parezcan tender hacia una colección de casos pertenecientes a una única clase. Se elige una prueba basada en un único atributo, que tiene uno o más resultados, mutuamente excluyentes {O1, O2,. . ., On}. T se particiona en los subconjuntos T1, T2,. . ., Tn donde Ti contiene todos los casos de T que tienen el resultado Oi para la prueba elegida. El árbol de decisión para T consiste en un nodo de decisión identificando la prueba, con una rama para cada resultado posible. El mecanismo de construcción del árbol se aplica recursivamente a cada subconjunto de datos de entrenamientos, para que la i-ésima rama lleve al árbol de decisión construido por el subconjunto Ti de datos de entrenamiento.

Cálculo de la ganancia de información

 
Según Korab, (1997). En los casos, en los que el conjunto T contiene ejemplos pertenecientes a distintas clases, se realiza una prueba sobre los distintos atributos y se realiza una partición según el “mejor” atributo. Para encontrar el “mejor” atributo, se utiliza la teoría de la información, que sostiene que la información se maximiza cuando la entropía se minimiza. La entropía determina la azarosidad o desestructuración de un conjunto.

Al suponer que se tienen ejemplos positivos y negativos. En este contexto la entropía del subconjunto 0, 
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La probabilidad pi- se calcula en forma análoga a  pi+, reemplazando la cantidad de ejemplos positivos por la cantidad de ejemplos negativos, y viceversa.

Generalizando la expresión (1) para cualquier tipo de ejemplos, se obtiene la fórmula general de la entropía:
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En todos los cálculos relacionados con la entropía, se define 0log0  igual a 0.

Si el atributo at divide el conjunto S en los subconjuntos Si, i = 1,2,….. , n, entonces, la entropía total del sistema de subconjuntos será:
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Donde 
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 es la entropía del subconjunto S i y P ( Si ) es la probabilidad de que un ejemplo pertenezca a Si. Puede calcularse, utilizando los tamaños relativos de los subconjuntos, como:

 EMBED Microsoft Equation 3.0 
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La ganancia en información puede calcularse como la disminución en entropía. Es decir:
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Donde H(S) es el valor de la entropía a priori, antes de realizar la subdivisión, y H(S, at)es el valor de la entropía del sistema de subconjuntos generados por la partición según at.

El uso de la entropía para evaluar el mejor atributo no es el único método existente utilizado en aprendizaje automático. Sin embargo, es el utilizado por Quinlan al desarrollar el ID3 y su sucesor el C4.5.

Datos Numéricos

 
Los árboles de decisión pueden generarse tanto a partir de atributos discretos como de atributos numéricos. Cuando se trabaja con atributos discretos, la partición del conjunto según el valor de un atributo es simple. Por ejemplo, Se agrupan todos los animales que tengan pico, siendo tiene pico un atributo y sus posibles valores sí y no. 

En el caso de los atributos numéricos esta división no es tan simple. Por ejemplo, al querer partir los días de un mes en función a la cantidad de lluvia caída, es casi imposible encontrar dos días con exactamente la misma cantidad de precipitaciones.

Para solucionar este problema, puede recurrirse a la binarización. Este método consiste en formar dos rangos de valores de acuerdo al valor de un atributo, que pueden tomarse como simbólicos. Por ejemplo, si en un día hubo 100ml de lluvia, pueden crearse los intervalos [0,100) y [100, +.) y el cálculo de la entropía se realiza como si los dos intervalos fueran los dos valores simbólicos que puede tomar el atributo.

Poda de los árboles generados

 
Existen varias razones para la poda de los árboles generados por los métodos de TDIDT. Michalski, (1998). Entre ellas se pueden nombrar la sobre generalización, la evaluación de atributos poco importantes o significativos, y el gran tamaño del árbol obtenido. En el primer caso, un árbol puede haber sido construido a partir de ejemplos con ruido, con lo cual algunas ramas del árbol pueden ser engañosas. En cuanto a la evaluación de atributos no relevantes, éstos deben podarse ya que sólo agregan niveles en el árbol y no contribuyen a la ganancia de información. Por último, si el árbol obtenido es demasiado profundo o demasiado frondoso, se dificulta la interpretación por parte del usuario, con lo cual hubiera sido lo mismo utilizar un método de caja negra.

Existen dos enfoques para podar los árboles: la pre-poda (preprunning) y la post-poda (postprunning). En el primer caso se detiene el crecimiento del árbol cuando la ganancia de información producida al dividir un conjunto no supera un umbral determinado. En la post-poda se podan algunas ramas una vez que se ha terminado de construir el árbol.

El primer enfoque, tiene la atracción de que no se pierde tiempo en construir una estructura que luego será simplificada en el árbol final. El método típico en estos casos es buscar la mejor manera de partir el subconjunto y evaluar la partición desde el punto de vista estadístico mediante la teoría de la ganancia de información, reducción de errores, etc. Si esta evaluación es menor que un límite predeterminado, la división se descarta y el árbol para el subconjunto es simplemente la hoja más apropiada. Sin embargo, este tipo de método tiene la contra de que no es fácil detener un particionamiento en el momento adecuado, un límite muy alto puede terminar con la partición antes de que los beneficios de particiones subsiguientes parezcan evidentes, mientras que un límite demasiado bajo resulta en una simplificación demasiado leve.

El segundo enfoque es, entonces, el utilizado por el ID3 y el C4.5. Una vez construido el árbol se procede  a su simplificación según los criterios propios de cada uno de los algoritmos.

Transformación a reglas de decisión

Según Korab, (1997) Los árboles de decisión demasiado grandes son difíciles de entender porque cada nodo debe ser interpretado dentro del contexto fijado por las ramas anteriores. Cada prueba tiene sentido, solamente, si se analiza junto con los resultados de las pruebas previas. Cada prueba en el árbol tiene un contexto único que es crucial a la hora de entenderla y puede ser muy difícil comprender un árbol en el cual el contexto cambia demasiado seguido al recorrerlo. Además, la estructura de árbol puede hacer que un concepto en particular quede fragmentado, lo cual hace que el árbol sea aún más difícil de entender. 

Existen dos maneras de solucionar estos problemas: definir nuevos atributos que estén relacionados con las tareas o cambiar de método de representación, por ejemplo, a reglas de decisión.

 
En cualquier árbol de decisión, las condiciones que deben satisfacerse cuando un caso se clasifica por una hoja pueden encontrarse analizando los resultados de las pruebas en el camino recorrido desde la raíz. Es más, si el camino fuese transformado directamente en una regla de producción, dicha regla podría ser expresada como una conjunción de todas las condiciones que deben ser satisfechas para llegar a la hoja. 

Consecuentemente, todos los antecedentes de las reglas generadas de esta manera serían mutuamente excluyentes y exhaustivos.

 
Al hablar de reglas de decisión o de producción se refiere a una estructura de la forma:

Si atributo1 = valorX y atributo2 = valorY .... y atributo n = valorZ      Entonces claseK.

 
Se dice que una regla cubre un caso si el caso satisface todas las condiciones en el antecedente de la misma.

Evaluación de los métodos de aprendizaje

 
La evaluación es la clave del progreso en la Minería de Datos. Existen varias maneras de inferir estructuras a partir de los datos; para determinar cuál es el mejor método para cada conjunto de datos, debe existir una manera de evaluar los métodos de aprendizaje y compararlos entre sí.

 
Si se cuenta con una gran cantidad de datos, la evaluación no es problema: se genera un modelo a partir de un conjunto grande de entrenamiento y, luego, se lo prueba con otro gran conjunto de datos. Sin embargo, aunque la Minería de Datos implica por su  definición trabajar con grandes cantidades de datos, los conjuntos de datos de buena calidad son pocos. Los datos de entrenamiento deben ser cuidadosamente generados y analizados por expertos humanos, un recurso que escasea.

Existen varios indicadores de la performance de un algoritmo de aprendizaje, algunos de ellos se describen a continuación. Michalski, (1998):

1. Precisión: cantidad de ejemplos positivos y negativos evaluados correctamente. Algunas veces, es importante distinguir entre dos tipos de errores: los ejemplos positivos clasificados como negativos (errores de omisión) y viceversa (errores de comisión). Estos dos tipos de errores nos ayudan a determinar si los conceptos aprendidos son demasiado generales o demasiado específicos. Para que un sistema sea preciso, es necesario que genere descripciones que sean consistentes (no cubran ningún ejemplo negativo) y que sean completas (cubran todos los ejemplos positivos).

2. Eficiencia: un sistema debe ser capaz de generar descripciones correctas con un número mínimo de ejemplos. Un instructor no siempre puede dotar al sistema de una cantidad infinita de ejemplos, y la velocidad en el aprendizaje es un indicador de inteligencia. Dentro de la eficiencia, debemos evaluar también los requerimientos computacionales. Estos se miden en función a la cantidad de tiempo y recursos que un sistema necesita para llegar a una buena descripción.

3. Comprensibilidad: es importante que los conceptos generados sean comprensibles al usuario, ya que el fin último de estos sistemas es que el usuario aprenda algo de ellos.

4. Robustez: contra el ruido y contra los ejemplos incompletos. Cada sistema maneja estos dos problemas de forma diferente, con lo cual debe evaluarse en cada sistema en particular.

5. Requerimientos especiales: en algunos dominios, se requiere que un sistema aprenda a medida que llegan los ejemplos. Esto se conoce como aprendizaje incremental y es, especialmente, importante en aquellas áreas en que los conceptos evolucionan, cambian su significado a través del tiempo.

Evaluación en la familia TDIDT

 
Para los problemas de clasificación, como los de la familia TDIDT, es natural medir la performance del clasificador con una proporción de error. El clasificador predice la clase de cada instancia: si la predicción es correcta, es un éxito; si no lo es,  un error. La proporción de error, entonces, es simplemente la cantidad de errores sobre la cantidad total de instancias clasificadas.

Por supuesto, lo que interesa es estimar la proporción de errores sobre los nuevos datos y no sobre los datos de entrenamiento, los cuales ya están clasificados. ¿Se puede decir que la proporción de error estimada a partir de los datos de entrenamiento es correcta para los datos futuros?. No, si los datos sobre los que se estimó el error fueron utilizados al generar el clasificador. La proporción de error sobre los datos de entrenamiento no es un buen indicador de los errores futuros; como el clasificador se generó a partir de estos datos, la proporción de error es subjetiva y totalmente optimista. La proporción de error generada a partir de los datos de entrenamiento se conoce como error de sustitución, ya que se calcula al sustituir las instancias en un clasificador que fue construido a partir de ellas. A pesar de que no es un buen estimador para la predicción de futuros errores, es muy útil conocerlo.

Para predecir la performance del clasificador en los datos futuros, se necesita evaluar la proporción de error sobre datos no utilizados durante la construcción del mismo. El conjunto independiente de datos utilizado con este propósito es el conjunto de prueba. Es esencial que el conjunto de prueba no haya sido utilizado para nada en la generación del clasificador. Entonces, aquellos esquemas en que la construcción se realiza en dos etapas o requieren probar el clasificador, trabajan con dos conjuntos de datos: el de entrenamiento y el de prueba.

Se Puede decir que a mayor cantidad de datos, mejor clasificador y mejor estimador de error. El problema está cuando hay una pequeña cantidad de datos de entrenamiento. En muchas situaciones, los datos de entrenamiento y prueba deben clasificarse manualmente. Se Debe encontrar la forma de conseguir un buen estimador de error, aún cuando los datos de prueba escasean. A continuación, se explican varios métodos para evaluar los algoritmos de clasificación.

Estimación del costo

Hasta ahora no se ha considerado el costo de tomar malas decisiones y malas clasificaciones. La optimización de las proporciones de clasificación sin considerar el 

costo de los errores, generalmente lleva a resultados extraños. Existe un ejemplo famoso de un sistema de inducción utilizado para predecir los períodos fértiles de las vacas. Las vacas se controlaron con un identificador electrónico en la oreja, y otros atributos como el volumen de leche y su composición química. En las primeras pruebas del sistema de aprendizaje automático, los resultados afirmaban que las vacas nunca estaban en el período fértil. El período menstrual de las vacas es similar al de los humanos, con lo cual la regla generada era correcta el 97% de las veces, un grado de precisión impresionante para el dominio de la agricultura. Sin embargo, lo que se buscaba eran reglas que predijeran cuando una vaca estaba fértil y no cuando no lo estaba, con lo cual, los costos de los dos casos de error son distintos. La evaluación por exactitud en la clasificación asume costos iguales por naturaleza. Si los costos son conocidos, pueden incluirse en el análisis de los métodos. Al  restringir el análisis a los casos que tienen clases sí y no únicamente. Los cuatro resultados posibles de una predicción pueden listarse en una matriz de confusión como la que se muestra a continuación.

Cuadro 1

Matriz de confusión para los casos que tienen clases si y no únicamente.

	Clase predicha

	 
	 
	Sí
	No
	 

	Clase Verdadera
	Sí
	Verdadero positivo
	Falso negativo

	 
	No
	Falso positivo
	Verdadero negativo

	
	
	
	


Fuente: Un algoritmo de aprendizaje de conceptos para sistemas inteligentes. Buenos Aires 1987.

Elaborado: García (1987)

Los verdaderos positivos y verdaderos negativos son los casos sin error. Los falsos positivos corresponden a aquellas instancias negativas que fueron clasificadas como positivas, mientras que los falsos negativos son aquellas instancias clasificadas como negativas cuando en realidad son positivas.

Estos dos casos de errores generalmente tienen distintos costos, como los casos clasificados correctamente tienen distintos beneficios. El hecho de pensar en el costo genera mejores decisiones.

No obstante, la mayoría de los algoritmos de aprendizaje automático no tienen en cuenta el costo al aprender. Existen, sin embargo, dos maneras de transformarlo fácilmente. La primera idea para transformar un clasificador para que tome en cuenta el costo, es variar la cantidad de ejemplos positivos y negativos en los datos de entrenamiento de acuerdo a la importancia de cada uno de los errores. Otra idea es ponderar las instancias. Por ejemplo, al generar un árbol de decisión, una instancia puede dividirse en partes con un esquema de ponderación que indique la proporción con que debe tomarse cada rama.

Características de los árboles de decisión

Los árboles de decisión representan una estructura de datos que organiza eficazmente los descriptores. Se construye un árbol de forma tal que en cada nodo se realiza una prueba sobre el valor de los descriptores y de acuerdo con la respuesta se va descendiendo en las ramas, hasta llegar al final del camino donde se encuentra el valor del clasificador. Se puede analizar un árbol de decisión como una caja negra en función de cuyos parámetros (descriptores) se obtiene un cierto valor del clasificador.


Figura 2 

Estructura de un árbol de decisión

Un árbol de decisión puede analizarse como una disyunción de conjunciones. Cada camino desde la raíz hasta las hojas representa una conjunción, y todos los caminos son alternativos, es decir, son disyunciones.

Características de las reglas de decisión

  Las reglas de decisión o de producción son una alternativa a los árboles de decisión, y todo árbol de decisión puede llevarse a reglas de este tipo Witten y Frank , (2000). 

Antecedente => Consecuente

Donde el antecedente es una conjunción entre distintas pruebas de valor sobre los valores de los atributos; y el consecuente es una clase para todos los casos que satisfagan el antecedente. Por ejemplo,

 Si atributo1=”valor a” y atributo2= “valor y”, entonces Clase K 

Las reglas de decisión se presentan en orden, y deben interpretarse de esa manera. El orden determina cuáles reglas deben ejecutarse primero. Al clasificar un nuevo caso se avanza en la lista hasta llegar a un antecedente que sea satisfecho por el caso, entonces la clase del caso es la correspondiente al consecuente de dicha regla. El C4.5 en particular, agregar una última regla a la lista, ésta no tiene antecedente, es la regla con la clase por defecto, es decir, si el caso no satisfizo ninguna de las reglas anteriores, entonces es de la clase indicada por la última regla que no tiene antecedente.

En el caso de las reglas de decisión, agregar una nueva regla implica simplemente añadirla a la lista de reglas sin necesidad de hacer cambios de estructura, mientras que agregar una nueva regla en un árbol implicaría rehacer la estructura del mismo.

Presentación de los resultados

Tanto el ID3 como el C4.5 generan un clasificador de la forma de un árbol de decisión, cuya estructura es Quinlan, (1993):

Una hoja, indicando una clase.

Un nodo de decisión que especifica alguna prueba a ser realizada sobre un único atributo, con una rama y subárbol para cada valor posible de la prueba.

El árbol de decisión generado por el C4.5 cuenta con varias características particulares: cada hoja tiene asociados dos números, que indican el número de casos de entrenamientos cubiertos por cada hoja y la cantidad de ellos clasificados erróneamente por la hoja. Es en cierta manera, un estimador del éxito del árbol sobre los casos de entrenamiento. El ID3, en cambio, no clasifica erróneamente a los datos de entrenamiento, con lo cual no son necesarios este tipo de indicadores. Es por ello, que este algoritmo, a diferencia del C4.5, corre el riesgo de caer en sobre ajuste.

El propósito de construir modelos de clasificación no se limita al desarrollo de predictores precisos, también es esencial que el modelo construido sea comprensible para los seres humanos. Michie  (1986), critica al ID3 al sostener que los resultados recientes demuestran que los programas construidos sobre la base de sistemas tales como el ID3 pueden ser considerados, de alguna manera, “super-programas” y al mismo tiempo ser incomprensibles para las personas. Se han estudiado varias maneras de simplificar los árboles de decisión. Por ejemplo, en el sistema integrado propuesto, los árboles generados por el C4.5 como por el ID3 se transforman en un conjunto de reglas de producción o decisión, un formato que parece más comprensible que los árboles, cuando estos últimos son demasiado extensos o frondosos.

Descripción general de los algoritmos

El algoritmo principal de los sistemas de la familia TDIDT, a la cual pertenecen el ID3 y su descendiente el C4.5, es el proceso de generación de un árbol de decisión inicial a partir de un conjunto de datos de entrenamiento. La idea original está basada en un trabajo de Hoveland y Hunt de los años 50, culminado en el libro Experiments in Induction Hunt, 1966 que describe varios experimentos con varias implementaciones de sistemas de aprendizaje de conceptos. 

División de los datos

Se debe recordar que el método “divide y reinarás” realiza en cada paso una partición de los datos del nodo según una prueba realizada sobre el “mejor” atributo. 


Cualquier prueba que divida a T en una manera no trivial, tal que al menos dos subconjuntos distintos {Ti} no estén vacíos, eventualmente resultará en una partición de subconjuntos de una única clase, aún cuando la mayoría de los subconjuntos contengan un solo ejemplo. Sin embargo, el proceso de construcción del árbol no apunta meramente a encontrar cualquier partición de este tipo, sino a encontrar un árbol que revele una estructura del dominio y, por lo tanto, tenga poder predictivo. Para ello, se necesita un número importante de casos en cada hoja o, dicho de otra manera, la partición debe tener la menor cantidad de clases posibles. En el caso ideal, lo deseable es elegir en cada paso la prueba que genere el árbol más pequeño.

La mayoría de los métodos de construcción de árboles de decisión, incluyendo el C4.5 y el ID3, no permiten volver a estados anteriores, es decir, son algoritmos golosos sin vuelta atrás. Una vez que se ha escogido una prueba para particionar el conjunto actual, típicamente basándose en la maximización de alguna medida local de progreso, la partición se concreta y las consecuencias de una elección alternativa

no se exploran. Por este motivo, la elección debe ser bien realizada.

Elección del criterio de división

Para realizar la división de los datos en cada paso, Quinlan propone la utilización de los métodos de la Teoría de la Información. En un principio, el ID3 utilizaba la ganancia como criterio de división. Sin embargo, a partir de numerosas pruebas se descubrió que este criterio no era efectivo en todos los casos y se obtenían mejores resultados si se normalizaba el criterio en cada paso. Por lo tanto, comenzó a utilizarse la ganancia de información, con mayor éxito. El C4.5 también utiliza este último criterio para realizar la división de los casos. Quinlan afirma que en su opinión el criterio de proporción de ganancia es robusto y generalmente da resultados más consistentes que el criterio de ganancia.

La solución propuesta permite la utilización de ambos criterios. Se estudiarán y compararán los resultados obtenidos con el ID3 y con el C4.5 utilizando la ganancia y la proporción de ganancia.

Criterio de Ganancia

La definición de ganancia presentada en la ecuación 6. Al Suponer que se tiene una prueba posible con n resultados que particionan al conjunto T de entrenamiento en los subconjuntos T1, T2,. . ., Tn. Si la prueba se realiza sin explorar las divisiones subsiguientes de los subconjuntos Ti , la única información disponible para evaluar la partición es la distribución de clases en T y sus subconjuntos.

Al considerar una medida similar luego de que T ha sido particionado de acuerdo a los n resultados de la prueba X. La información esperada (entropía) puede determinarse como la suma ponderada de los subconjuntos, de la siguiente manera

 EMBED Microsoft Equation 3.0 
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mide la información ganada al partir T de acuerdo a la prueba X. El criterio de ganancia, entonces, selecciona la prueba que maximice la ganancia de información. Es decir, antes de particionar los datos en cada nodo, se calcula la ganancia que resultaría de particionar el conjunto de datos según cada uno de los atributos posibles. Se realiza la partición que resulta en la mayor ganancia.

Criterio de Proporción de Ganancia

El criterio de ganancia tiene un defecto muy serio: presenta una tendencia muy fuerte a favorecer las pruebas con muchos resultados. Al analizar una prueba sobre un atributo que sea la clave primaria de un conjunto de datos, en la cual, se obtendrá  un  único  subconjunto  para  cada caso, y  para cada  subconjunto se  tendrá  

I (T,X) = 0, entonces la ganancia de información será máxima. Desde el punto de vista de la predicción, este tipo de división no es útil.

Esta tendencia inherente al criterio de ganancia puede corregirse mediante una suerte de normalización, en la cual se ajusta la ganancia aparente, atribuible a pruebas con muchos resultados. Consideremos el contenido de información de un mensaje correspondiente a los resultados de las pruebas. Por analogía a la definición de la I(S) se tiene:
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[image: image16.wmf](

)

÷

÷

ø

ö

ç

ç

è

æ

-

=

å

=

T

T

x

T

T

X

división

I

i

n

i

i

1

2

log

_



Esto representa la información potencial generada al dividir T en n subconjuntos, mientras que la ganancia de información mide la información relevante a una clasificación que nace de la misma división.

Entonces,
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expresa la proporción útil de información generada en la partición. Si la partición es casi trivial, la información de la división será pequeña y esta proporción se volverá inestable. Para evitar este fenómeno, el criterio de proporción de ganancia selecciona una prueba que maximice la expresión anterior, sujeto a la restricción de que la información de la división sea grande, al menos tan grande como la ganancia promedio sobre todas las pruebas realizadas.

ID3

El algoritmo ID3 fue diseñado en 1993 por J. Ross Quinlan. El ID3 toma objetos de una clase conocida y los describe en términos de una colección fija de propiedades o de atributos, y produce un árbol de decisión sobre estos atributos que clasifica correctamente todos los objetos. Hay ciertas cualidades que diferencian a este algoritmo de otros sistemas generales de inferencia. La primera se basa en la forma en que el esfuerzo requerido para realizar una tarea de inducción crece con la dificultad de la tarea. El ID3 fue diseñado específicamente para trabajar con masas de objetos, y el tiempo requerido para procesar los datos crece sólo linealmente con la dificultad, como producto de:

1. la cantidad de objetos presentados como ejemplos.

2. la cantidad de atributos dados para describir estos objetos.

3. la complejidad del concepto a ser desarrollado (medido por la cantidad de nodos en el árbol de decisión).

Esta linealidad se consigue a costo del poder descriptivo: los conceptos desarrollados por el ID3 sólo toman la forma de árboles de decisión basados en los atributos dados, y este “lenguaje” es mucho más restrictivo que la lógica de primer orden o la lógica multivaluada, en la cual otros sistemas expresan sus conceptos Quinlan, (1993).

Según Quinlan, (1993).Una regla de clasificación en la forma de un árbol de decisión puede construirse para cualquier conjunto C de atributos de esa forma. Si C está vacío, entonces se lo asocia arbitrariamente a cualquiera de las clases. Si no, C contiene los representantes de varias clases; se selecciona un atributo y se particiona C en  conjuntos disjuntos C1, C2,..., Cn, donde Ci contiene aquellos miembros de C que tienen el valor i para el atributo seleccionado. Cada una de estos subconjuntos se maneja con la misma estrategia. El resultado es un árbol en el cual cada hoja contiene un nombre de clase y cada nodo interior especifica un atributo para ser testeado con una rama correspondiente al valor del atributo.

Descripción del ID3

El objetivo del ID3 es crear una descripción eficiente de un conjunto de datos mediante la utilización de un árbol de decisión. Dados datos consistentes, es decir, sin contradicción entre ellos, el árbol resultante describirá el conjunto de entrada a la perfección. Además, el árbol puede ser utilizado para predecir los valores de nuevos datos, asumiendo siempre que el conjunto de datos sobre el cual se trabaja es representativo de la totalidad de los datos.

Dados:

1. Un conjunto de datos

2. Un conjunto de descriptores de cada dato

3. Un clasificador/conjunto de clasificadores para cada objeto.

Se desea obtener:

Un árbol de decisión simple basándose en la entropía, donde los nodos pueden ser:

      
Nodos intermedios: en donde se encuentran los descriptores escogidos según el criterio de entropía, que determinan cuál rama es la que debe tomarse.

    
 Hojas: estos nodos determinan el valor del clasificador.

 Este procedimiento de formación de reglas funcionará siempre dado que no existen dos objetos pertenecientes a distintas clases pero con idéntico valor para cada uno de sus atributos; si este caso llegara a presentarse, los atributos son inadecuados para el proceso de clasificación.

Según Blurock, (1996).  Hay dos conceptos importantes a tener en cuenta en el algoritmo ID3: la entropía y el árbol de decisión. La entropía se utiliza para encontrar el parámetro más significativo en la caracterización de un clasificador. El árbol de decisión es un medio eficiente e intuitivo para organizar los descriptores que pueden ser utilizados con funciones predictivas.

Algoritmo ID3

A continuación se presenta el algoritmo del método ID3 para la construcción de árboles de decisión en función de un conjunto de datos previamente clasificados.

Función ID3

(R: conjunto de atributos no clasificados,

 C: atributo clasificador,

 S: conjunto de entrenamiento) devuelve un árbol de decisión;

Comienzo

Si S está vacío,

           devolver un único nodo con valor falla;

Si todos los registros de S tienen el mismo valor para el atributo clasificador,

           devolver un único nodo con dicho valor;

Si R está vacío, entonces

           devolver un único nodo con el valor más frecuente del atributo clasificador en

los registros de S (Nota: habrá errores, es decir, registros que no estarán bien

           clasificados en este caso);

Si R no está vacío, entonces

D        atributo con mayor Ganancia(D,S) entre los atributos de R;

Sean {dj | j =1,2, .., m} los valores del atributo D;

Sean {Sj | j =1,2, .., m} los subconjuntos de S correspondientes a los valores de

dj respectivamente;

devolver un árbol con la raíz nombrada como D y con los arcos nombrados d1, d2,

.., dm que van respectivamente a los árboles

ID3(R-{D}, C, S1), ID3(R-{D}, C, S2), .., ID3(R-{D}, C, Sm);

Fin.

Poda de los árboles de decisión

La poda de los árboles de decisión se realiza con el objetivo de que éstos sean más comprensibles. Lo cual implica que tengan menos niveles y/o sean menos frondosos. La poda aplicada en el ID3 se realiza una vez que el árbol ha sido generado y es un mecanismo bastante simple: si de un nodo nacen muchas ramas, las cuales terminan todas en la misma clase, entonces se reemplaza dicho nodo por una hoja con la clase común. En caso contrario, se analizan todos los nodos hijos.

Pasaje a reglas de decisión

Para pasar a reglas de decisión, el ID3 recorre el árbol desde la raíz hasta las hojas y genera una regla por cada camino recorrido. El antecedente de cada regla estará compuesto por la conjunción de las pruebas de valor de cada nodo visitado, y la clase será la correspondiente a la hoja. El recorrido del árbol se basa en el recorrido de preorden (de raíz a hojas, de izquierda a derecha). Como se trabaja con árboles n-arios, este recorrido es único.

Atributos desconocidos

Es necesario que todos los casos presentados al ID3 estén descriptos por los mismos atributos. Esto limita la aplicación del algoritmo, ya que no siempre se cuenta con toda la información necesaria. Imaginemos una base de datos histórica en la que se fueron agregando atributos a medida que se lo consideró necesario, para los primeros casos de la misma no se conocerán los valores de los nuevos atributos. El ID3 puede trabajar con atributos desconocidos, los considera como si fuesen un nuevo valor, por ello, se llega a la convención de que los valores desconocidos, deben expresarse con un “?” en los datos. El “?” constituye un nuevo valor posible para el atributo en cuestión.

Limitaciones del ID3

El ID3 puede aplicarse a cualquier conjunto de datos, siempre y cuando los atributos sean discretos. Este sistema no cuenta con la facilidad de trabajar con atributos continuos ya que analiza la entropía sobre cada uno de los valores de un atributo, por lo tanto, tomaría cada valor de un atributo continuo individualmente en el cálculo de la entropía, lo cual no es útil en muchos de los dominios. Cuando se trabaja con atributos continuos generalmente se piensa en rangos de valores y no en valores particulares. 

Según Blurock, (1996).Existen varias maneras de solucionar este problema del ID3, como la agrupación de o la discretización de los mismos. El C4.5 resolvió el problema de los atributos continuos mediante la discretización.

Resolución de un ejemplo utilizando el ID3

En esta sección se presenta un árbol y un conjunto de reglas de decisión obtenidos utilizando el ID3, para ejemplificar su aplicación. Se requieren analizar parte de cuales hogares son pobres o no basándonos en la escolaridad, el hacinamiento, la vivienda, los servicios básicos y la dependencia económica. Los datos que se utilizarán en este ejemplo, se presentan en la siguiente tabla:

	Escolaridad
	Hacinamiento
	Vivienda
	Servicios
	Dependencia
	Condición

	No Asisten
	Hay 
	Adecuada
	Con serv
	Alta depend
	Pobre

	No Asisten
	No hay 
	Adecuada
	Sin serv
	Alta depend
	Pobre

	Asisten
	No hay 
	Inadecuada
	Sin serv
	Sin depend
	Pobre

	No Asisten
	No hay 
	Adecuada
	Sin serv
	Sin depend
	Pobre

	Asisten
	No hay 
	Adecuada
	Con serv
	Sin depend
	No Pobre

	Asisten
	No hay 
	Adecuada
	Con serv
	Sin depend
	No Pobre

	Asisten
	No hay 
	Adecuada
	Con serv
	Sin depend
	No Pobre

	Asisten
	No hay 
	Adecuada
	Con serv
	Sin depend
	No Pobre

	Asisten
	No hay 
	Inadecuada
	Sin serv
	Sin depend
	Pobre

	No Asisten
	No hay 
	Adecuada
	Con serv
	Alta depend
	Pobre

	No Asisten
	Hay 
	Adecuada
	Con serv
	Sin depend
	Pobre

	No Asisten
	Hay 
	Adecuada
	Con serv
	Sin depend
	Pobre

	No Asisten
	Hay 
	Inadecuada
	Con serv
	Alta depend
	Pobre

	No Asisten
	Hay 
	Adecuada
	Con serv
	Sin depend
	Pobre

	Asisten
	Hay 
	Adecuada
	Con serv
	Alta depend
	Pobre

	Asisten
	No hay 
	Adecuada
	Con serv
	Sin depend
	No Pobre

	Asisten
	Hay 
	Adecuada
	Con serv
	Alta depend
	Pobre

	Asisten
	No hay 
	Inadecuada
	Sin serv
	Sin depend
	Pobre


En el caso de este ejemplo, los árboles y las reglas obtenidas utilizando la ganancia y la proporción de ganancia son iguales.

Construcción del árbol de decisión

A partir de todos los datos disponibles, el ID3 analiza todas las divisiones posibles según los distintos atributos y calcula la ganancia y/o la proporción de ganancia. Se comienza analizando el atributo Escolaridad.

El atributo Escolaridad tiene la siguiente distribución de datos:

	
	Asisten
	No Asisten
	Total General

	No Pobre
	5
	0
	5

	Pobre
	5
	8
	13

	Total General
	10
	8
	18


Para calcular la ganancia y, por lo tanto, también la proporción de ganancia, es necesario calcular la entropía del conjunto. Entonces,
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Se calcula ahora la entropía que tendrían los conjuntos resultante de la división de datos según este atributo.
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Ahora se calcula la ganancia resultante de dividir al subconjunto según el atributo Escolaridad, se tiene:
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Para calcular la proporción de ganancia se debe conocer primero la información de la división que se calcula como:

I_división(S) = - 
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Finalmente, calculamos la proporción de ganancia.

Proporción de ganancia (S) = 
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De la misma manera en que se calculó la ganancia y proporción de ganancia para el caso anterior, se  calcula para el atributo Hacinamiento los valores son los siguientes:

Ganancia = 0.2449 bits                               Proporción de ganancia = 0.2540 bits          

Para el caso del atributo Vivienda se obtienen los siguientes valores:

Ganancia = 0.1210 bits                               Proporción de ganancia = 0.1584 bits       

Para el atributo Servicios los valores son los siguientes:

Ganancia = 0.1581 bits                               Proporción de ganancia = 0.1855 bits 

finalmente para el atributo Dependencia los valores son los siguientes:

Ganancia = 0.1991 bits                               Proporción de ganancia = 0.2168 bits    


Una vez que se han calculado las ganancias y  proporciones de ganancia para todos los atributos disponibles, se debe elegir el atributo según el cual se dividirá a este conjunto de datos. Tanto en el caso de la ganancia como en el de la proporción de ganancia, el mejor atributo para la división es aquel que la maximiza. En este ejemplo, la división según el atributo Escolaridad es el que mayor ganancia y proporción de ganancia ofrece. Esto significa que el nodo raíz del árbol será un nodo que evalúa el atributo Escolaridad.


La figura  No 3 esquematiza la construcción de un árbol de decisión utilizando el ID3 para el conjunto de datos en cuestión. La figura No 4 presenta el árbol de decisión obtenido.

Transformación a reglas de decisión


Para pasar un árbol de decisión  a reglas de decisión, el ID3 lo recorre en preorden y cada vez que llega a una hoja, escribe la regla que tiene como consecuente el valor de la misma, y como antecedente, la conjunción de las pruebas de valor especificados en todos los nodos recorridos desde la raíz para llegar a dicha hoja. Al analizar el pasaje del árbol de la figura No 4 a reglas de decisión, el recorrido del árbol comienza por la raíz “Escolaridad” continúa por los nodos “Vivienda” y “Hacinamiento” hasta llegar a la hoja “No Pobre”. La regla generada para este recorrido será:

[image: image26.png]Regla 0
Si Escolaridad = Asisten

y Vivienda = Adecuada

y Hacinamiento = No Hay
Entonces Condicién=No Pobre





Al seguir el recorrido preorden, se llega a continuación a la hoja “Pobre”, obteniendo en este caso la siguiente regla:

[image: image27.png]Regla 1
Si Escolaridad = Asisten
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y Hacinamiento = Hay
Entonces Condicién = Pobre





recorriendo en este sentido el árbol, el resto de las reglas obtenidas se muestran a continuación:

[image: image28.png]Regla 2
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Regla 3
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Figura 3

Esquema de la construcción de un árbol de decisión utilizando el ID3


Figura 4

Árbol de decisión obtenido con el ID3


C4.5

El C4.5 se basa en el ID3, por lo tanto, la estructura principal de ambos métodos es la misma. El C4.5 construye un árbol de decisión mediante el algoritmo “divide y reinarás” y evalúa la información en cada caso utilizando los criterios de entropía y ganancia o proporción de ganancia, según sea el caso. A continuación, se explicarán las características particulares de este método que lo diferencian de su antecesor.

Algoritmo C4.5

El algoritmo del método C4.5 para la construcción de árboles de decisión a grandes rasgos es muy similar al del ID3. Varía en la manera en que realiza las pruebas sobre los atributos, tal como se detalla en las secciones siguientes.

Función C4.5

(R: conjunto de atributos no clasificadores,

C: atributo clasificador,

S: conjunto de entrenamiento) devuelve un árbol de decisión;

Comienzo

Si S está vacío,

          devolver un único nodo con Valor Falla;

Si todos los registros de S tienen el mismo valor para el atributo clasificador,

         devolver un único nodo con dicho valor;

Si R está vacío, entonces

         devolver un único nodo con el valor más frecuente del atributo clasificador en

         los registros de S (Nota: habrá errores, es decir, registros que no estarán bien

         clasificados en este caso);

Si R no está vacío, entonces

D       atributo con mayor Proporción de Ganancia(D,S) entre los atributos de R;

        Sean {d j | j =1,2, .., m} los valores del atributo D;

        Sean {Sj | j =1,2, .., m} los subconjuntos de S correspondientes a los valores de

        dj respectivamente;

  devolver un árbol con la raíz nombrada como D y con los arcos                                                                 nombradosd1,d2,.., dm que van respectivamente a los árboles

       C4.5(R-{D}, C, S1), C4.5(R-{D}, C, S2), .., C4.5(R-{D}, C, Sm);

       Fin.

Características particulares del C4.5

Según Quinlan, (1993). En cada nodo, el sistema debe decidir cuál prueba escoge para dividir los datos. Los tres tipos de pruebas posibles propuestas por el C4.5 son:

1. La prueba “estándar” para los atributos discretos, con un resultado y una rama para cada valor posible del atributo.

2. Una prueba más compleja, basada en un atributo discreto, en donde los valores posibles son asignados a un número variable de grupos con un resultado posible para cada grupo, en lugar de para cada valor.

3. Si un atributo A tiene valores numéricos continuos, se realiza una prueba binaria con resultados A ≤Z y A > Z, para lo cual debe determinarse el valor límite Z.

Todas estas pruebas se evalúan de la misma manera, mirando el resultado de la proporción de ganancia, o alternativamente, el de la ganancia, resultante de la división que producen. Ha sido útil agregar una restricción adicional: para cualquier división, al menos dos de los subconjuntos Ti deben contener un número razonable de casos. Esta restricción, que evita las subdivisiones casi triviales es tenida en cuenta solamente cuando el conjunto T es pequeño.

Pruebas sobre atributos continuos

Según Quinlan, (1993). Las pruebas para valores continuos trabajan con un valor límite arbitrario. El método utilizado para ello por el C4.5 es muy simple. Primero, los casos de entrenamiento T se ordenan según los valores del atributo A continuo que está siendo considerado. Existe un número finito de estos valores.

Sean {v1, v2,. . ., vm} los valores que toma el atributo A. Cualquier valor límite entre vi y vi +1 tendrá el mismo efecto al dividir los casos entre aquellos cuyo valor para A pertenece al subconjunto {v1, v2,. . .,vi} y aquellos cuyo valor pertenece a {vi+1, vi+2,. . ., vm}. Entonces, existen sólo m – 1 divisiones posibles de  el valor de A y todas son examinadas. Al estar ordenados, las sucesivas pruebas para todos los valores, pueden realizarse en una única pasada.

Típicamente se elige el punto medio del intervalo como valor límite representativo, entonces el iésimo valor límite sería: 
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C4.5 se diferencia de otros algoritmos en que elige el mayor valor de A en todo el conjunto de casos de entrenamiento que no excede el punto medio presentado, en lugar del punto medio en sí mismo, como valor límite; de esta manera se asegura que todos los valores límites que aparezcan en el árbol y/o las reglas ocurran al menos una vez en los datos.

El método utilizado para la binarización de atributos tiene una gran desventaja. Mientras que todas las operaciones de construcción de un árbol de decisión crecen linealmente con el número de casos de entrenamiento, el ordenamiento de d valores continuos crece proporcionalmente a d x log(d). Entonces, el tiempo requerido para construir un árbol a partir de un gran conjunto de datos de entrenamiento, puede estar dominado por el ordenamiento de datos con valores continuos.

Atributos desconocidos

C4.5 asume que todos los resultados de pruebas desconocidos se distribuyen probabilísticamente según la frecuencia relativa de los valores conocidos. Un caso (posiblemente fraccional) con un valor desconocido se divide en fragmentos cuyos pesos son proporcionales a dichas frecuencias relativas, dando por resultado que un caso puede seguir múltiples caminos en el árbol. Esto se aplica tanto cuando los casos de entrenamiento se dividen durante la construcción del árbol, como cuando el árbol se utiliza para clasificar casos.

Evaluación de las pruebas

La modificación del criterio de ganancia es bastante directa. La ganancia de una prueba mide la información sobre la pertenencia a una clase que puede esperarse como resultado de partir un conjunto de datos de entrenamiento, calculada al restar la información que se espera que sea necesaria para identificar la clase de un objeto después de la partición a la misma cantidad antes de la partición. Es evidente que una prueba no puede proveer información de pertenencia a una clase si no se conoce el valor de un atributo.

Sea T el conjunto de datos de entrenamiento y X una prueba basada en un atributo A, supongamos que el valor de A se conoce únicamente en una fracción F de casos en T. Sean I(T) e IX(T) calculadas según la ecuación 
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, excepto que sólo se tienen en cuenta los casos para los cuales el valor de A es conocido. La definición de ganancia puede corregirse a:


[image: image31.wmf](

)

(

)

(

)

(

)

(

)

(

)

(

)

T

I

T

I

Fx

conocidox

sea

no

A

ad

probabilid

T

I

T

I

conocidox

sea

A

ad

probabilid

X

Ganancia

x

x

-

=

+

-

=

0

_

_

_

_

_

_

_


o, en otras palabras, la ganancia aparente de mirar a los casos con valores conocidos, multiplicada por la fracción de dichos casos en el conjunto de entrenamiento. El cálculo de la proporción de ganancia se calcula con la siguiente ecuación 
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. La definición de información de la división puede modificarse de manera similar, considerando los casos con valores desconocidos como un grupo más, entonces, si una prueba tienen n resultados, su información de la división se calcula como la prueba dividido n+1 subconjuntos.
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Partición del conjunto de entrenamiento

Una prueba puede seleccionar del conjunto de pruebas posibles, como antes, pero utilizando las versiones modificadas de ganancia e información de la división. Si la prueba X con resultados O1, O2, ..., On  es escogida y tiene algunos valores desconocidos para algunos de los datos de entrenamiento, el concepto de particionamiento debe ser generalizado, según un criterio probabilístico.

Cuando un caso T con un resultado conocido Oi es asignado al subconjunto Ti, esto significa que la probabilidad de que el caso pertenezca a Ti es 1 y de que pertenezca a todos los otros subconjuntos es 0. Cuando el resultado es desconocido, sólo se puede realizar una afirmación estadística más débil.

Entonces, se asocia con cada caso del subconjunto Ti un peso representando la probabilidad de que el caso pertenezca a cada subconjunto. Si el resultado para el caso es conocido, entonces el peso es 1; si el caso tiene un resultado desconocido, entonces el peso es simplemente la probabilidad del resultado Oi en este punto. Cada subconjunto Ti es una colección de casos fraccionales posibles, tal que |Ti| debe ser reinterpretada como la suma de los pesos fraccionales de los casos pertenecientes al subconjunto. Los casos de entrenamiento en T pueden tener pesos no unitarios, ya que T puede ser el resultado de una partición previa. Entonces, en general, un caso de T con peso p cuyo resultado no se conoce, es asignado a cada subconjunto Ti con peso:  P x probabilidad_de_resultado Oi 

Clasificación de un nuevo caso

Se toma un enfoque similar cuando el árbol de decisión es utilizado para clasificar un caso. Si en un nodo de decisión el atributo relevante no se conoce, de manera tal que el resultado de la prueba no puede determinarse, el sistema explora todos los resultados posibles y combina aritméticamente las clasificaciones resultantes. Como para cada atributo pueden existir múltiples caminos desde la raíz del árbol hasta las hojas, una “clasificación” es una distribución de clases más que una única clase. Cuando la distribución de clases total para un caso nuevo ha sido establecida de esta manera, la clase con la probabilidad más alta, es asignada como “la” clase predicha.

La información de la división aún se determina a partir del conjunto de entrenamiento completo y es mayor, ya que existe una categoría extra para los valores desconocidos. Cada hoja en el árbol de decisión resultante tiene asociados dos valores: (N/E). N es la suma de los casos fraccionales que llegan a la hoja; y E es el número de casos cubiertos por la hoja, que no pertenecen a la clase de la misma.

Poda de los Árboles de Decisión

Según Mitchell, (2000). El método recursivo de particionamiento para construir los árboles de decisión descrito anteriormente, subdividirá el conjunto de entrenamiento hasta que la partición contenga casos de una única clase, o hasta que la prueba no ofrezca mejora alguna. Esto da como resultado, generalmente, un árbol muy complejo que  sobre ajusta los datos al inferir una estructura mayor que la requerida por los casos de entrenamiento . Además, el árbol inicial generalmente es extremadamente complejo y tiene una proporción de errores superior a la de un árbol más simple. Mientras que el aumento en complejidad se comprende a simple vista, la mayor proporción de errores puede ser más difícil de visualizar.

Para entender este problema, supongamos que tenemos un conjunto de datos dos clases, donde una proporción p ≥ 0.5 de los casos pertenecen a la clase mayoritaria. Si un clasificador asigna todos los casos con valores indeterminados a la clase mayoritaria, la proporción esperada de error es claramente 1 – p. Si, en cambio, el clasificador asigna un caso a la clase mayoritaria con probabilidad p y a la otra clase con probabilidad 1 - p, su proporción esperada de error es la suma de:

1. la probabilidad de que un caso perteneciente a la clase mayoritaria sea asignado a la otra clase, p x (1– p)

2. la probabilidad de que un caso perteneciente a la otra clase sea asignado a la clase mayoritaria, (1 – p) x p

que da como resultado 2 x p (1 – p). Como p es al menos 0.5, esto es generalmente superior a 1 – p, entonces el segundo clasificador tendrá una mayor proporción de errores. Un árbol de decisión complejo tiene una gran similitud con este segundo tipo de clasificador. Los casos no se relacionan a una clase, entonces, el árbol manda cada caso al azar a alguna de las hojas.

Un árbol de decisión no se simplifica borrando todo el árbol a favor de una rama, sino que se eliminan las partes del árbol que no contribuyen a la exactitud de la clasificación para los nuevos casos, produciendo un árbol menos complejo, y por lo tanto, más comprensible.

Poda en Base a Errores

Generalmente, la simplificación de los árboles de decisión se realiza descartando uno o más subárboles y reemplazándolos por hojas. Al igual que en la construcción de árboles, las clases asociadas con cada hoja se encuentran al examinar los casos de entrenamiento cubiertos por la hoja y eligiendo el caso más frecuente. Además de este método, el C4.5 permite reemplazar un subárbol por alguna de sus ramas.

Al suponer que fuera posible predecir la proporción de errores de un árbol y sus subárboles. Esto inmediatamente llevaría al siguiente método de poda: “Comenzar por las hojas y examinar cada subárbol. Si un reemplazo del subárbol por una hoja o por su rama más frecuentemente utilizada, lleva a una proporción de errores predicha  menor, entonces podar el árbol de acuerdo a ello, recordando que las proporciones de errores predichas para todos los subárboles que lo contienen se verán afectadas”. Como la proporción de errores predicha para un árbol disminuye si disminuyen las proporciones de errores predichas en cada una de sus ramas, este proceso generaría un árbol con una proporción de errores predicha mínima.

¿Cómo se puede predecir la proporción de errores?. Calcular la proporción de errores a partir de los datos de entrenamiento para los cuales el árbol fue construido, no es un estimador útil, ya que en lo que respecta al conjunto de entrenamiento, la poda siempre aumenta la proporción de errores.

El C4.5  utiliza únicamente el conjunto de entrenamiento a partir del cual se construyó el árbol. La estimación de la proporción de errores pura se ajusta para reflejar su propia tendencia. El método utilizado por el C4.5 se describe a continuación:

Cuando una hoja cubre N casos de entrenamiento, E de ellos en forma errónea, el estimador de la proporción de errores de resubstitución para dicha hoja es N/E.  como E “eventos” en N pruebas. Si el conjunto de N casos de entrenamiento se tomase como una muestra (lo cual, por supuesto, no es cierto), se pregunta qué nos dice este resultado acerca de la probabilidad de un evento (error) en la totalidad de la población de casos cubiertos por la hoja. La probabilidad de error no puede determinarse de forma exacta, pero cuenta con límites de confianza. Para un límite de confianza CF, el límite superior de esta probabilidad puede encontrarse a partir de los límites de confianza para la distribución binomial; el límite superior se expresa como UCF(E,N). Como en la distribución binomial los límites superior e inferior son simétricos, la probabilidad de que el promedio real de errores exceda UCF(E,N),es CF/2. El C4.5 simplemente iguala el estimador de error predicho de la hoja con su límite superior, bajo el argumento de que el árbol fue construido para minimizar la

proporción de error observada. Aunque los fundamentos de esta heurística son cuestionables y violan algunos principios estadísticos, las estimaciones producidas presentan frecuentemente resultados aceptables.

Para simplificar el cálculo, las proporciones de error para las hojas y subárboles se computan asumiendo que fueron utilizados para clasificar un conjunto de nuevos casos del mismo tamaño del conjunto de entrenamiento. Entonces, una hoja que cubre N casos de entrenamiento con un estimador de error predicho de UCF(E,N) generaría N x UCF(E,N) errores predichos. Análogamente, la cantidad de errores predichos asociados con un subárbol es la suma de los errores predichos para cada una de sus ramas.

Estimación de la Proporción de Errores para los Árboles de Decisión

Una vez podados, las hojas de los árboles de decisión generados por el C4.5 tendrán dos números asociados: N y E. N es la cantidad de casos de entrenamiento cubiertos por la hoja, y E es la cantidad de errores predichos si un conjunto de N nuevos casos fuera clasificados por el árbol. La suma de los errores predichos en las hojas, dividido entre el  número de casos de entrenamiento, es un estimador  inmediato del error de un árbol podado sobre nuevos casos.

Construcción de un árbol de decisión utilizando el C4.5

 Se requieren analizar parte de cuales hogares son pobres o no basándonos en la escolaridad, el hacinamiento, la vivienda, los servicios básicos y la dependencia económica. Los datos que se utilizan en el sistema se presentan en la siguiente tabla:

	Escolaridad
	Hacinamiento
	Vivienda
	Servicios
	Dependencia
	Condicion

	?
	Hay 
	Adecuada
	Con serv
	Alta depend
	Pobre

	No Asisten
	No hay 
	Adecuada
	Sin serv
	Alta depend
	Pobre

	Asisten
	No hay 
	Inadecuada
	Sin serv
	Sin depend
	Pobre

	No Asisten
	No hay 
	Adecuada
	Sin serv
	Sin depend
	Pobre

	Asisten
	No hay 
	Adecuada
	Con serv
	Sin depend
	No Pobre

	Asisten
	No hay 
	Adecuada
	Con serv
	Sin depend
	No Pobre

	Asisten
	No hay 
	Adecuada
	Con serv
	Sin depend
	No Pobre

	Asisten
	No hay 
	Adecuada
	Con serv
	Sin depend
	No Pobre

	Asisten
	No hay 
	Inadecuada
	Sin serv
	Sin depend
	Pobre

	No Asisten
	No hay 
	Adecuada
	Con serv
	Alta depend
	Pobre

	No Asisten
	Hay 
	Adecuada
	Con serv
	Sin depend
	Pobre

	No Asisten
	Hay 
	Adecuada
	Con serv
	Sin depend
	Pobre

	No Asisten
	Hay 
	Inadecuada
	Con serv
	Alta depend
	Pobre

	No Asisten
	Hay 
	Adecuada
	Con serv
	Sin depend
	Pobre

	Asisten
	Hay 
	Adecuada
	Con serv
	Alta depend
	Pobre

	Asisten
	No hay 
	Adecuada
	Con serv
	Sin depend
	No Pobre

	Asisten
	Hay 
	Adecuada
	Con serv
	Alta depend
	Pobre

	Asisten
	No hay 
	Inadecuada
	Sin serv
	Sin depend
	Pobre


Este es el mismo conjunto de datos que fue utilizado para construir un árbol utilizando el ID3 con la diferencia que el valor del atributo “Escolaridad para el primer caso es desconocido.

Construcción del árbol de decisión

En este caso, la distribución de datos para el atributo “Escolaridad” es la siguiente :

	
	Desconocido
	Asisten
	No Asisten
	Total General

	No Pobre
	0
	5
	0
	5

	Pobre
	1
	5
	7
	13

	Total General
	1
	10
	7
	18


Primero se calcula la entropía del conjunto, no se debe tener en cuenta los atributos desconocidos. Entonces se trabaja sobre un total de 17 casos.
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Se calcula ahora la entropía que tendrían los conjuntos resultante de la división de datos según este atributo.
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Ahora se calcula la ganancia resultante de dividir al subconjunto según el atributo Escolaridad, tendremos:
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Al calcular la información de la división, se debe tener en cuenta una categoría extra para el valor desconocido para el atributo. La información de la división que se calcula como:

I_división(S)= -
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                  = 1.2326 bits.


Finalmente, se calcula proporción de ganancia.

Proporción de ganancia (S) = 
[image: image41.wmf])

(

_

)

(

S

división

I

S

Ganacia

= 1.3015bits


De la misma manera en que se calculó la ganancia y proporción de ganancia para el caso anterior, se  calcula para el atributo Hacinamiento los valores son los siguientes:

Ganancia = 0.2449 bits                               Proporción de ganancia = 0.2540 bits          

Para el caso del atributo Vivienda se obtienen los siguientes valores:

Ganancia = 0.1210 bits                               Proporción de ganancia = 0.1584 bits       

Para el atributo Servicios los valores son los siguientes:

Ganancia = 0.1581 bits                               Proporción de ganancia = 0.1855 bits 

finalmente para el atributo Dependencia los valores son los siguientes:

Ganancia = 0.1991 bits                               Proporción de ganancia = 0.2168 bits    


Al igual que el ID3, conviene dividir el conjunto según el atributo “Escolaridad” tanto si se trabaja con la ganancia o con la proporción de ganancia. Al dividir los 18 casos para continuar con la construcción del árbol, los 17 casos para los que el valor de “Escolaridad” es conocido, no presentan  problemas y se reparten según el valor de “Escolaridad”.mientras que el caso en que no se conoce el valor de “escolaridad, se reparte entre los conjuntos que tienen “Asisten”y “No Asisten” con los pesos 10/17 y 7/17 respectivamente.


Por ejemplo la división de los datos para el atributo “Asisten” del atributo “Escolaridad, los datos que se tienen en cuenta en este caso son:
[image: image42.png]Escolaridad | Hacinamiento Vivienda Servicios | Dependencia | Condicidn | Peso
2 Hay  |Adecuada| SO0 Alta Pobre | 1017

Serv_| depend

asisten | Nomay | M52 |sin ey | independ | Pobre | 1

Asisten | NoHay |Adecuada g;”v Sin depend | No Pobre| 1

Asisten | NoHay |Adecuada g;”v Sin depend | No Pobre| 1

Asisten | NoHay |Adecuada g;”v Sin depend | No Pobre| 1

Asisten | NoHay |Adecuada g;”v Sin depend | No Pobre| 1

asisten | Noay | M52 l'sin ey | independ | Pobre | 1
Con Alta

Asisten Hey  |Adecuada| S | (JE | Pobre | 1

Asisten | NoHay |Adecuada g;”v Sin depend | No Pobre| 1
Con Alta

Asisten Hey  |Adecuada| S | (JE | Pobre | 1

Asisten | NoHay | M@9%CUa | g sery | Sin depend| Pobre | 1

da






La distribución de datos para el atributo “Hacinamiento” es:

	
	Desconocido
	Hay
	No Hay

	No pobre
	0
	0
	5

	Pobre
	0
	0.5
	3

	Totales
	0
	0.5
	8



Con estos datos se obtienen los siguientes valores:

Ganancia = 0.0791                                        Proporción de ganancia = 0.2451

Para el caso del atributo “Vivienda” se  obtienen los siguientes valores:

Ganancia = 0.6930                                        Proporción de ganancia = 0.7398

Para el  atributo “Servicios” los valores son los siguientes:

Ganancia = 0.6930                                        Proporción de ganancia = 0.7398

Finalmente para el atributo “Dependencia” los valores son los siguientes:

Ganancia = 0.0791                                        Proporción de ganancia = 0.2451


En este caso se observa que la división de los datos no ofrece ninguna mejora, por lo tanto, se colapsa el árbol a la hoja  “Pobre”, que es la que mayor peso tiene. La cantidad de casos cubiertos por la hoja, es decir, el N asociado a la misma es 8 y el E  asociado a la hoja es 0.. a continuación se muestra el árbol obtenido.
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El  C4.5 analiza los errores predichos en cada uno de los subárboles y ramas del árbol generado para analizar si es conveniente simplificarlo. En este caso, el error total predicho para el árbol estará dado por:
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El error  predicho para el árbol simplificado es menor que el error predicho para el árbol generado. Entonces, el C4.5 poda el árbol a la siguiente hoja:

[image: image46.png]S (18.0/3.24)





Generalización de reglas

Al rescribir el árbol completamente en forma de un conjunto de reglas, una por cada hoja del árbol, no se obtendrá una estructura más simple que el árbol en sí. Sin embargo, los antecedentes de las reglas pueden contener condiciones irrelevantes, con lo cual la regla puede ser generalizada eliminando dichas condiciones.

Para decidir cuándo una condición debe eliminarse, se utiliza el siguiente método. Sea R una regla de la forma:

Si A entonces clase C

y sea una regla más general R-

Si A- entonces clase C,

donde A- se obtiene borrando la condición X de las condiciones de A. La evidencia para la importancia de X debe encontrarse en los casos de entrenamiento utilizados para la construcción del árbol de decisión.

Cada caso que satisface el antecedente más corto A- pertenece o no a la clase C, y satisface o no la condición X. Los números de casos en cada uno de estos cuatro grupos pueden organizarse en una tabla de contingencias de 2 x 2:

Satisface la condición X

No satisface la condición X

          Clase C              Otras clases

	Y1
	E1

	Y2
	E2


 ¿Qué significan los valores de la tabla?:

Y1+E1: casos que satisfacen A- y también X, por lo tanto, también están cubiertos por la regla original R, E1 de ellos erróneamente ya que pertenecen a clases distintas a C.

 Y2+E2: casos que satisfacen A- pero no X que serán cubiertos por la regla generalizada R- pero no por la regla original. E2 de estos casos serán clasificados erróneamente.

 Y1+Y2 + E1+E2: número total de casos cubiertos por R-

Según Quinlan, (1987), de acuerdo a varios experimentos desarrollados para medir la importancia de la tabla de contingencia al decidir si una condición X debe ser eliminada o no, se encontró que se obtienen mejores resultados utilizando una estimación pesimista de la precisión de las reglas R y R- sobre nuevos casos. No es muy probable que una hoja que cubre N casos con E errores tenga una proporción de

error tan baja como E/N al clasificar nuevos casos. En lugar de utilizar el estimador E/N al estimar la proporción real de errores de una hoja como el límite superior UCF(E,N) del intervalo de confianza para algún nivel de confianza CF. Si se reemplazan estos valores por los de las reglas R y R-  se obtendrán los siguientes estimadores pesimistas:

UCF(E1,Y1 + E1 ) para la regla R

UCF(E1 + E2, Y1 + Y2 + E1 + E2) para la regla R-  

Si    UCF(E1 + E2, Y1 + Y2 + E1 + E2) <=  UCF(E1,Y1 + E1 ) entonces tiene sentido eliminar la condición X.

Durante el proceso de generalización será necesario eliminar más de una condición. En lugar de analizar todos los subconjuntos posibles de condiciones que podrían eliminarse, el sistema de C4.5 realiza una eliminación directa golosa de todas las reglas que pueden eliminarse por el método descrito, se elimina aquella que produce la menor proporción pesimista de error en la regla generalizada. Como en todos las búsquedas golosas el hecho de buscar el mínimo en cada paso no nos asegura llegar al mínimo global.

Conjuntos de Reglas

El proceso de generalización de las reglas se repite para todos los caminos del árbol. Con lo cual, las reglas derivadas de algunos caminos pueden tener una proporción de error inaceptable o pueden solaparse con otras derivadas de distintos caminos. Por lo tanto, se puede afirmar que el proceso de generalización produce menos reglas que el número de hojas del árbol, y además las reglas dejan de ser mutuamente excluyentes y exhaustivas. Un caso puede satisfacer los antecedentes de más de una regla o, si se descartan reglas por tener una alta proporción de errores, de ninguna regla. En este último caso debe existir una condición por defecto que indique cómo proseguir. Para resolver estos conflictos el C4.5 plantea una solución simple: ordenar las reglas y la primera regla que cubre el caso se toma como la regla operativa. Es necesario,  entonces, establecer prioridades para el ordenamiento de las reglas y decidir la clasificación por defecto a utilizar.

Para establecer las prioridades se siguió un método propuesto por Michie, (1986) que determina que todas las reglas de una misma clase deben aparecer juntas y estos subconjuntos de clases son los que están ordenados en lugar de las reglas en sí. Este agrupamiento hace que las reglas sean más entendibles y tiene la ventaja que el ordenamiento de las reglas en particular no es importante.

Al suponer que del conjunto de reglas se elige un subconjunto S de reglas que cubren la clase C. La performance de este subconjunto puede medirse mediante el número de casos de entrenamiento cubiertos por S que no pertenecen a la clase C (falsos positivos) y el número de casos de entrenamiento de la clase C que no son cubiertos por ninguna regla de S (falsos negativos). Según Rissanen, (1983), el valor del subconjunto S se mide utilizando el Principio de Longitud de Descripción Mínima este principio puede expresarse de la siguiente manera: Un emisor y un receptor cuentan con copias idénticas de un conjunto de casos de entrenamiento, pero los casos del emisor también especifican la clase de cada caso, mientras que los casos del receptor no tienen información de las clases. El emisor debe comunicar esta información faltante al receptor mediante la transmisión de una teoría de clasificación junto con las excepciones a la misma. El emisor puede elegir la complejidad de la teoría que envía (una teoría relativamente simple con muchas excepciones, o una teoría muy compleja con pocas excepciones). Este principio afirma que la mejor teoría derivable de los datos de entrenamiento minimizará la cantidad de bits necesarios para codificar el mensaje completo consistente de la teoría y sus excepciones.

La información a transmitir es la identidad en los casos de entrenamiento que pertenecen a la clase C, utilizando un esquema de codificación para la teoría (subconjunto S de reglas) y sus excepciones. El esquema utilizado por el C4.5 es aproximado ya que en lugar de utilizar un método de codificación en particular, trata de encontrar un límite inferior al número de bits. Se puede resumir de la siguiente

manera:

1. Para codificar una regla, se debe especificar cada antecedente. El consecuente no necesita ser codificado, porque todas las reglas del subconjunto pertenecen a la misma clase C. Existe una pequeña complicación: las condiciones deben enviarse en algún orden, pero el orden no importa porque las condiciones pertenecen a una conjunción. Si existen x condiciones en el antecedente, existen x! ordenamientos posibles que podrían enviarse, todos equivalentes del punto de vista de la especificación de la regla. Por lo tanto, la cantidad de bits requerida para enviar cualquier ordenamiento en particular debe ser reducida en un “crédito” de log2(x!).

2. La codificación de un conjunto de reglas requiere la suma de los bits para codificar cada regla, menos un crédito similar para el ordenamiento de las reglas (ya que todos los ordenamientos de reglas para una misma clase son equivalentes)

3. Las excepciones se codifican indicando cuáles de los casos cubiertos por las reglas S son falsos positivos y cuáles falsos negativos. Si las reglas cubren r de los n casos de entrenamiento, con fp falsos positivos y fn falsos negativos, la cantidad de bits necesarios para codificar la excepción es:
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El primer término indica los bits necesarios para indicar los falsos positivos entre los casos cubiertos por las reglas y el segundo término indica los falsos negativos entre los casos no cubiertos por las reglas. El valor de un subconjunto S en particular se mide con la suma de las longitudes de codificación para las reglas y excepciones, a menor suma, mejor teoría. 

En la práctica, los métodos de codificación tienden a sobrestimar la cantidad de bits requeridos para codificar una teoría relativa al conjunto de excepciones. Esto se explica por el hecho de que los conjuntos de atributos generalmente son redundantes, por lo que diferentes teorías pueden ser funcionalmente idénticas. Como la función de una teoría para una clase es identificar un subconjunto de casos de entrenamiento, diferentes reglas que identifiquen al mismo conjunto son intercambiables, aún cuando hayan sido codificadas de manera distinta. Para compensar este efecto, el sistema utiliza la suma ponderada:

Bits de excepción + W X bits de teoría

donde W < 1.

El valor apropiado de W dependerá de la probabilidad de que dos teorías representen los mismos casos, lo cual dependerá del grado de redundancia en los datos. C4.5 utiliza el valor 0.5 por defecto para W, pero puede ajustarse a un valor menor si se encuentra un gran grado de redundancia en los datos. Sin embargo, no se ha encontrado que el resultado del algoritmo dependa en gran medida del valor de W.

Entonces, para enviar las reglas debe encontrarse un subconjunto S de reglas para la clase C que minimice esta codificación total. Esto es similar a la generalización de reglas descripta anteriormente, pero en este caso la eliminación golosa no parece ser efectiva. En cambio, el sistema analiza todos los subconjuntos posibles de reglas para una clase, si no son demasiados, y utiliza recocido simulado en caso contrario. En este último caso, el sistema repetidamente elige una regla al azar y considera incluirla en el subconjunto S (si aún no pertenece al mismo), o eliminarla de S (si ya pertenece). Esta acción producirá un cambio B en el total de bits necesario para codificar el subconjunto y las excepciones y, si el caso es beneficioso, entonces se lo acepta inmediatamente. Si la acción incrementa la longitud total de la codificación tal que B es positivo, el cambio se acepta con una probabilidad de e-B/K donde K es una especia de temperatura sintética. Al reducir gradualmente el valor de K al ir explorando los cambios, el sistema tiende a converger a un conjunto de reglas con una codificación cerca del mínimo.

Orden de las clases y elección de la clase por defecto

Una vez que ya se ha encontrado un subconjunto de reglas para representar cada clase, queda determinar el ordenamiento para las clases y seleccionar un valor por defecto. Al decidir el ordenamiento de las clases es importante tener en cuenta los falsos positivos ya que ocasionarán clasificaciones incorrectas. Entonces, a la hora de decidir sobre el ordenamiento, se elige primero a la clase que tiene menos falsos positivos. Luego, los falsos positivos de los casos de entrenamiento que aún no han sido seleccionados se recomputan y se vuelve a elegir la clase con menos falsos positivos, y así sucesivamente.

Como la clase por defecto será utilizada cuando un caso no sea cubierto por ninguna de las reglas, éstas reglas deberían tenerse en cuenta para determinar cuál será la clase por defecto. El C4.5 elige como clase por defecto aquella clase que cubre la mayoría de los casos de entrenamiento no cubiertos por ninguna regla, resolviendo empates a favor de la clase con la mayor frecuencia absoluta.

Una vez que se ha determinado el ordenamiento y la clase por defecto, el conjunto de reglas se examina por última vez. Si existe alguna regla cuya eliminación reduzca el número de errores de clasificación, se elimina y se recomputan los errores. 

El conjunto vuelve a chequearse. Este paso fue diseñado para evaluar el conjunto de reglas en la forma en que será utilizado.

Generalización de un árbol de decisión a reglas de decisión utilizando el C4.5

Para generar las reglas de decisión, el C4.5 parte del árbol sin simplificar y construye una regla de decisión para cada hoja del mismo. En este caso, las reglas generadas a partir del árbol sin  simplificar serán:
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A continuación, el C4.5 generaliza cada una de estas reglas, eliminando aquellas condiciones que generan un estimador de error pesimístico mayor. Se calcula este estimador para cada una de las reglas presentadas y para las reglas resultantes de eliminar cada una de sus condiciones.

Las reglas resultantes de eliminar cualquiera de las dos condiciones del antecedente, tienen un estimador pesimístico de error superior al de la regla actual, con lo cual no es conveniente eliminar ninguna de las dos condiciones. Se mantiene, entonces, la regla tal como fue generada, agregándole la precisión de la misma.
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Archivo de Reglas de decisión y evaluación de resultados del C4.5

El formato del archivo de reglas de decisión y evaluación de los resultados es el siguiente:
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Donde:

1. Regla es el número de regla

2. Tamaño es la cantidad de pruebas de valor en el antecedente de la regla

3. Error es el estimador calculado como el complemento de la proporción de éxito asociada a cada regla

4. Usada indica la cantidad de veces que se utilizó la regla durante la evaluación

5. Errores: indica la cantidad de errores cometidos durante la evaluación, y la proporción de error calculada como dicha cantidad sobre la cantidad de veces en que se utilizó la regla.

6. La ventaja tiene el siguiente formato a(b|c), donde b es la cantidad de casos que serían clasificados erróneamente si dicha regla se omitiese, c es la cantidad de casos que serían clasificados correctamente si dicha regla se omitiese por las reglas siguientes, a es el beneficio neto de omitir la regla, calculado como b-c.

Glosario de Términos Básicos

Censo de población: es un conjunto de operaciones que reúnen, elaboran y publican datos demográficos, económicos y sociales correspondientes a todos los habitantes de un país o territorio, referidos a un momento determinado o a ciertos períodos dados.

Muestra: una muestra es un conjunto de casos o individuos procedente de una población estadística que cumple las siguientes características: La muestra debe ser representativa de la población de estudio. Para cumplir esta característica la inclusión de sujetos en la muestra debe seguir una técnica de muestreo.

Estadística: la estadística es la rama de las matemáticas que describe los fenómenos donde no hay un componente absoluto, es decir es discreta, y sus modelos son estocásticos. La estadística ayuda a todas las demás ciencias a generar modelos matemáticos "generales" donde se haya considerado el componente aleatorio. 
Clustering: Es la agrupación que realizan los buscadores para no mostrar más de un cierto número de páginas de una web para una determinada búsqueda.

Data Warehouse: un Data Warehouse (DW) es un almacén o repositorio de datos categorizados, que concentra un gran volumen de información de interés para toda una organización, la cual se distribuye por medio de diversas herramientas de consulta y de creación de informes orientadas a la toma de decisiones.

Inteligencia: la inteligencia es una facultad especial propia de ciertas clases de seres orgánicos que les otorga, juntamente con el pensamiento, la voluntad de obrar, la conciencia de la existencia y de la Individualidad, así como también los medios de establecer relaciones con el mundo exterior y de atender a sus necesidades.

Inteligencia Artificial: se define la inteligencia artificial como aquella inteligencia exhibida por artefactos creados por humanos (es decir, artificial). A menudo se aplica hipotéticamente a los computadores. El nombre también se usa para referirse al campo de la investigación científica que intenta acercarse a la creación de tales sistemas.

Árbol de decisión: gráfico que muestra las posibilidades que existen ante un hecho determinado. Cada decisión se convierte en un "nodo" del que se generan "ramas" que muestran las opciones disponibles. A su vez, éstas crean nuevas "ramas" con lo que se conforma el árbol"

Base de datos: conjunto de registros (unidades de información relevante) ordenados y clasificados para su posterior consulta, actualización o cualquier tarea de mantenimiento mediante aplicaciones específicas.

Varianza: en teoría de probabilidad y estadística la varianza es un estimador de la divergencia de una variable aleatoria de su valor esperado . También se utilizan la desviación estándar, la raíz de la varianza.

Covarianza: en teoría de probabilidad y estadística la covarianza es un estimador de la dependencia lineal de dos variables aleatorias.

Desviación estándar: en probabilidad y estadística, la desviación estándar es la medida más común de dispersión. Dicho de manera sencilla, mide qué tan dispersos están los valores en una colección de datos.

Indicador: relación entre dos variables que sirve para medir un resultado. Por ejemplo: indicador de cobertura número de personas atendidas/número de solicitantes de un servicio.

Afeitadora de Occam: principio de la ciencia que determina que cuando todas las condiciones son iguales, se prefieren las teorías simples. Es decir, la mejor teoría científica es aquella que explica todos los hechos y tiene el menor tamaño. Como Einstein sostuvo: “Todo debe hacerse lo más simple posible, pero no más simple que eso”. 

Aprendizaje Supervisado: en el aprendizaje supervisado o aprendizaje a partir de ejemplos, el experto define clases y provee ejemplos de cada una. El sistema debe obtener una descripción para cada clase. Cuando el experto  define una única clase, provee ejemplos positivos (pertenecen a la clase) y negativos (no pertenecen a la clase). En este caso, los ejemplos importantes son los cercanos al límite, porque proveen información útil sobre los límites de la clase. 

CAPÍTULO III

MARCO METODOLÓGICO
Naturaleza de la Investigación


Con el propósito de desarrollar un sistema que permita el estudio de minería de datos en la base de datos de censo de población del estado Lara utilizando árboles de decisión para clasificar los hogares con la finalidad de  calcular los indicadores de pobreza, se realiza un estudio enmarcado en la modalidad de investigación de campo en el ámbito de proyecto factible.


La Universidad Fermín Toro a través del Manual de Normas para la presentación de trabajo de grado de la Universidad “Fermín Toro” (2001) define la modalidad del proyecto factible como “una propuesta basada en la factibilidad para la resolución de un problema dado. Puede apoyarse tanto en la investigación de campo como documental o un diseño, que incluya ambas modalidades. Puede referirse a la formulación  de políticas, programas, técnicas, métodos, procesos”, (p.6). 


Las técnicas que serán utilizadas  para la recolección de información y la puesta en marcha del mismo, fueron clasificadas según el nivel de conocimiento.


La presente investigación se apoya en una indagación documental, ya que se recolectó información, obtenida en diversos libros, páginas Web, trabajos de grado relacionadas con las técnicas de inteligencia artificial y censos de población. Se utilizó la investigación de campo debido a que se realizó la recolección, procesamiento y análisis de los datos directamente de la realidad, para lograr de esta forma la obtención de información objetiva y concreta.

Fases de la Investigación


Para tener un orden progresivo de las acciones y actividades que se realizaron durante el desarrollo de la prepuesta, la misma se divide en las siguientes fases:

Fase I: Diagnóstico

En esta fase se recolectó toda la información necesaria para el análisis del problema. Se utilizó la investigación documental en  varias fuentes bibliográficas especializadas en  inteligencia artificial, aprendizaje automático y minería de datos, además se captó información proveniente de expertos especializados en el cálculo de indicadores sociales tomando como referencia bases de datos censales, otra herramienta que se utilizó fue la Internet, visitando varios sitios Web a través de buscadores como Altavista, Google, Monografías, localizando información relacionada con el tema de investigación. En esta fase se pudo determinar la necesidad de contar con una herramienta distinta a las tradicionales para analizar base de datos censales.

Fase II: Estudio de la Factibilidad

El desarrollo de esta fase representa un paso importante, ya que involucra la toma de decisión acerca de si un proyecto es viable o no, se justifican con detalle todos los agentes que participan o pueden afectar al proyecto, por tanto se determina la factibilidad técnica, económica y operativa.

Factibilidad Técnica


Según Llorens (1991). “La factibilidad técnica corresponde a un estudio de la funcionalidad, el rendimiento y las restricciones que puedan afectar  a la posibilidad de un sistema aceptable” (p.28).


En el desarrollo de la investigación se utilizaran recursos de software, hardware, soporte técnico y humano, ya que es requisito indispensable porque conforman la base tecnológica requerida y empleada para el diseño de un sistema basado en minería de datos.


Para el desarrollo y la instalación de este sistema, los requerimientos indispensables son los siguientes:

Cuadro  2 

Requerimientos Mínimos de Hardware
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Fuente: Borges (2006)

Cuadro 3
Requerimientos Mínimos de Software
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Fuente: Borges (2006)

Para el desarrollo de este sistema se utilizará la herramienta de software C++ Builder, lenguaje de programación de alto nivel orientado a eventos y funciona bajo una plataforma de 32 bits en el sistema operativo Windows 98/Me/2000/XP.

C++ Builder


C++ Builder es una aplicación que proporciona un entorno de trabajo visual para construir aplicaciones Windows que integra distintos aspectos de la programación en un entorno unificado o integrado. La integración y facilidad de manejo hace que sea una herramienta indispensable para el desarrollo  rápido de aplicaciones.

Microsoft Windows XP


Dentro de lo que es Windows XP, existen dos versiones, casera (Home Edition) y la versión Profesional (Professional). En este caso se utilizará Windows XP Professional, ya que ayuda a realizar más tareas en la computadora y en la Internet, proporcionando una interfaz amigable para el usuario y facilidad de uso.


Es posible el impulso de este sistema debido a que los módulos a desarrollar y el rendimiento necesario, es técnicamente viable con los recursos anteriormente mencionados, además existe disponibilidad en el mercado de estos recursos, tanto de software, hardware y de personal calificado.

Factibilidad Económica


          En esta fase se presenta el análisis económico de los recursos necesarios para el desarrollo e implementación del sistema, tomando en cuenta los aspectos señalados en el estudio técnico, determinando la viabilidad del proyecto ajustable a los recursos humanos materiales y económicos para llevarlo a cabo.


Para verificar la factibilidad de este proyecto, se consideraron los recursos de hardware y software necesarios. En cuanto al hardware, solo se requerirá de un computador para su funcionamiento. Este computador puede adquirirse en el mercado, al igual que sus componentes (ver cuadro No 4).

Cuadro 4

Precio de Componentes de Hardware

	Descripción
	Costo (Bs.)

	CPU Pentium IV 2.66 Ghz
	364.232

	256 de Memoria RAM
	 
	65.316

	Disco Duro 80 GB
	 
	163.652

	Monitor SVGA
	 
	259.918

	Teclado, Ratón
	 
	32.114

	Unidad de CD-ROM
	 
	38.765

	Floppy disk 3 ½
	 
	18.425

	Impresora HP Deskjet 3920
	123.205

	Regulador de Voltaje
	 
	39.903

	Tarjeta Madre  Foxconn 661MX
	126.077

	Total
	 
	 
	1231.607


Fuente: Micro Max C.A (2006)

En cuanto al software, se utilizará Windows XP como plataforma o sistema operativo, Base de datos  donde se encuentra almacenada la información requerida y Lenguaje  C++ Builder para diseñar los diferentes módulos que conforman el sistema y la interfaz con el usuario. La combinación de este software ofrece un ambiente interactivo y amigable para el mismo.

Cuadro No 5

Costos Aproximados del Software

	Componentes del Software
	Costo (Bs.)

	Microsoft Windows XP Profesional
	 
	270.000

	Borland C++ Builder 2006
	 
	2.343.500

	Total
	 
	 
	 
	2.613.500


Fuente: Borges (2006)


Según  Pressman (1997). Para obtener los costos asociados con el desarrollo de un sistema basado en computadoras, el análisis  debe estimar cada costo y usar después el desarrollo y los costos sucesivos para determinar la recuperación de lo invertido, un punto de beneficio cero y un período de rentabilidad.


Por otra parte, el sueldo de un programador en el INE es de 1.220.000 Bs. mensuales, lo que representa un total de 3.660.000 Bs. en tres meses.


En la tabla que se presenta a continuación (ver cuadro No. 6), se observa detalladamente cada uno de los recursos necesarios con sus respectivos precios, y la suma total de todos los recursos.

Cuadro 6

Relación de precios. Factibilidad económica

	Recursos
	 
	Precio (Bs.)

	Microsoft Windows XP Profesional, Borland C++ Builder 2006
	2.613.500

	Sueldo del programador
	 
	 
	 
	 
	3.660.000

	Hardware requerido
	 
	 
	 
	 
	1.231.607

	Total
	 
	 
	 
	 
	 
	7.505.107



Fuente: Borges (2006)


El INE dispone de el hardware y software requerido lo que reduce notablemente los costos y aumenta la factibilidad del proyecto.

Factibilidad Operativa


Las estrategias aplicadas en el diseño del sistema basado en minería de datos, son orientadas para que el uso del sistema sea de una manera fácil y amigable para ganar la atención e interés del usuario, de tal manera que pueda ser usado por diferentes usuarios del área de estadísticas, que tengan un conocimiento básico de computación. Además el sistema contará con un manual de usuario que guiaran al mismo en el manejo del sistema. Por otra parte es conveniente resaltar que el proceso de minería realizado por el sistema es totalmente transparente para el usuario por lo que el mismo no necesita conocer los detalles para poder operar el sistema.

Fase III: Diseño del Proyecto


Esta fase es importante, ya que aquí se definen y se aplican los recursos especificados anteriormente y se analizan los resultados obtenidos en las fases anteriores para la elaboración y ejecución del sistema.


            El primer paso a seguir para la realización del sistema es el levantamiento de la información, referente a los sistemas basados en minería de datos y la aplicación de este en el análisis de la base de datos del censo de población del Estado Lara.


Luego se procederá al diseño de los módulos encargados de realizar la minería de datos basados en los algoritmos ID3 y C4.5 los cuales permitirán hacer una clasificación de los hogares de acuerdo a ciertas características, lo cual permitirá construir los índices de pobreza del Estado Lara.

Objetivos del Diseño

Objetivo General

Diseñar un sistema que permita la aplicación de minería de datos aplicando árboles de decisión en la base de datos de censo de población del Estado Lara.

Objetivos Específicos

1. Diseñar los módulos de opciones. Estos módulos realizan todas las operaciones comunes al ID3 y al C4.5, como el cambio de la tabla de datos, la elección de la tabla, sobre la cual se desea evaluar el rendimiento, entre otros.

2. Diseñar los módulos de minería de datos. Son aquellos que construyen los árboles y las reglas de decisión a partir de las tablas.

3. Diseñar el  módulo de ayuda. En este módulo el usuario podrá aclarar cualquier duda sobre la información del sistema. 

4. Diseñar el módulo de evaluación. Este módulo permite evaluar los resultados obtenidos con el ID3 y el C4.5 respectivamente.

5. Diseñar el módulo de clave de acceso. Este módulo maneja toda la información sobre los usuarios del sistema.

Al tener listo el diseño, se procederá a diseñar los diferentes algoritmos que permiten manipular el Sistema de Minería de Datos Aplicando Árboles de Decisión en la Base de Datos de Censo de Población del estado Lara.

Culminando todos los procedimientos antes descritos, se puede comenzar el desarrollo del proyecto.

CAPÍTULO IV

ANÁLISIS DE RESULTADOS

Desarrollo del Proyecto


Para el desarrollo del sistema Estudio de Minería de Datos en Base de Datos de Censo de Población Aplicando Árboles de Decisión (SIMIDACE Tree), se hizo necesaria la elaboración de cuatro módulos, el sistema está estructurado de la siguiente manera,(ver figura No 5).

Figura 5
Estructura de SIMIDACE Tree
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SIMIDACE Tree, tiene como una de sus finalidades la clasificación de los hogares de acuerdo a ciertas características, lo cual permitirá construir los índices de pobreza del Estado Lara con la base de datos del censo 2001.


Cabe destacar que la minería de datos se aplica cuando existe una gran acumulación de datos y es imposible realizar el procesamiento manualmente, por lo tanto esta tecnología facilita la recolección y acumulación de datos, estos datos ocultan tendencias que se pueden descubrir por medio de los algoritmos ID3 y C4.5  que usan la técnica de árboles de decisión,  la cual es una forma de representación sencilla, muy usada entre los sistemas de aprendizaje supervisado, para clasificar ejemplos en un número finito de clases. Se basan en la partición del conjunto de ejemplos según ciertas condiciones que se aplican a los valores de los atributos. Su potencia descriptiva viene limitada por las condiciones o reglas con las que se divide el conjunto de entrenamiento.


Para realizar la minería  se cumplieron una serie de etapas que pertenecen al proceso de minería de datos.

Etapas para la Minería de Datos

 Comprensión del problema


En esta etapa se centra la comprensión del problema y en concretar los objetivos perseguidos. El problema surge de la necesidad de contar con un software  que permita la construcción de indicadores estadísticos como los índices de pobreza con un menor esfuerzo manual y evaluar cantidades enormes de datos.

Comprensión de los datos


En esta etapa se trabajó con la base de datos del censo de población y vivienda del Estado Lara, esto con la finalidad de que el sistema detecte automáticamente conjuntos interesantes no explícitos en los datos para formular hipótesis sobre información oculta. Tras el estudio de la base de datos, se efectuó una descripción de dichos datos, desarrollando una exploración general sobre los mismos y finalmente verificar la calidad de los datos.

Descripción de los datos


En la exploración de la base de datos del censo del Estado Lara, se encontraron tres (3) tablas en formato mdb, las cuales contienen la información sobre las viviendas, hogares y personas del estado Lara. La cantidad de registros de cada una de las tablas se especifica a continuación: 

1. Viviendas 415.291 registros.

2. Hogares 349.715 registros.

3. Personas 1.556.416 registros.

Pre-procesamiento de los datos


Tomando como punto de partida la información levantada en la etapa anterior en esta fase se desarrollan las actividades destinadas a confeccionar el conjunto de datos final (conjunto que servirá de entrada a los algoritmos ID3 Y C4.5) a partir del conjunto inicial. No se debe olvidar que estos algoritmos requieren de un entrenamiento supervisado por lo que las tareas dedicadas a la preparación de los datos se explican a continuación:

Con la ayuda del experto en estadística y análisis de datos, se relacionaron las tablas mencionadas anteriormente con el objeto de obtener en una sola tabla todos los registros de viviendas, hogares y personas. Luego se procedió a seleccionar de esta tabla los campos que permitirán construir el índice de pobreza en el Estado Lara de acuerdo al método Necesidades Básicas Insatisfechas (NBI).

 La tabla obtenida tiene un total de 349.651 registros que corresponden al total de hogares del estado Lara según el censo de población y vivienda 2001. Luego se procedió a separar estos hogares por municipio, obteniéndose un total de nueve tablas, una por cada municipio del estado. Dado que los algoritmos ID3 y C4.5 están orientados hacia el desarrollo de descripciones simbólicas de los datos, los valores numéricos de los registros fueron convertidos a etiquetas. Posteriormente se exportaron estas tablas en formato dbf, txt y db, para poder ser procesadas por el sistema. La figura 6 , muestra un ejemplo de la tabla que sirve de entrada al sistema.
Figura 6

Tabla de entrada al sistema SIMIDACE Tree
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Para todas las tablas los atributos son los siguientes:

	Nombre del campo
	Valores posibles

	Escolaridad
	Asisten, No asisten

	
	

	Hacinamiento
	No hay hacinamiento, Hay hacinamiento

	Vivienda
	Adecuada, Inadecuada

	Servicios
	Con servicios Básicos, Sin servicios Básicos

	Dependencia
	Sin Dependencia Económica, Alta Dependencia Económica


El método (NBI) consiste en cuantificar la pobreza de aquellos hogares que habitan en viviendas familiares, seleccionando cinco parámetros que indican el grado de satisfacción de cada una de las necesidades, considerando un nivel mínimo para cada indicador, es decir, se clasifican los hogares de acuerdo al número de necesidades insatisfechas que presenten. Los hogares se catalogan en pobres cuando presentan por lo menos una necesidad básica insatisfecha y en pobres extremos si presentan dos o más necesidades básicas insatisfechas.

 El NBI analiza variables o parámetros que son poco sensibles a variaciones en el corto plazo, las cuales determinan la medición estructural de la pobreza, proporcionando características asociadas a necesidades en cuanto a: educación, dependencia económica, servicios básicos (agua potable, eliminación de excretas) y condiciones de habitabilidad de las viviendas (hacinamiento y viviendas inadecuadas). De acuerdo al experto dichos parámetros o variables son: 

1. Hogares con niños en edad escolar (7 a 12 años) que no asisten a la escuela.

2. Hogares en hacinamiento crítico: mide el grado de hacinamiento en los cuartos de la vivienda, que los integrantes de un hogar utilizan para dormir, se incluyen en esta clasificación aquellos hogares en los cuales hay más de tres personas por cuarto para dormir.

3. Hogares en Viviendas Inadecuadas: Considera los hogares que habitan en viviendas improvisadas (Ranchos y ranchos campesinos), en casas de vecindad y en otra clase (trailer o remolques, embarcaciones, carpas, cuevas, etc.).

4. Hogares en viviendas sin servicios básicos: A través de este indicador se mide la inaccesibilidad de los hogares a agua potable y a eliminación de excreta, de acuerdo al área geográfica donde se encuentran. Cuando un hogar corresponde al área urbana se toma en consideración si carece de al menos uno de los dos servicios. En caso de que pertenezca al área rural se considera si carece de los dos servicios simultáneamente.

5. Hogares con alta dependencia económica: Se refiere a las condiciones de empleo de los integrantes del hogar y a la educación del jefe del mismo. En el se contempla aquellos hogares con más de tres personas por ocupado, cuyo jefe de hogar no haya alcanzado una escolaridad de tres grados o tres años.

         Con estas variables más el campo que servirá como clasificador según criterio del experto, los algoritmos ID3 y  C4.5 podrán generar el árbol de decisión y  transformarlo a reglas de decisión, lo cual facilitará enormemente la clasificación de los hogares en pobres o no pobres.


Vale la pena mencionar que las distintas metodologías o indicadores que se utilizan para la identificación de hogares en situación de pobreza no son medidas alternativas de un mismo fenómeno, sino más bien visiones distintas, y complementarias, de un fenómeno complejo de múltiples aristas. Por eso no es conveniente privilegiar en particular una sola medida sino realizar un estudio comparativo de los factores altamente asociados a la condición de vida pobre según cada indicador, con el fin de obtener el conjunto de estos factores que mejor explica la condición de vida pobre.

A continuación se muestra en la figura No 7, la estructura jerárquica del sistema en donde se observan los diferentes módulos y sub-módulos que permiten realizar las funciones para las cuales  fue diseñado el sistema.

Figura  7

Carta Estructurada de SIMIDACE Tree
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Descripción general

Para estudiar los algoritmos propuestos se desarrolló un sistema que integra el ID3 y el C4.5. El sistema recibe los datos de entrenamiento como entrada y permite que el usuario elija cuál algoritmo y con qué criterio de decisión (ganancia o proporción de ganancia) desea aplicar. Una vez generados el árbol y las reglas de decisión, el usuario puede evaluar los resultados sobre los datos de prueba. En el caso del ID3, esta evaluación se realiza a partir de las reglas de decisión cuya performance,  es idéntica a la de los árboles. La evaluación de los resultados del C4.5, en cambio, se realiza por separado y se obtienen, por lo tanto, dos evaluaciones distintas, una para el árbol y otra para las reglas.

Esto se debe a que el modelo de clasificación generado con el C4.5 como árbol de decisión es distinto al generado como reglas de decisión. La figura 8. presenta un esquema general del funcionamiento del sistema.

Figura  8

Esquema General del sistema SIMIDACE  Tree
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A continuación se presenta de manera detallada los procedimientos que se siguieron para llevar a cabo los cuatro (4) módulos principales del sistema.

Módulo  de Acceso al  Sistema

Para iniciar el funcionamiento del sistema se solicita un nombre de usuario y una clave, que se crea para evitar que personas no autorizadas puedan acceder al sistema y de una u otra manera se destruya o altere la información contenida en el mismo. El administrador del sistema controla el acceso al mismo asignando nombre de usuario y clave de acceso en el sub-módulo usuarios. Existen dos tipos de usuarios en el sistema, uno con nivel o estatus cero (0) y otro con estatus uno (1). El usuario con estatus  cero, tiene acceso a todas la opciones del sistema y el usuario con estatus  uno, solo puede evaluar el rendimiento del sistema con las corridas hechas en el mismo. El diagrama de flujo  correspondiente al módulo de acceso al sistema es el siguiente:

Figura  9

Diagrama de flujo de acceso al sistema
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Módulo Minería

Este módulo agrupa todas las funciones necesarias para aplicar el ID3 y el C4.5 a una tabla. Se utiliza tanto para generar el árbol de decisión como para construir las reglas de decisión.. El corazón del sistema reside en los sub-módulos ID3 y C45, quienes aplican el ID3 y el C4.5 respectivamente. La figura 10 muestra el diagrama modular del módulo minería.

Figura 10

Diagrama modular del módulo minería
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Diseño para el ID3

En este  sub-módulo a  partir de los datos disponibles, el ID3 analiza todas las divisiones posibles según los distintos atributos y calcula la ganancia y/o la proporción de ganancia para generar el árbol y las reglas de decisión. Una vez generado el árbol lo recorre en preorden y cada vez que llega a una hoja, escribe la regla que tiene como consecuente el valor de la misma, y como antecedente, la conjunción de las pruebas de valor especificados en todos los nodos recorridos desde la raíz para llegar a dicha hoja. 

La figura 11, presenta el diagrama de flujo de datos para la sección del ID3. Con una mirada rápida, se observa que el árbol y las reglas de decisión se generan a partir de los datos de entrenamiento. A su vez, los procesos que los generan graban el árbol, las reglas y las sentencias SQL en sus correspondientes archivos. Además, se genera un log del proceso. Por otro lado, la evaluación de resultados se realiza a partir de las sentencias SQL y de los datos de prueba.

Figura 11

Diagrama de flujo de datos del ID3
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Cada uno de los procesos mostrados en la figura 11 se describe en las secciones siguientes.

Generación del árbol de decisión

Este proceso genera el árbol de decisión según el algoritmo explicado para el ID3.El árbol se construye a partir de los datos de entrenamiento en formato db,  dbf o un archivo plano seleccionado por el usuario.

Durante este proceso se genera un archivo de log que guarda todos los cálculos de ganancia y de proporción de ganancia realizadas en cada paso; y el atributo escogido para realizar la división. El archivo de log se encuentra  dentro del directorio donde está instalado el programa, y su nombre está compuesto de la siguiente manera: MétodoDD-MM-AA HH_MM_SSNombreTabla.log. Esto permite identificar fácilmente el log correspondiente a una corrida. El formato del archivo de log se especifica a continuación:

Archivo de Log del ID3

Durante la generación del árbol de decisión, se genera un archivo de log que almacena todos los cálculos realizados. En cada paso, se almacenan:

1. El “Nivel” en el que se está, entendiéndose por “Nivel” el número de ciclo de procesamiento en el que se está.

2. Para cada descriptor:

El nombre del descriptor

Una matriz con la cantidad de instancias pertenecientes a cada clase para cada valor posible del descriptor.

El valor de la ganancia.

El valor de la proporción de ganancia.

3. La  ganancia o la proporción de ganancia máxima (según el criterio de división con el que se esté trabajando).

A continuación se presenta una entrada del archivo de log.
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Poda del árbol de decisión

Este proceso realiza la poda del árbol de decisión según la metodología explicada en las bases teóricas.

Impresión del árbol de decisión en pantalla

Una vez podado, el árbol de decisión se muestra en pantalla, de forma tal que figure la prueba realizada en cada nodo y el valor de la prueba en cada rama, como aparece en la figura 12.

Figura 12

Formato del árbol de decisión impreso en pantalla
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Transformación a reglas de decisión

A partir del árbol de decisión podado, se generan las reglas de decisión de acuerdo con el método explicado en las bases teóricas. Se guarda en disco un archivo de texto que contiene las reglas obtenidas, y un archivo de Paradox que contiene las sentencias SQL equivalentes. También se genera otra tabla de Paradox, “Updates.db”, que contiene los datos  necesarios para identificar la transformación correspondiente a cada sentencia SQL.

Guardado del árbol de decisión a disco

Una vez presentado el árbol por pantalla, se le ofrece al usuario la posibilidad de guardarlo en el disco rígido. Si acepta, el árbol se guarda en el  directorio donde esta instalado el programa. La extensión del archivo resultante es “tree”.

Evaluación de los resultados

A partir de una lista de corridas realizadas, el usuario elige cuál corrida del ID3 desea evaluar. Los datos de las corridas previas están almacenados en la tabla  “Updates Header”. Una vez realizada la elección, se obtienen de la tabla de Sentencias SQL” las sentencias SQL generadas durante la transformación del árbol a reglas de decisión. Estas sentencias se aplican al conjunto de datos de prueba determinado por el usuario.

Se genera una matriz de confusión que indica para cada clase la cantidad de casos correctamente clasificados y los incorrectamente clasificados. Se calcula la probabilidad de que un caso sea clasificado correctamente como perteneciente a esa clase. Finalmente, se obtienen los totales generales. La matriz de confusión obtenida se muestra en pantalla. La Figura 13 muestra un ejemplo de dicha matriz de confusión.

Figura 13

Matriz de confusión generada durante la evaluación de los resultados
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Archivo de Reglas de decisión del ID3

El archivo de reglas de decisión generado durante la transformación a reglas de decisión contiene las reglas para el árbol analizado. Por cada regla guarda el número de regla y la regla en sí.

Archivo del Árbol de decisión del ID3

Cuando el usuario elige guardar el árbol de decisión a disco, este se almacena en un archivo plano, tabulándose n veces cada renglón, siendo n el nivel del nodo de decisión. A continuación se muestra el contenido de un archivo “.tree” a modo de ejemplo.
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Diseño para el C4.5
La figura 14, presenta el diagrama de flujo de datos general para la sección del C4.5. A simple vista, se observa que el diseño de este proceso difiere ligeramente del diseño del ID3. Aunque los procesos principales (generación y poda del árbol de decisión, generación de las reglas de decisión, evaluación de los resultados) se mantienen, se encuentra que hay dos evaluaciones de resultados, una para el árbol de decisión y otra para las reglas.

Figura 14

Diagrama de flujo de datos del C4.5
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Esto se debe a que, a diferencia del ID3, las reglas de decisión y el árbol generados por el C4.5 no son modelos de clasificación equivalentes. Por otro lado, se encuentra  que tanto el archivo del árbol de decisión como el de las reglas de decisión se presentan junto a la evaluación de resultados. Se debe recordar que, como se explicó en las bases teóricas, el C4.5 evalúa cada rama y cada regla en particular. Por lo tanto, la evaluación no puede separarse de los modelos generados. 

Cada uno de los procesos mostrados en la figura 14 se describe en las secciones siguientes.

Generación del árbol de decisión

Este proceso genera el árbol de decisión según el algoritmo explicado para el C4.5 en las  bases teóricas. El árbol se construye a partir de los datos de entrenamiento en formato db, dbf o un archivo plano seleccionado por el usuario.

Poda del árbol de decisión

Este proceso realiza la poda del árbol de decisión según la metodología explicada en las bases teóricas.

 Evaluación del árbol de decisión

El árbol de decisión se evalúa según el algoritmo explicado en las bases teóricas . Se le agrega una prueba de valor a cada rama y se genera una matriz de confusión a partir de la performance del árbol sobre los datos de prueba.

Impresión del árbol de decisión en pantalla

El árbol de decisión se muestra en pantalla para el usuario, de manera idéntica al árbol generado para el ID3.

 Transformación a reglas de decisión

El árbol de decisión generado, se transforma a reglas de decisión según la metodología explicada en las bases teóricas. Las reglas se almacenan en un archivo con extensión .rules.

Evaluación de las reglas de decisión

Una vez generadas las reglas de decisión, el sistema las evalúa contra los datos de prueba. Genera una apreciación de exactitud para cada reglan  y una matriz de confusión general. Almacena todos los resultados en un archivo plano.

 Archivo del árbol de decisión y evaluación de resultados del C4.5

Durante la generación del árbol de decisión, su correspondiente poda y su posterior evaluación se genera un archivo de resultados obtenidos en cada paso. En este archivo se almacenan:

1. El árbol de decisión sin podar, donde cada rama tiene asociados dos números: N y E, cuyo sentido se detalla a continuación:

N es la sumatoria de los casos de entrenamiento fraccionales que llegan a cada hoja.

E es la cantidad de casos, cubiertos por la hoja, que no pertenecen a la clase de la misma.

2. El árbol de decisión podado, con dos números N y E asociados, donde: N es la        

      cantidad de casos de entrenamiento cubiertos por la hoja.                                           

            E es la cantidad de errores predichos, según la distribución binomial, para    la 

            hoja si una cantidad N de nuevos casos fuese evaluada por el árbol.

      3.  La evaluación sobre los datos de prueba con el siguiente formato:

	Antes de podar
	Después de podar

	Tamaño
	Errores
	Tamaño
	Errores
	Estimación



Donde:

Tamaño =  cantidad de nodos + cantidad de hojas

Errores =  x (y%)

Con: 

       x = cantidad de casos clasificados erróneamente

       y = cantidad de casos clasificados erróneamente / cantidad total de casos

Estimación = 
[image: image65.wmf]
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Donde:

           t es la cantidad de hojas del árbol

           Ei es el E asociado a cada hoja

           N es la cantidad total de casos de entrenamiento

4. Una matriz de confusión que indica para cada clase, la cantidad de casos clasificados erróneamente y la cantidad de casos de la misma clasificados como pertenecientes a otra clase.

A continuación se presenta un archivo de muestra.
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Archivo de Reglas de decisión y evaluación de resultados del C4.5

El formato del archivo de reglas de decisión y evaluación de los resultados es el siguiente:

	Regla
	Tamaño
	Error
	Usada
	Errores
	Ventaja
	Clase


Donde:

1. Regla: es el número de la regla.
2. Tamaño: es la cantidad de pruebas de valor en el antecedente de la regla.

3. Error: es el estimador calculado como el complemento de la proporción de éxito. asociado a cada regla.

4. Usada: indica la cantidad de veces que se utilizó la regla durante la evaluación.

5. Errores: indica la cantidad de errores cometidos durante la evaluación, y la proporción de error calculada como dicha cantidad sobre la cantidad de veces en que se utilizó la regla.

6. La ventaja tiene el siguiente formato a(b/c), donde

b  es la cantidad de casos que serian clasificados erróneamente si dicha regla se omitiese.

c  es la cantidad de casos que serian clasificados correctamente si dicha regla se omitiese por las reglas siguientes.

a  es el beneficio neto de omitir la regla, calculado como b-c.

7. Matriz de confusión para los datos de entrenamiento.

8. Evaluación de los datos de prueba

9. Matriz de confusión para los datos de prueba.

A continuación se muestra un ejemplo del archivo en cuestión.
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Módulo de evaluación

Cuando el usuario desea evaluar el rendimiento del  modelo generado con el ID3, deberá entrar en este módulo para elegir la tabla sobre la que desea trabajar y la fecha y hora en que se generó el modelo que está tratando de evaluar. Una vez que el usuario ha determinado todos estos datos, se realiza la evaluación del rendimiento del modelo escogido, aparecerá  por pantalla la matriz de evaluación del rendimiento del modelo escogido por el usuario. La matriz de evaluación muestra, para cada clase, la cantidad de casos que fueron evaluados correctamente y la cantidad de casos que fueron evaluados incorrectamente. En el caso del C4.5 la evaluación se hace directamente con los datos de prueba. La figura 15 muestra el diagrama modular del módulo evaluación.

Figura 15

Diagrama modular del módulo evaluación
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Módulo  opciones

Este módulo contiene aquellos sub-módulos que realizan todas las operaciones comunes al ID3 y al C4.5, como seleccionar la tabla de datos sobre la cual se aplicará el proceso de minería, ver la tabla activa, cambiar la tabla de datos y entrar al módulo de usuarios donde se podrán incluir o eliminar los usuarios del sistema. La figura 16, muestra el diagrama modular de este módulo.

Figura 16

Diagrama modular del módulo opciones.
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Seleccionar tabla: esta opción, permite seleccionar la tabla de trabajo sobre la cual que se aplicará el ID3 o el C4.5 según la elección del usuario.

Cambiar tabla: permite que el usuario seleccione otra tabla sobre la cual trabajar.

Ver tabla activa: lista todo los datos de la tabla sobre la cual se está trabajando por pantalla.

Usuarios: maneja toda la información sobre  usuarios que pueden acceder al sistema SIMIDACE Tree. Está constituido por usuario (nombre del usuario), clave (código de acceso del usuario), y tipo (nivel de acceso al sistema, ya sea administrador o usuario). La figura 18, muestra el diagrama de flujo del módulo opciones.


El sub-modulo usuario queda estructurado de la siguiente manera (ver figura 17).

Figura 17

Estructura del sub-módulo usuarios
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Modulo Ayuda

Este módulo está formado por dos sub-módulos:

SIMIDACE Tree: se encarga de mostrar el manual de usuario con una interfaz sencilla y amplia información en el manejo del mismo.


Acerca de...: muestra una pantalla donde se visualiza la versión del sistema y el autor del trabajo de grado.

Análisis de los resultados obtenidos

Se realizaron múltiples pruebas tanto con el sistema ID3 como con el C4.5. A continuación se presentan los dominios de datos sobre los cuales se trabajó. 

Para cada dominio, se presentan dos conjuntos de resultados para cada uno de los sistemas: uno utilizando la ganancia como medida de la ganancia de información en cada iteración del sistema, y otra utilizando la proporción de ganancia con el mismo propósito. Entonces, para cada combinación dominio - sistema - medidor de ganancia, se presentan el árbol y las reglas de decisión obtenidas.

 Descripción de los dominios

A continuación se presentan los dominios sobre los cuales se realizaron las pruebas. Para cada dominio se presenta:

1. Una breve descripción

2. Los atributos con sus correspondientes valores posibles

3. Las clases con sus valores

4. La cantidad de instancias y la distribución de clases del dominio

En todos los casos, se dividieron los datos preclasificados en dos subconjuntos: uno de entrenamiento y uno de prueba.

AEB (Municipio Andrés Eloy Blanco).

Descripción: para todos los dominios los ejemplos planteados  fueron provistos por el Instituto Nacional de Estadísticas, utilizando la base de datos del censo de población y vivienda 2001 del estado Lara. Los campos de los ejemplos provistos son los parámetros que se tienen en cuenta al analizar la condición de pobreza de un hogar según el método NBI.

Cantidad de instancias y distribución de las clases

	
	Pobre
	No pobre
	Totales

	En el conjunto de entrenamiento
	2958
	2389
	5347

	En el conjunto de prueba
	3467
	0
	3467

	Totales
	6425
	2389
	8814


Resultados obtenidos con el ID3

A continuación se presentan los resultados obtenidos con el ID3 en cada uno de los dominios analizados. Cada uno de los resultados consiste en un árbol de decisión, un conjunto de reglas de decisión y una matriz de resultados obtenida al aplicar los modelos sobre los datos de prueba. Dicha matriz informa por cada clase, la cantidad de instancias del conjunto de prueba que fueron clasificadas correctamente, la cantidad que fueron clasificadas erróneamente y la probabilidad de que una nueva instancia sea clasificada correctamente.

AEB (Municipio Andrés Eloy Blanco).

ID3 utilizando la ganancia como criterio de decisión
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Reglas de decisión
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Evaluación de los resultados
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ID3 utilizando la proporción de ganancia como criterio de decisión
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Reglas de decisión
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Evaluación de los resultados

Conclusiones

En este caso, tanto el árbol como las reglas obtenidas mediante el ID3 son idénticos para la ganancia y para la proporción de ganancia. Al analizar la tabla de evaluación de los resultados, se observa que el clasificador obtenido es excelente para clasificar ambas clases,  “No pobre”y “Pobre, es decir, que un nuevo caso de ambas clases, tendrá una probabilidad de 1 de ser clasificado correctamente.

Iribarren (Municipio Iribarren).

Cantidad de instancias y distribución de las clases

	
	Pobre
	No pobre
	Totales

	En el conjunto de entrenamiento
	46920
	73080
	120000

	En el conjunto de prueba
	32444
	50532
	82976

	Totales
	79364
	123612
	202976


Iribarren (Municipio Iribarren).

ID3 utilizando la ganancia como criterio de decisión
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   Reglas de decisión
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SISERVICIOS = Sin Servicios Basicos
ENTONCES CONDICION = Pobre




Evaluación de los resultados

Iribarren (Municipio Iribarren).

ID3 utilizando la proporción de ganancia como criterio de decisión

[image: image82.png]Clases | Correctos | Errores | Probabilidad
Mo pobre | 73080 0 1

Pobre 46920 0 1
Totales | 120000 1] 1





[image: image83.png]Arbol de decision

SERVICIOS = Con Servicios Basicos
DEPENDENCIA = Alta Dependencia Econémica
Pobre
DEPENDENCIA = Sin Dependencia Econdmica
HACINAMIENTO = Hay Hacinamiento

Pobre
HACINAMIENTO = No hay Hacinamiento
VIVIENDA = Adecuada
ESCOLARIDAD = Asisten
Mo Pobre
ESCOLARIDAD =No Asisten
Pobre
VIVIENDA = Inadecuada
Pobre

SERVICIOS = Sin Servicios Basicos
Pobre




  Reglas de decisión

[image: image84.png]Regla 0
SISERVICIOS = Con Servicios Basicos

¥ DEPENDENCLA = Alta Dependencia Econémica
ENTONCES CONDICION = Pobre

Regla 1
SISERVICIOS = Con Servicios Basicos

¥ DEPENDENCLA = Sin Dependencia Econdmica
Y HACINAMIENTO = Hay Hacinamiento
ENTONCES CONDICION = Pobre

Regla 2
SISERVICIOS = Con Servicios Basicos
Y DEPENDENCIA = Sin Dependencia Econdmica
¥ HACINAMIENTO = No hay Hacinamiento
¥ VIVIEND A = Adecuada
¥ ESCOLARIDAD = Asisten
ENTONCES CONDICION = No Pobre

Regla 3
SISERVICIOS = Con Servicios Basicos
Y DEPENDENCIA = Sin Dependencia Econdmica
¥ HACINAMIENTO = No hay Hacinamiento
¥ VIVIEND A = Adecuada
¥ ESCOLARIDAD =No Asisten
ENTONCES CONDICION = Pobre

Reglad
SISERVICIOS = Con Servicios Basicos

¥ DEPENDENCLA = Sin Dependencia Econdmica
¥ HACINAMIENTO = No hay Hacinamiento

Y VIVIEND A =Inadecuada

ENTONCES CONDICION = Pobre

Regla 5
SISERVICIOS = Sin Servicios Basicos
ENTONCES CONDICION = Pobre




Evaluación de los resultados

Conclusiones

Al igual que en el caso del municipio Andrés Eloy Blanco, tanto el árbol como las reglas obtenidas mediante el ID3 son idénticos para la ganancia y para la proporción de ganancia. Al analizar la tabla de evaluación de los resultados, se observa que el clasificador obtenido es excelente para clasificar ambas clases,  “No pobre”y “Pobre, es decir, que un nuevo caso de ambas clases, tendrá una probabilidad de 1 de ser clasificado correctamente. Estos resultados se repiten para el resto de los municipios, esto se debe a que todos los atributos tienen solo dos valores posibles iguales en todas las tablas.

Resultados obtenidos con el C4.5

A continuación, se presentan los resultados obtenidos con el sistema C4.5. Se realizaron pruebas sobre los mismos dominios que para el sistema ID3. Al igual que en el caso anterior, se presentan los resultados para el sistema utilizando la ganancia y la proporción de ganancia para medir la ganancia de información en cada paso del algoritmo.

AEB (Municipio Andrés Eloy Blanco).

C4.5  utilizando la ganancia como criterio de decisión

[image: image85.png]Arbol de decision

* Generador de Arbol de Decisién
*Fecha: 17/10/2006
* Hora: 18:40:32.09

Leidos 5347 casos (5 afributos) desde AEB.db
Arbol de Decisién

SERVICIOS = Sin Servicios Basicos: Pobre (2360.0)

SERVICIOS = Con Servicios Basicos

| DEPENDENCIA = Alta Dependencia Econdmica: Pobre (328.0)
| DEPENDENCIA = Sin Dependencia Econdmica

| | HACINAMIENTO = Hay Hacinamiento: Pobre (187.0)

| | HACINAMIENTO =No hay Hacinamiento

| | | VIVIENDA =Inadecuada: Pobre (64.0)

| | | VIVIENDA = Adecuada

| | | | ESCOLARIDAD =No Asisten: Pobre (19.0)

| | | | ESCOLARIDAD = Asisten: No Pobre (2389.0)




Evaluación de los resultados del árbol de decisión

[image: image86.png]Evaluacién con datos de entrenamiento (5347 items)

Antes de Podar Después de Podar

Tamafio Errores  Tamafio Erores  Estimacién

1 0(0.0%) 10(0.0%) (0.2%) <<




   Evaluación con datos de prueba (3467 items):

[image: image87.png]Antes de Podar Después de Podar

Tamafio Erores  Tamao Errores  Estimado

11 0(0.0%) M 0(0.0%) (02%) <<




Clasificación general en los datos de entrenamiento:

[image: image88.png]@ (0)  <-Clasificado como

2958 (3): Clase Pobre
2389 (b): Clase No Pobre




Reglas de decisión

[image: image89.png]Regla 1
HACINAMIENTO = Hay Hacinamiento
> Clase Pobre [99.3%]




Evaluación de los resultados de las reglas de decisión

Evaluación sobre los datos de entrenamiento:

[image: image90.png]Regla Tamafio Error Usada Errores Ventaja

11 0% 187 0(0.0%) 0(00)  Pobre

Probados 5347, errores 2389 (44.7%) <<




 Evaluación sobre los datos de prueba:

[image: image91.png]Regla Tamafio Error Usada Errores Ventaja

11 0.7% 1579 0(0.0%) 0(00)  Pobre

Probados 3467, errores 0 (0.0%) <<




Clasificación general en los datos de prueba:
[image: image92.png]@ (0)  <-Clasificado como

3467 (a): Clase Pobre
(b): Clase No Pobre




Utilizando la proporción de ganancia como criterio de decisión
[image: image93.png]Arbol de decision

* Generador de Arbol de Decisién
*Fecha: 17/10/2006

* Hora: 18:44:12.33

Leidos 5347 casos (5 afributos) desde AEB.db
Arbol de Decisién

SERVICIOS = Sin Servicios Basicos: Pobre (2360.0)

SERVICIOS = Con Servicios Basicos

| DEPENDENCIA = Alta Dependencia Econdmica: Pobre (328.0)
| DEPENDENCIA = Sin Dependencia Econdmica

| | HACINAMIENTO = Hay Hacinamiento: Pobre (187.0)

| | HACINAMIENTO =No hay Hacinamiento

nadecuada: Pobre (64.0)

I Adecuada

| | | | ESCOLARIDAD =No Asisten: Pobre (19.0)

| | | | ESCOLARIDAD = Asisten: No Pobre (2389.0)





Evaluación de los resultados del árbol de decisión

[image: image94.png]Evaluacién con datos de entrenamiento (5347 items)

Antes de Podar Después de Podar

Tamafio Etrores Tamafio Errores  Estimacion

1 0(0.0%) 1 0(0.0%) (02%) <<




Evaluación con datos de prueba (3467 items):

[image: image95.png]Antes de Podar Después de Podar

Tamafio Errores  Tamafio Errores  Estimado

11 0(0.0%) W 0(0.0%) (0.2%) <<




Clasificación general en los datos de entrenamiento:

[image: image96.png]@ (0)  <-Clasificado como

2958 (3): Clase Pobre
2389 (b): Clase No Pobre




Reglas de decisión
[image: image97.png]Regla 1
HACINAMIENTO = Hay Hacinamiento
> Clase Pobre [99.3%]




Evaluación de los resultados de las reglas de decisión

Evaluación sobre los datos de entrenamiento:

[image: image98.png]Regla Tamafio Error Usada Errores Ventaja

11 0% 187 0(0.0%) 0(00)  Pobre

Probados 5347, errores 2389 (44.7%) <<




Evaluación sobre los datos de prueba:

[image: image99.png]Regla Tamafio Error Usada Errores Ventaja

11 0% 1579 0(0.0%) 0(00)  Pobre

Probados 3467, errores 0 (0.0%) <<




Clasificación general en los datos de prueba:
[image: image100.png]@ (0)  <-Clasificado como

3467 (a): Clase Pobre
(b): Clase No Pobre




Iribarren (Municipio Iribarren).

C4.5  utilizando la ganancia como criterio de decisión

[image: image101.png]Arbol de decision

* Generador de Arbol de Desicién
*Fecha: 18/10/2006
*Hora: 12:21:14.83

Leidos 120000 casos (5 atributos) desde IribarrenE.
Arbol de Desicién:

SERVICIOS = Sin Servicios Basicos: Pobre (27649.0)

SERVICIOS = Con Servicios Basicos

| HACINAMIENTO = Hay Hacinamiento: Pobre (9107.0)

| HACINAMIENTO = No hay Hacinamiento,

| | DEPENDENCIA = Alta Dependencia Econdmica: Pobre (6869.0)
| | DEPENDENCIA = Sin Dependencia Econémica:

Inadecuada: Pobre (2453.0)

| Adecuada

| | | | ESCOLARIDAD =No Asisten: Pobre (842.0)

| | | | ESCOLARIDAD = Asisten: Mo Pobre (73080.0)





Evaluación de los resultados del árbol de decisión

[image: image102.png]Evaluacién con datos de entrenamiento (120000 items)

Antes de Podar Después de Podar

Tamafio Errores  Tamafio Erores  Estimacién

1 0(0.0%) 0(0.0%) (0.0%) <<





Evaluación con datos de prueba (82976 items):

[image: image103.png]Antes de Podar Después de Podar

Tamafio Errores  Tamafio Errores  Estimado

11 0(0.0%) M 0(0.0%) (0.2%) <<




Clasificación general en los datos de entrenamiento:

[image: image104.png]@ (0)  <-Clasificado como

46920 (3): Clase Pobre
73080 (b): Clase No Pobre




Reglas de decisión

[image: image105.png]Regla 6
SERVICIOS = Sin Servicios Basicos
> Clase Pobre [100.0%]

Regla 1
HACINAMIENTO = Hay Hacinamiento
> Clase Pobre [100.0%]

Regla 5
DEPENDENCIA = Alta Dependencia Econdmica
> Clase Pobre [100.0%]

Reglad
VIVIENDA = Inadecuada
> Clase Pobre [99.9%]




[image: image106.png]Regla 2
ESCOLARIDAD =No Asisten
-> Clase Pobre [99.8%]

Regla 3
ESCOLARIDAD = Asisten
HACINAMIENTO = No hay Hacinamiento
VIVIENDA = Adecuada
SERVICIOS = Con Servicios Basicos
DEPENDENCIA = Sin Dependencia Econémica
> Clase No Pobre [100.0%]




Evaluación de los resultados de las reglas de decisión

Evaluación sobre los datos de entrenamiento:
Evaluación sobre los datos de prueba:

[image: image107.png]Evalvacién con datos de prucba (82976 items)

Regla Tamafio Error Usada Errores Avance

6 1 0.0% 19726 0(0.0%) 19726 (19726[0)  Pobre
11 00% 5166 0(0.0%) 5166 (5166[0)  Pobre
5001 0.0% 4984 0(0.0%) 4984 (4984[0)  Pobre
4 1 0.1% 1848 0(0.0%) 1848 (1848[0)  Pobre
2 1 02% 720 0(0.0%) 720 (720[0) Pobre
305 0.0% 50532 0(0.0%) 0(0[0) Mo Pobre

Probados 82976, errores 0 (0.0%) <<




Clasificación general en los datos de prueba:
[image: image108.png]@ (o) <Clasificado como

32444
(3): Clase Pobre
50532 (b): Clase No Pobre




Iribarren (Municipio Iribarren).

C4.5  utilizando la proporción de ganancia como criterio de decisión

[image: image109.png]Arbol de decision

* Generador de Arbol de Decisién
*Fecha: 18/10/2006

*Hora: 12:25:12.75

Leidos 120000 casos (5 atributos) desde IribarrenE.
Arbol de Decisién:

SERVICIOS = Sin Servicios Basicos: Pobre (27649.0)

SERVICIOS = Con Servicios Basicos

| HACINAMIENTO = Hay Hacinamiento: Pobre (9107.0)

| HACINAMIENTO = No hay Hacinamiento.

| | DEPENDENCIA = Alta Dependencia Econdmica: Pobre (6869.0)
| | DEPENDENCIA = Sin Dependencia Econémica:

| | | VIVIENDA =Inadecuada: Pobre (2453.0)

| | | VIVIENDA = Adecuada

| | | | ESCOLARIDAD =No Asisten: Pobre (842.0)

| | | | ESCOLARIDAD = Asisten: Mo Pobre (73080.0)





Evaluación de los resultados del árbol de decisión

[image: image110.png]Evaluacién con datos de entrenamiento (120000 items)

Antes de Podar Después de Podar

Tamafio Errores  Tamafio Errores  Estimacién

11 0(0.0%) 11 0(00%) (0.0%) <<




Evaluación con datos de prueba (82976 items):

[image: image111.png]Antes de Podar Después de Podar

Tamafio Errores  Tamafio Errores  Estimado

11 0(0.0%) W 0(0.0%) (0.2%) <<




Clasificación general en los datos de entrenamiento:

[image: image112.png]@ (0)  <-Clasificado como

46920 (3): Clase Pobre
73080 (b): Clase No Pobre




Reglas de decisión

[image: image113.png]Regla 6
SERVICIOS = Sin Servicios Basicos
> Clase Pobre [100.0%]

Regla 1
HACINAMIENTO = Hay Hacinamiento
> Clase Pobre [100.0%]

Regla 5
DEPENDENCIA = Alta Dependencia Econdmica
> Clase Pobre [100.0%]




[image: image114.png]Reglad
VIVIENDA = Inadecuada
> Clase Pobre [99.9%]

Regla 2
ESCOLARIDAD =No Asisten
-> Clase Pobre [99.8%]

Regla 3
ESCOLARIDAD = Asisten
HACINAMIENTO = No hay Hacinamiento
VIVIENDA = Adecuada
SERVICIOS = Con Servicios Basicos
DEPENDENCIA = Sin Dependencia Econémica
> Clase No Pobre [100.0%]




Evaluación de los resultados de las reglas de decisión

Evaluación sobre los datos de entrenamiento:

[image: image115.png]Evaluacién con datos de entrenamiento (120000 items)

Regla Tamafio Error Usada Errores

0.0% 27649
0.0% 9107
0.0% 6869
0.1% 2453
02% 842

0.0% 73080

1
1
1
1
1
5

(RO,

Probados 120000, errores 0 (0.0%) <<

0(0.0%)
0(0.0%)
0(0.0%)
0(0.0%)
0(0.0%)
0(0.0%)

Avance

27649 (27649]0) Pobre

9107 (9107/0) Pobre
6869 (6369]0) Pobre
453 (2453[0) Pobre
842 (842/0) Pobre
0(00) Mo Pobre




[image: image116.png]Evaluacién sobre los datos de prueba
Evaluacién con datos de prucba (82976 items).
Regla Tamafio Error Usada Errores Avance

1 0.0% 19726 0(0.0%) 19726 (19726/0)  Pobre

6

11 0.0% 5166 0(0.0%) 5166 (5166[0)  Pobre
501 0.0% 4984 0(0.0%) 4984 (4984[0)  Pobre
41 0.1% 1848 0(0.0%) 1848 (1848[0)  Pobre
2 1 0% 720 0(0.0%) 720 (720[0) Pobre
305 0.0% 50532 0(0.0%) 0(0[0) Mo Pobre

Probados 82976, errores 0 (0.0%) <<




Clasificación general en los datos de prueba:
[image: image117.png]@ (o) <Clasificado como

32444 (3): Clase Pobre
50532 (b): Clase Mo Pobre




Conclusiones

En este caso, tanto los árboles como las reglas obtenidas son iguales si se utiliza la ganancia o la proporción de ganancia como criterio de decisión. Los árboles son pequeños y poco frondosos, lo cual facilita su comprensión. Además, no clasifican ningún ejemplo erróneamente en los datos de prueba.

Las reglas de decisión generadas, también son pocas, lo cual hace que su lectura sea más comprensible.  Por lo tanto, se puede  decir que tanto los árboles como las reglas obtenidas en este dominio constituyen un buen clasificador.

CAPÍTULO V

CONCLUSIONES Y RECOMENDACIONES 

Conclusiones

A partir del estudio realizado sobre la Minería de Datos y el Aprendizaje Automático en general, y de los métodos de la familia TDIDT en particular, se puede concluir que hay varios puntos claves a tener en cuenta al realizar Minería de Datos con algoritmos inteligentes. Entre ellos, se  pueden destacar:

1. El Aprendizaje de Conceptos puede verse como una búsqueda en un gran espacio de hipótesis predefinidas. En el caso de la familia TDIDT este espacio de hipótesis, está constituido por todos los árboles de decisión posibles para los datos que se analizaron.

2. Los datos sobre los que se construye el problema son representativos del dominio sobre el que se aplicó el modelo obtenido.

3. Finalmente, cabe destacar que el ID3 y el C4.5 utilizan todos los datos de entrenamiento en cada paso para elegir el “mejor” atributo; esta elección se realiza estadísticamente. Esto es favorable frente a otros métodos de aprendizaje automático que analizan los datos de entrada en forma incremental. El hecho de tener en cuenta todos los datos disponibles en cada paso, resulta en una búsqueda mucho menos sensible a errores en casos individuales. Con los resultados obtenidos se cumplieron todos los objetivos propuestos de analizar la base de datos de censo de población del estado Lara, utilizando técnicas de minería de datos específicamente árboles de decisión

Recomendaciones

Como línea futura de trabajo, se propone analizar los datos de entrada con los cuatro métodos (ID3 utilizando ganancia, ID3 utilizando proporción de ganancia, C4.5 utilizando ganancia y C4.5 utilizando proporción de ganancia) y elegir para el nuevo dominio, el modelo que presenta la menor proporción de error. Teniendo en cuenta que si con el primer método la proporción de error es inaceptable, probablemente también sea inaceptable para el resto de los métodos. En cuyo caso, convendría analizar el problema con otros métodos de aprendizaje que enfoquen la resolución del mismo desde otro ángulo.
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� EMBED Microsoft Equation 3.0 ���
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