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CAPÍTULO I 
Introducción
El objetivo de este trabajo de tesis es el de extender el trabajo realizado sobre la detección automática de paroxismos en EEG utilizando técnicas de Data Mining [CAZ/03], analizando todos los canales, y aportando información sobre el canal principal sobre el cual se propaga la señal paroxística. La metodología original consistía en el análisis de un solo canal (mono-canal) para la detección de los paroxismos. Éste canal era seleccionado a priori por los expertos, ya que tenían el conocimiento y la experiencia previa. 


Hoy en día, la metodología utilizada en el campo de la detección de actividad paroxística se basa en el conocimiento del experto. Este trabajo requiere de gran experiencia y de un estudio cuidadoso de las distintas fuentes de información (historia clínica del paciente, EEG, videos, etc.) y de la capacidad de dichos expertos de interpretarlas. Estos métodos tienen como ventaja la posibilidad de recurrir a estas fuentes externas de información para su análisis. La gran desventaja de esta metodología es la cantidad de tiempo que necesitan los expertos para analizar la información del paciente, sobre todo considerando que estos estudios, en especial cuando se trata de registrar la crisis del enfermo, generalmente tienen una duración prolongada de 12 a 72 horas.


A través de este trabajo se pretende explicar y realizar la detección sobre todos los canales del EEG (multi-canal) sin tener de antemano la información de los expertos. También se intentará determinar el canal principal donde se inicia la actividad, para luego analizar la propagación de la actividad paroxística sobre los otros canales involucrados. Esto aportará información a los expertos para ayudar a detectar la zona epileptógena.


La automatización de la detección de paroxismos en múltiples canales aplicando un modelo computacional disminuye considerablemente el tiempo utilizado por los expertos en el análisis de la señal. Para lograr esto, se utilizarán las técnicas desarrolladas en el trabajo de detección automática de paroxismos en EEG utilizando técnicas de Data Mining, extendiéndolo a todos los canales. Una vez detectados los paroxismos, se determinará el canal principal, identificando aquel que tenga la mayor cantidad de actividad paroxística. Por último se analizará la propagación de la señal epiléptica desde el canal principal a los canales involucrados.


La implementación de esta metodología ayudará a los expertos en epilepsia a la detección de la topografía de la crisis epiléptica en pacientes candidatos a cirugía, automatizando la detección, disminuyendo el tiempo y esfuerzo dedicado y aumentando el porcentaje de eficacia.


El siguiente trabajo de tesis está organizado en seis capítulos, detallados a continuación:


En el Capítulo I se realizará una breve introducción al trabajo de tesis.


En el Capítulo II se expondrá una introducción a los conceptos de EEG, Epilepsia, Data Mining, etc., tratados en este trabajo (Marco Conceptual), y por último una breve investigación de los trabajos realizados sobre detección de paroxismos en EEG  y la utilización de Data Mining (Marco Teórico). También se explicará la metodología utilizada en el trabajo de detección automática de paroxismos en EEG utilizando técnicas de Data Mining, sobre el cual se basó esta tesis.


En el Capítulo III se definirá el problema, y se planteará la metodología a utilizar.


En el Capítulo IV se describirá paso a paso la metodología a implementar.


En el Capítulo V se realizará una breve descripción de la herramienta utilizada para soportar la metodología y se analizarán los resultados


En el Capítulo VI se expondrán las conclusiones y se detallaran los posibles trabajos futuros.


Por último, en el Capítulo VII se encontrará la bibliografía utilizada para el desarrollo del trabajo de tesis.


Para poder llevar a cabo el trabajo de tesis, se realizaron entrevistas con médicos e investigadores del Centro de Epilepsia de la División de Neurología del Hospital de Ramos Mejía, y becarios de la Facultad de Medicina de la Universidad de Buenos Aires.

CAPÍTULO II 
 Antecedentes

Marco Conceptual

Epilepsia

La Epilepsia es un síndrome neurológico, crónico, que cursa con crisis epilépticas recurrentes. Según la organización Mundial de la Salud (OMS) y la Liga Internacional contra la Epilepsia (ILAE) se define a la epilepsia como una afección neurológica crónica, recurrente y repetitiva, de fenómenos paroxísticos ocasionados por descargas de neuronas cerebrales de forma desordenada y excesiva.


Sus causas pueden ser muy diversas y sus manifestaciones sumamente variadas. La epilepsia está caracterizada por:

Los ataques tienen un inicio súbito y brusco, con una duración breve, y luego tienden a restablecer las señales cerebrales. Son manifestaciones paroxísticas.

Su principal característica es la repetición de los ataques o crisis.

Es una enfermedad que puede durar muchos años, o inclusive toda la vida de la persona enferma.


Una crisis epiléptica es producida por descargas descontroladas de las neuronas. Esta actividad se transmite de una neurona a otras vecinas, abarcando una gran cantidad de secciones del cerebro, desencadenando las manifestaciones propias de la epilepsia. Las causas que producen este desordenado funcionamiento de las neuronas abarca un amplio listado: enfermedades metabólicas, tumores, trastornos del embarazo y parto, encefalitis, traumatismos de cráneo, meningitis, etc. En muchos casos existe solamente una predisposición de origen genético a padecer las crisis.


Los síntomas que experimenta una persona durante una crisis epiléptica dependen del lugar en el cerebro en el cual ocurre la alteración de la actividad eléctrica. Una persona que tiene una crisis tónico clónica (también llamada de gran mal) puede gritar, perder el sentido y desplomarse, ponerse rígido y con espasmos musculares. Otro tipo de crisis epiléptica es la denominada crisis parcial compleja, en la que el paciente puede parecer confundido o aturdido y no podrá responder a preguntas ni instrucciones. Otras personas tienen ataques muy leves que ni siquiera son notados por otros. Algunas veces, la única manifestación de la crisis epiléptica es un parpadeo rápido o algunos segundos de mirada perdida con desconexión del medio; a este tipo de crisis epiléptica se lo denomina ausencia y es relativamente frecuente en la infancia. La crisis puede durar desde unos segundos hasta varios minutos. 

EEG (Electroencefalograma)

EI EEG refleja la actividad post-sináptica y el flujo extracelular de grandes poblaciones neuronales. Esas neuronas así como otras células nerviosas, tienen un potencial de descanso el cual es una diferencia de potencial eléctrica entre el interior de la célula y el espacio extracelular. Es pertinente comentar que las señales de EEG varían según la edad del sujeto bajo estudio. La amplitud de estas señales usualmente se encuentra de 10 a 100 microvoltios. En la figura 1 se puede ver un ejemplo de señal captada en un EEG con 17 canales.
Figura 1 – Ejemplo de EEG.

[image: image1.jpg](1. |
N e o mww»mwmw»ww gy
A l 8
W F
IW‘WW Aforimgamnd Wmm st s Aoy
T WT\MWW P AR et e o P e N WW
’M\J"‘w/\\a/vw‘/uwvw o T T TN S o M‘“““"”‘”""’
! o y |
A A et AR AN o P N LU At |
v - ~ r
| h ¥ [
ol el A T
‘ ,\v' i At Y A w\]/ / ‘l\/ i adaal Vo
o) W\/\m’v AL V"y /\mr’\,—z\}q/w-'\,/w NV Py /W | B A
" W\w«vw R V) S S DN S U NPS S ) ISR SR S





Captación del EEG

La actividad bioeléctrica cerebral puede captarse por diversos procedimientos:

Sobre el cuero cabelludo.

En cerebro expuesto.

En localizaciones cerebrales profundas.



Para captar la señal se utilizan diferentes tipos de electrodos:

Electrodos superficiales: Se aplican sobre el cuero cabelludo. 

Electrodos quirúrgicos o profundos: para su aplicación es precisa la cirugía y pueden ser corticales o intracerebrales. Se utiliza en aquellos casos en los cuales el foco epileptógeno no ha sido localizado con los registros electroencefalográficos utilizando electrodos superficiales. Una ventaja de estos electrodos es que permiten una mayor precisión para delimitar la zona epileptogena. Solo se utilizan cuando se plantea la posibilidad de tratamiento quirúrgico. Al obtenerse un registro de campo cercano, la señal no presenta artificios.

Montajes de un EEG

Para proceder a registrar el EEG se parte de una serie de electrodos situados sobre la superficie del cuero cabelludo dispersos según el sistema internacional diez-veinte (actualmente es el más utilizado). Cada electrodo es un punto de registro. Dependiendo del propósito específico del registro a realizar y del número de canales disponibles, se pueden encontrar dos tipos de registros:

Registros Monopolares o Referenciales, donde se toma la señal de cada uno de los electrodos independientemente de la de los demás. En esta situación el electrodo de registro se llama electrodo activo y el segundo cable de entrada al equipo se toma de un electrodo llamado de referencia. Generalmente el electrodo referencial se sitúa en el lóbulo de la oreja o en el mentón.

Registros Bipolares, donde se toman parejas de electrodos, dos a dos y se registran las diferencias de tensión entre cada par de puntos. Los dos electrodos de cada pareja son activos. De entre todas las combinaciones posibles de parejas diferentes de electrodo, tomadas en grupos de 8, de 12, de 16, etc. (según el número de canales disponibles para registro simultáneo), se seleccionan las más interesantes. Cada una de las combinaciones seleccionadas es denominada montaje. La figura 2 muestra un montaje monopolar.

Figura 2 – Esquema que representa el montaje para un registro monopolar.
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En la siguiente figura se puede apreciar un montaje bipolar.
Figura 3 – Esquema de un montaje para un registro bipolar.

El electrodo A está a un potencial de +5, el electrodo B a un potencial de +2, registrándose así un potencial  de (+5)-(+2) = (+3).
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Los montajes también han sido clasificados por la Federación Internacional de EEG y Neurofisiología en Longitudinales y Transversales. En los Montajes Longitudinales se registra la actividad de pares de electrodos dispuestos en sentido antero posterior de cada mitad del cráneo. En los Montajes Transversales se realizan registros de pares de electrodos dispuestos transversalmente según los planos sagitales anterior, medio o posterior. La figura 4 muestra los dos tipos de esquemas (montaje longitudinal bipolar y montaje transversal bipolar).
Figura 4 – Montaje longitudinal bipolar (A), transversal bipolar (B). Cada segmento situado entre dos puntos representa un canal de registro.
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En este trabajo de tesis se utilizó el registro vídeo-EEG, que consiste en la filmación continua en vídeo de la persona afecta para poder captar las crisis y simultáneamente registrar la actividad eléctrica cerebral mediante el electroencefalograma (EEG) continuo. Así mismo, se utilizó un esquema de montaje referencial de 32 y 17 canales, tomando un electrodo de referencia común a todos los canales, utilizando electrodos profundos.


El vídeo-EEG es imprescindible en todos los pacientes candidatos a cirugía, incluso en aquellos en los que el origen de las crisis parece evidente. Siempre es necesario confirmar que el foco está cercano a la lesión, dado que a veces las crisis provienen de otras regiones lejos de la misma.


El registro vídeo-EEG no solo está indicado en la investigación pre-quirúrgica sino que también es útil en aquellas personas en los que el médico encuentra una importante dificultad diagnóstica. Por ejemplo, el registro de las crisis permite definir si el paciente tiene crisis epilépticas u otro tipo de trastornos no epilépticos como son las crisis psicológicas, ciertas formas de movimientos anormales, pérdidas de conciencia por hipotensiones o fallos en el ritmo cardíaco.


En la figura 5 se puede apreciar los puntos sobre los cuales se colocan los electrodos para tomar un EEG.
Figura 5 – Colocación de los sensores.
[image: image5.jpg]



La función del EEG aplicado a la Epilepsia

Como es obvio suponer, el EEG desempeña un papel fundamental como apoyo a los datos clínicos en el diagnóstico de las epilepsias. Estas patologías se presentan en todas las edades aunque la incidencia es mayor en la infancia y adolescencia así como en la tercera edad. 


En líneas generales la función del EEG en la Epileptología actual es la confirmación del diagnóstico clínico de epilepsia, predicción de posibles recurrencias tras la disminución / supresión del tratamiento antiepiléptico y quizás el intento de predicción de una posible epileptogenicidad de lesiones cerebrales agudas focales (áreas de contusión, zonas corticales próximas a neoplasias cerebrales o lesiones vasculares corticales). El grueso de pacientes con epilepsias y síndromes epilépticos correctamente diagnosticado y tratados no precisan de estudios EEG de control. Los pacientes afectos de epilepsias no controladas satisfactoriamente precisarán de estudios especiales para poder discernir con mayor certeza si los eventos paroxísticos que padecen son crisis epilépticas, qué tipo de crisis son y cual es la etiología. 

En este tipo de pacientes probablemente haya una serie de fenómenos clínicos de naturaleza epileptiforme que estén infradiagnosticados, para los que el EEG es de suma utilidad. Esto se refiere a pacientes que sufren déficit neurológico focal de origen cortical, sin datos aparentes de comicialidad, aunque realmente de naturaleza epileptiforme. Un porcentaje elevado de pacientes han sufrido previamente un evento vascular cerebral por lo que estos episodios posteriores son interpretados erróneamente del mismo modo con el consiguiente fallo terapéutico (sustitución de fármacos antiagregantes por anticoagulantes orales o parenterales que no son necesarios y la no-instauración del tratamiento antiepiléptico oportuno). Es fundamental un alto índice de sospecha clínica para poder identificar correctamente a estos pacientes.


Analizando los EEGs de pacientes epilépticos, se descubrieron ciertos grafoelementos los cuales se presentaban en un muy alto porcentaje y a los cuales se les denominó grafoelementos epileptiformes. Existen básicamente tres tipos de grafoelementos epileptiformes: 

Los primeros, son las puntas, que son aquellas ondas con terminación en punta que tienen una duración menor a 70 mseg y cuya amplitud sobrepasa a la del ritmo de base donde aparecen por lo menos en un 50%. 

Las segundas, son las ondas agudas, las cuales presentan las mismas características que las puntas, pero con una duración que va de los 70 a los 200 mseg. 

Los terceros, son los denominados complejos ya que se integran por la combinación de por lo menos dos grafoelementos siendo el mas frecuente, el llamado complejo punta-onda lenta en donde se asocia una punta con las características antes mencionadas con una onda lenta típicamente con duración mayor a los 200 ms. Existen otros tipos de complejos, como lo son los complejos de polipuntas o los complejos onda aguda-onda lenta. La figura 6 muestra los tres tipos distintos de grafoelementos que se pueden encontrar.
Figura 6 – Punta onda, ondas agudas y polipuntas.
[image: image6.jpg]





Todos ellos tienen un significado determinado al momento de realizar la interpretación de un EEG, pero como punto básico, hay que recordar que todos ellos son los que con mayor frecuencia se encontrarán en un paciente con epilepsia.

Análisis digital de EEGs

Desde los primeros registros de la actividad eléctrica cerebral en humanos, efectuado por Berger, se ha intentado obtener más información de la que a simple vista se puede conseguir con la observación del trazado. Las diferentes ondas que constituyen el registro EEG, son una manifestación de la actividad cerebral, de sus características y de sus cambios. Sin embargo, la valoración exclusivamente visual del registro limita gran parte de las posibilidades de información que aporta el EEG acerca del estado funcional del sistema nervioso central.


Con el apoyo de diferentes instrumentos matemáticos que permiten un análisis más fino de las señales eléctricas, diversos autores intentaron profundizar en el significado biofísico de las ondas registrables en la superficie craneal. Así, en 1932, Dietsch fue uno de los primeros en aplicar el análisis de Fourier al EEG, lo cual representó un paso importante en el estudio de la actividad bioeléctrica cerebral. [DIE/32]


En la actualidad, los sistemas digitales de adquisición de las señales EEG, poseen conversores analógicos-digitales adecuados que realizan muestreos óptimos, los cuales aseguran una buena adquisición y evitan la contaminación por ruido del espectro final. Por otra parte, la posibilidad de almacenar la actividad bioeléctrica cerebral en sistemas ópticos permite una mayor fiabilidad y estabilidad de las señales obtenidas.


Sin embargo, la parte más importante es el procesamiento y manejo de la información adquirida. Es decir, poder determinar las características de la actividad recogida en cada electrodo y verificar si se encuentra dentro de los límites normales para cada paciente y situación. Así, una vez digitalizada, la señal bioeléctrica debe procesarse matemáticamente para evaluar distintos parámetros de interés. Uno de los parámetros básicos que deben estudiarse, y que de hecho se utilizó en este trabajo de tesis, es la potencia absoluta. La misma es un índice de la cantidad de energía existente en una banda de frecuencia determinada y en un punto concreto de la superficie craneal. [CAB/99]

Algunas definiciones

Paroxismo: Se define como paroxismo o actividad paroxística a la descarga epiléptica. Esta refleja la actividad de despolarización post sináptica y el flujo de las poblaciones neuronales, implicadas en la zona epileptógena, o en áreas vecinas.

Periodo Ictal: El comienzo de la crisis o periodo ictal se define por el primer cambio eléctrico en el ritmo de base del EEG o alguna manifestación clínica que indica el inicio de la misma. El final de la crisis se identifica cuando la actividad ictal es reemplazada por el retorno al ritmo de base interictal del paciente, por atenuación o enlentecimiento difuso.

Período Interictal: Los periodos interictales son aquellos entre ataques de epilepsia (crisis), que pueden contener actividad de base o actividad paroxística.

Actividad de Base: Es el registro de la actividad eléctrica cerebral en condiciones de reposo o durante el sueño espontáneo. También llamada señal de base.

Artefacto: Señal captada en un EEG producida por un movimiento del paciente o por un falso contacto de los electrodos, que puede confundirse con señal paroxística.

Fourier

Introducción

La Transformada de Fourier se encarga de convertir una señal del dominio del tiempo, al dominio de las frecuencias, de donde se puede realizar su anti-transformada y volver al dominio temporal. El trabajo con la señal en frecuencia, no solo sirve como información, sino que se puede modificar, de forma que es ampliamente utilizada en filtros, procesamiento de imágenes y sonidos, comunicaciones (modulaciones, líneas de transmisión, etc.) y otro tipo de aplicaciones más curiosas, como ser, estadística, detección de fluctuaciones en los precios, análisis sismográfico, etc. 


El análisis de Fourier surgió a partir del intento de su autor por hallar la solución a un problema práctico de conducción del calor en un anillo de hierro. Desde el punto de vista matemático, se obtiene una función discontinua a partir de la combinación de funciones continuas. Esta fue la atrevida tesis defendida por Fourier ante la Academia Francesa, que motivó severas objeciones de los matemáticos más importantes de su época como Lagrange y Laplace entre otros.


En este capítulo se ilustrarán los aspectos fundamentales, es decir, la aproximación sucesiva mediante la suma de armónicos, senos y cosenos, a una función dada, por ejemplo, un pulso cuadrado, o en forma de diente de sierra, etc. También se ampliarán los conceptos matemáticos necesarios para el entendimiento de esta teoría.

Transformada Rápida de Fourier (FFT)

La Transformada Rápida de Fourier es simplemente un algoritmo rápido para la evaluación numérica de la Transformada Discreta de Fourier desarrollado en los laboratorios de IBM, y su importancia radica en la rapidez de cálculo conseguida, fundamentalmente en aplicaciones del tipo ecualización y filtrado en equipos de audio/video en tiempo real, comunicaciones, etc. 


La diferencia de velocidad de cálculo entre la tradicional Transformada Discreta y la FFT aumenta según aumenta el número de muestras a analizar, según se puede apreciar en la siguiente figura, ya que mientras una aumenta el número de operaciones necesarias para la resolución de forma exponencial, la otra lo hace de forma prácticamente lineal.

Data Mining

Introducción a los conceptos de Data Mining

En las ultimas dos décadas se ha visto un incremento considerado en la cantidad de información y de datos almacenados en formato electrónico. Se ha estimado que la cantidad de información a escala mundial se duplica cada 20 meses, y el incremento del número de bases de datos crece en proporciones aún mayores. Una de las causas de este incremento se debe a la generalización de dispositivos de captura electrónica de datos en los puntos de venta, así como también al decreciente costo del almacenamiento y procesamiento computacional.


Después de haberse enfocado tanto tiempo en la acumulación de datos, el problema pasó a ser, qué hacer con esta gran cantidad de información, cómo poder reconocer la información vital subyacente, y de qué manera ésta puede ser utilizada para la toma de decisiones en los negocios y empresas.


Las herramientas tradicionales de procesamiento de información, como ser, sistemas de manejo de bases de datos (DBMS), o sistemas de procesamiento de transacciones en línea (OLTP), son buenos en el sentido que brindan almacenamiento rápido, seguro y eficiente de los datos; pero no lo son tanto desde el punto de vista del análisis de la información. Justamente en este punto es donde las técnicas de Data Mining o Knowledge Discovery in Databases (KDD) tienen beneficios obvios para las empresas.


Data Mining o KDD es la extracción no trivial de información implícita, previamente desconocida y potencialmente útil de los datos. Se puede ver también como la búsqueda de relaciones y patrones globales existentes en una gran base de datos, pero que están ocultos a simple vista, debido a la gran cantidad de información almacenada. Por ejemplo, la detección de la actividad epiléptica en el EEG, discriminándola de la actividad de base.

Fases del proceso de Data Mining

El proceso de análisis de Data Mining comienza trabajando sobre un conjunto de datos acotado, y utiliza una metodología para desarrollar una representación óptima de la estructura de los datos, durante el cual se va adquiriendo conocimiento. Una vez completada la fase de adquisición de conocimiento, el mismo puede ser extendido a grandes volúmenes de datos bajo el concepto de que éstos serán similares en estructura a los conjuntos utilizados durante el aprendizaje.


Este proceso se divide en fases, el cual comienza con información en bruto y termina con el conocimiento extraído que fue adquirido como resultado de las siguientes fases:

Selección: selección o segmentación de los datos de acuerdo a un criterio dado, por ejemplo, para este trabajo de tesis se seleccionaron en primera instancia los archivos de datos, luego los canales, y por último los segmentos de señal sobre los cuales se trabajará.

Preprocesamiento: esta es la fase que involucra la limpieza inicial de los datos (Data Cleaning) donde cierta información es removida, la cual es por si innecesaria y puede disminuir el desempeño de las consultas, por ejemplo, es innecesario tener el sexo de un paciente cuando se realizan estudios por embarazo. Además involucra la reconfiguración de los datos para asegurar un formato consistente (Enrichment), ya que existe la posibilidad de que haya inconsistencias debido a que los datos pueden provenir de diferentes fuentes, también reconstrucción de datos faltantes, combinación y / o  conversión de campos existentes para generar nuevos datos (Coding). Estos pasos requieren un esfuerzo considerable, generalmente más del 70% del esfuerzo total del proceso de Data Mining. Más adelante se verá como se preprocesaron los datos de entrada utilizando funciones de transformación, FFT, técnicas de windowing, etc.

Data Mining: esta fase involucra la selección de los algoritmos o métodos, y el uso de las herramientas para construir, testear y seleccionar modelos.

Validación del modelo: testear el modelo sobre un conjunto de datos independiente (que no fue utilizado para generar el modelo) para probar su exactitud o su precisión. Realizar una prueba piloto para determinar la usabilidad del mismo, por ejemplo, si se está generando un modelo sobre un EEG de un paciente, reservar una porción del mismo para realizar las pruebas.

Algoritmos de Clasificación de Data Mining

Naive Bayes

Naive-Bayes es una técnica de clasificación que es a la vez descriptiva y predictiva. Analiza la relación entre cada variable independiente y su variable dependiente para extraer la probabilidad relacional de cada relación. Cuando un nuevo caso es analizado, se realiza una predicción combinando los efectos de las variables independientes sobre la variable dependiente (resultado a predecir). 


Naive-Bayes requiere solamente una pasada a través del conjunto de datos de entrenamiento para generar un modelo de clasificación, esto la convierte en la técnica más eficiente. Por otro lado ésta técnica no maneja datos continuos, de modo que cada variable independiente o dependiente que contenga valores continuos deberá ser agrupada o combinada en valores discretos. Por ejemplo, las variables utilizadas en este trabajo son los coeficientes de Fourier transformados de los valores de la señal EEG. Las mismas son números reales, continuos, por lo cual deberán ser transformados en rangos tales como: <-1000, -500>, <-500, 0>, <0, 500>, y así sucesivamente. Los rangos que el método de clasificación aplicará a cada variable dependerán de la extensión de los valores que la misma tome.

Árboles de decisión

Un árbol de decisión (definido en forma general) es un árbol cuyos nodos internos son decisiones (pruebas) sobre instancias de entrada, y cuyos nodos hojas son clases de instancias. Se muestra un ejemplo en la figura 7.
Figura 7  – Ejemplo de Árbol de Decisión.
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Un árbol de decisión asigna una clase (ó salida) a un conjunto de atributos de entrada (instancia), filtrando estos atributos a través de las decisiones (pruebas) del árbol, desde la raíz hasta llegar a los nodos hojas. Cada decisión posee resultados mutuamente excluyentes y exhaustivos. Por ejemplo, la decisión T2 en el árbol de la Figura 3.2 posee tres posibles resultados: el de más a la izquierda le asigna la clase 3 a la instancia de entrada, el del medio envía la instancia hacia abajo a la decisión T4, y el de la derecha le asigna a la instancia la clase 1.


Nótese que los árboles de decisión no están limitados a implementar funciones booleanas solamente. De hecho el árbol de la Figura 3.2 posee decisiones con más de dos salidas (por ej. T2).

Metodología sobre la que se basa el trabajo

La metodología utilizada para el proceso de detección de paroxismos necesitó de una secuencia de pasos para poder preparar los datos, analizarlos y luego obtener los resultados: (i) preparación, selección y conversión de los datos para su posterior análisis con la herramienta de Data Mining, (ii) generación de un modelo utilizando un algoritmo de clasificación de Data Mining, (iii) prueba del modelo contra un conjunto de datos de testeo [CAZ/03]. Esta metodología se basó en la detección de señales paroxísticas (punta onda, ondas agudas y polipuntas) sobre un mono-canal de un EEG. El gráfico 8 muestra el proceso que se siguió para generar y validar el modelo de detección.


La Selección y el Preprocesamiento de la señal corresponden a la etapa (i); el proceso de Data Mining corresponde a la etapa (ii); y por último la Validación del modelo a la etapa (iii).

Figura 8 – Etapas de la metodología propuesta. 
[image: image8.jpg]



 Preparación de los datos

Se utilizaron señales EEGs de pacientes con problemas de epilepsia del Centro de Epilepsia de la División de Neurología del Hospital Ramos Mejía. Cada archivo había sido previamente señalizado por los expertos (asistentes del Centro de Epilepsia con un amplio conocimiento del tema). Esto sirvió de base para poder entrenar el modelo con señales ya clasificadas. Sobre cuatro archivos de señales EEG de pacientes, se utilizó el 66.4% de los datos para entrenar y generar el modelo, y el 33.6% restante se reservó para verificación.  


Una vez seleccionados los archivos se determinó una ventana de tiempo para poder trabajar sobre la señal y poder procesarla. La figura 9 muestra la ventana de tiempo seleccionada para el análisis de la señal.
Figura 9 – Selección de una ventana de tiempo de 64 muestras, equivalente a 320 milisegundos.
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Esto permitió:

Eliminar señales incorrectas o fuera de rango (normalización de la señal).

Separar los paroxismos seleccionados de la señal base.

Atenuar los valores de los bordes de la señal, para poder aplicar la FFT, ya que requiere que la señal sea periódica. Para lograr esto se utilizaron dos técnicas de windowing (Hanning y Hamming).  La técnica consiste en multiplicar cada uno de los valores de la ventana de señal original por una ventana generada con una función cosenoidal. Los tres tipos de funciones aplicadas fueron

Hamming
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donde f(n) es el valor de la señal en la posición n de la ventana, T es el tamaño de la ventana, y n va de 0 a T-1.

Aplicar la FFT para poder detectar las características inherentes de la morfología de los paroxismos (transformación de los datos). Ya que una señal EEG es una serie de tiempo en la cual se ve reflejada la actividad cerebral (descargas de las neuronas), se utilizó la representación en el espacio de las frecuencias.

Aplicar funciones de transformación de datos. Algunas de ellas resaltan las frecuencias fundamentales que componen las señales EEG, y otras simplemente convierten los datos tratando de buscar una representación alternativa. Las funciones aplicadas fueron las siguientes:
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En la figura 10 se puede ver el proceso de preparación de los datos.
Figura 10 – Proceso de preparación de datos.
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A los datos seleccionados se les aplicó una ventana de atenuación, luego la transformada rápida de Fourier, y por último una función de transformación. Como resultado de este proceso, se obtuvieron los datos prepocesados.

Generación de un modelo

Para la generación de los modelos de detección se utilizó una herramienta de Data Mining llamada WEKA. Este software fue desarrollado por Ian H. Witten y Eibe Frank, investigadores del departamento de Computer Science de la Universidad de Waikato de Nueva Zelanda.


Se seleccionaron dos algoritmos de Data Mining (Naive Bayes y Árboles de decisión). Cada ventana de tiempo tomada de los archivos de datos procesados es catalogada con un atributo de clasificación que indica si se trata de una señal paroxística o no (Si indica que se trata de un paroxismo, Nada indica señal de base). Esta información es suministrada por los expertos, para poder generar los modelos de clasificación. Una vez catalogados los datos, son pasados a cada uno de los algoritmos para generar un modelo.

Prueba del modelo

Una vez generado el modelo de clasificación, se utilizó el 33.6% de los datos apartados para tal fin, y se probó el modelo. Este último conjunto tiene el atributo de clasificación sin asignar, ya que es el modelo el encargado de colocarlo, para determinar de qué tipo de señal se trata.


Para poder determinar la eficacia del modelo, se utilizaron varias técnicas (matrices de confusión, cobertura sobre marcas de expertos y curvas ROC).

Cobertura sobre las marcas de expertos

Una forma de medir la eficacia del modelo es la cobertura de las detecciones positivas sobre las marcas de expertos. Básicamente este coeficiente se calcula tomando la cantidad de marcas de expertos detectadas positivamente sobre la cantidad total de marcas de expertos:
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Esta medida no es completa a la hora de medir la eficacia del modelo, pues si bien cuenta el porcentaje de marcas de expertos detectadas positivamente, no muestra la sobre-detección, es decir, las detecciones positivas donde originalmente no existe una marca de experto, o de otra forma, los falsos-positivos.

Matriz de Confusión

Una matriz de confusión muestra los cuatro posibles y diferentes resultados que una predicción puede tener, y da una idea más completa de la eficacia de un modelo. Estos cuatro posibles resultados son: verdadero positivo y verdadero negativo, que son clasificaciones correctas, falso positivo cuando el resultado es incorrectamente clasificado como SI, y falso negativo cuando una instancia es clasificada como NADA pero en verdad contiene una marca de experto.


En la siguiente tabla se puede apreciar la matriz de confusión.
Tabla 1 – Matriz de confusión. 
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Curvas ROC

El acrónimo ROC simboliza el término en inglés Receiver Operating Characteristic, y es utilizado en detección de señales para caracterizar el compromiso entre la tasa de aciertos y la tasa de falsa alarma sobre un canal ruidoso [WIT/00]. Este tipo de gráfico es una herramienta visual para examinar el desempeño de los clasificadores [SWE/88].


Las curcas ROC se utilizaron para ilustrar la relación entre las tazas de los verdaderos-positivos (VP) y los falsos-positivos (FP).
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En el gráfico de curvas, la información de Porcentaje VP se dibuja sobre el eje horizontal (eje X), y el Porcentaje FP sobre el eje vertical (eje Y). 
Figura 11 – Gráfico de Curva ROC ejemplo.
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En el gráfico se pueden apreciar cuatro cuadrantes (A, B, C, y D). En el cuadrante D se encuentran todos aquellos puntos con mejor relación de VP y FP. El punto que se acerque al 100% de VP y 0% de FP es el más óptimo, ya que tiene la mejor relación VP – FP.  Aquí se introduce el concepto de Distancia como 
D =[image: image19.wmf](

)

2

2

%

%

%

100

FP

VP

+

-


Comparación contra expertos

Para poder verificar la efectividad de los modelos generados, se utilizó un EEG de un paciente distinto a los utilizados en la generación, simulando un caso real de trabajo. Para ello se seleccionó un canal del EEG (canal 24) y se solicitó a dos expertos (E1 y E2) que analizaran la señal y detectaran los paroxismos, utilizando las técnicas visuales que utilizan diariamente en sus trabajos. Los resultados demostraron que los modelos generados automáticamente son comparables, y en algunos casos tienen mayor eficacia que los expertos (E1 y E2).
La figura 12 muestra la comparación entre los expertos E1 y E2, y los modelos generados.

Figura 12 – Comparación de Curvas ROC para los Expertos E1, E2 y los modelos generados.
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Marco Teórico

Tal como se analizó en el capítulo anterior, es posible la utilización de técnicas de Data Mining para detectar automáticamente paroxismos en señales EEGs. Existen otros proyectos y estudios en los cuales se analizan otras técnicas y metodologías para el análisis de señales en EEGs, así también como para la detección y clasificación de las señales.

Un enfoque diferente de las técnicas de Data Mining

Un estudio sobre clasificación de series de tiempo aplicada a epilepsia [CHA/06] utilizó una aproximación distinta a la metodología anterior. Se aplicó optimización basada en técnicas de Data Mining para clasificar la actividad cerebral normal y epiléptica de EEGs. Implementaron una validación cruzada estática y SVM (support vector machines) para clasificar esta actividad. El objetivo es intentar diferenciar la señal normal del cerebro (actividad de base) de la señal epiléptica. Para ello se utilizaron medidas cuantitativas del dinamismo del cerebro (máximo exponente de Lyapunov - STLmax, frecuencia angular y entropías).


Estudios demostraron que un ataque epiléptico es esencialmente una transición reflejada de progresivos cambios de patrones dinámicos ocultos en el EEG. Primero fue necesario probar que existe una diferencia entre los tres estados cerebrales mencionados anteriormente. Para ello se dividió la señal de cada canal en segmentos de 10.24 segundos (período) y se calcularon continuamente las medidas del caos (STLmax, frecuencia angular y entropía). 


La señal se procesó calculando los tres atributos antes mencionados para tres tipos de señales del EEG: señal normal, interictal o de base; señal pre-ictal; y señal post-Ictal. En la figura 13 se puede ver la representación de los distintos tipos de señales.

Figura 13 – Representación en tres dimensiones de la entropía, STLmax y frecuencia angular para un EEG.
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Se utilizaron datos de tres pacientes (EEG que recolectaron información de 28 a 32 electrodos intracraneales) candidatos a cirugía. Los datos fueron analizados por dos expertos. Se dividieron los EEG de cada paciente en tres grupos: estado normal (1), estado pre-ictal (2) y post-ictal (3). Luego se utilizó la técnica de validación cruzada estática para medir la diferencia de los datos del EEG entre los distintos grupos de estados cerebrales, como se ve en la figura 14.
Figura 14 – Validación cruzada.
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Validación cruzada para clasificar un período “A” de EEG de un paciente  calculando la distancia entre “A” y el estado  Normal, “A” y el estado pre-ictal, y “A” y post-ictal.


Luego se aplicó el método de clasificación (SVM): todos los elementos fueron representados como vectores de n dimensiones, y luego separados geométricamente construyendo superficies que hacen a la vez de “bordes” entre los diferentes grupos de puntos. En la figura 15 se puede apreciar la división geométrica.

Figura 15 – Hiperplano separando diferentes estados del cerebro.
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Los resultados indicaron que fue posible diferenciar los distintos estados, clasificándose con un alto porcentaje de efectividad cada grupo, tal como se puede apreciar en la tabla 2.

Tabla 2 – Efectividad del clasificador SVM. 
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Otro estudio realizado utilizó una aproximación similar, en cuanto que intentó graficar un espacio de n-dimensiones (representación de los atributos de señal de un EEG), agrupando los distintos tipos de señales (interictal, preictal, ictal y postictal) [DIR/SF].


El objetivo fue el de representar gráficamente la información obtenida, utilizando datos multidimensionales, para asistir a los usuarios en la detección de patrones y anomalías. La señal original del EEG fue procesada, de la cual se extrajeron 14 atributos, o medidas. Éstas se obtuvieron aplicando los conceptos de energía, wavelet y teoría de sistemas no lineales. El espacio de 14 dimensiones fue reducido por medio de escalamiento multidimensional al espacio 3D, donde pudo ser observado gráficamente.


Se obtuvieron datos de pacientes de la Clínica de Epilepsia, del Hospital de la Universidad de Coimbra, Portugal. Fueron utilizados EEGs de pacientes muestreados a 256 hz, sobre 64 canales, pero solamente se analizó un canal, el correspondiente al foco epiléptico. El intervalo entre dos computaciones seguidas de los 14 atributos fue de 5 segundos.


El método consistió en analizar la variación de energía, utilizando dos ventanas deslizantes. El objetivo fue confirmar el incremento de energía que precede a un ataque. Se utilizó la técnica de wavelet para descomponer la señal y analizar las distintas frecuencias que la componen. También se utilizaron dos atributos dinámicos no lineales (exponente Lyapunov y dimensión correlacional). 


Los 14 atributos se crearon a partir de las características de la señal (energía, frecuencia y dinámica de sistemas). Se investigó la eventual ocurrencia de características ocultas en los datos que puedan separar los datos de un EEG en 4 grupos:

Señal Inter-ictal (señal normal)

Pre-ictal (señal previa a un ataque)

Ictal (señal durante el ataque)

Post-ictal (señal luego de un ataque)


Utilizando VISRED (software en el entorno Matlab) fue posible mantener la distancia entre los puntos del espacio de 14 dimensiones, a un espacio de 3D, y poder detectar los grupos de datos. Luego se aplicó un algoritmo para dividir en clusters o grupos (hierarchical, c-means, subtractive, etc.). La figura 16 muestra la representación 3D de los datos.

Figura 16 – Representación en VISRED 
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Se puede observar la representación en VISRED de la señal EEG de un paciente, dividida en  los cuatro grupos. Grupo 1 – interictal, Grupo  2 – preictal, Grupo 3 – ictal, Grupo 4 – postictal


El análisis presentado a través de la metodología y la visualización de datos por medio de reducción del espacio sugiere que los elementos valuables pueden ser extraídos con esta metodología, incluso cuando son precedidos por una variación significante en esos atributos. El análisis con VISRED demostró la habilidad extraer los atributos para identificar la actividad preictal.

El análisis en multicanales

La utilización de más de un canal para clasificar la señal de un EEG es una técnica que se comenzó a utilizar para detectar correlación entre distintas zonas del cerebro. Un estudio realizado para identificar subconjuntos de estructuras co-activas demostró que existe una co-relación entre las distintas áreas del lóbulo temporal durante un ataque epiléptico [BOU/05].


Se presentó un método para analizar estáticamente la distribución de spikes o picos de una señal en un SEEG con multicanales intracerebrales. Éste extrajo automáticamente varios grupos de estructuras envueltas en la generación de actividad paroxística. Estos grupos fueron llamados “conjunto de estructuras co-activas” (CECA).


Se utilizaron los datos de 15 pacientes sometidos a un período de grabación de EEG intracerebrales utilizando electrodos profundos. La metodología utilizada constó de (i) la detección automática mono-canal de spikes (mono-IIS), (ii) la formación de multi-IIS utilizando una ventana deslizante temporal, (iii) y por último la extracción de CECA.


Los datos utilizados fueron señales SEEG grabadas con un máximo de 128 canales, y un muestreo de 256 hz, sin utilizar filtros digitales. Se seleccionó 1 hora de cada paciente, sobre 15 pacientes.


En la figura 17 se pueden apreciar una porción de la señal SEEG donde los mono-IIS fueron marcados horizontalmente con *, y verticalmente los multi-IIS.
Figura 17 – EEG.
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Descripción del método:

Detección monocanal de ondas punta o spikes (mono-IIS). Se realizó mediante la detección de la ocurrencia de un spike en la señal de base. En este trabajo se utilizó una aproximación cuadrática para incrementar la relación señal-ruido. Para cada muestra de tiempo se aplicó un filtro wavelet y se calculó el módulo al cuadrado. Luego, para decidir si se encontraba presente o no un spike se utilizó un algoritmo Page-Hinkley. Este procedimiento resultó ser más sensible a los falsos negativos que a los falsos positivos.

Formación de ondas punta multicanales. En esta etapa se pretendió detectar al menos dos IIS en el mismo intervalo de tiempo. Para ello se utilizó un algoritmo basado en una ventana deslizante de cierta duración, donde se crea una matriz B booleana de NxM, donde la entrada bij es igual a 1, si un mono-IIS del canal i (1 ≤ i ≤ N) pertenece a la multi-IIS j (1 ≤ j ≤ M); sino, es 0

Extracción de un conjunto de estructuras co-activas (CECA). La extracción de CECAs se basa en la definición de la co-concurrencia entre las IIS y la formulación de criterios estáticos para la detección de tales co-ocurrencias. Se utilizaron funciones de probabilidad y estadísticas.


La detección de mono-IIS varió significativamente de paciente en paciente, y de estructura en estructura. La extracción de CECA varió también de paciente en paciente. Se detectó que la distribución de CECA no es aleatoria en el lóbulo temporal: los subconjuntos fueron encontrados tanto en el lóbulo temporal mesial como en el lóbulo temporal lateral. En resumen, de detectó que existe una relación entre distintas zonas del cerebro, pudiendo dividir las ondas-punta en grupos bien diferenciados.


Otro estudio realizado por científicos franceses intentó detectar patrones de activación sobre señales de EEG [BOU/04]. Presentaron una metodología que detecta patrones de activación en señales EEG de pacientes epilépticos. Esta se basa en: (i) detección de eventos paroxísticos (monocanal), (ii) identificación de eventos paroxísticos cuasi-sincrónicos (multicanales), (iii) la extracción automática de patrones de activación similares. Los resultados demostraron que fue posible la identificación de patrones de activación reproducibles en pacientes epilépticos.


Los datos utilizados se extrajeron de EEGs de cuatro pacientes epilépticos, muestreadas a 256hz. La metodología se basó en tres pasos: 1. la detección de los eventos monocanales, 2. la construcción de una matriz representando las ocurrencias de los eventos monocanales en los eventos multicanales, y 3. la búsqueda en la matriz anterior de los conjuntos de secuencia de activación reproducible.

El objetivo fue detectar la ocurrencia de un SSW (spike o sharpwave) en un canal. Para ello se calculó la energía de la señal, y luego se aplicó un algoritmo llamado Page-Hinkley para detectar el SSW. Este algoritmo es óptimo para detectar cambios en el valor promedio de un proceso aleatorio.

Fusión de los eventos monocanales y la construcción de la Matriz. Se define como evento multicanal al conjunto de eventos monocanales que ocurren en el mismo vecindario temporal. Se utilizó un algoritmo para fusionar los eventos monocanales que son vecinos temporales, y se descartaron los eventos aislados. De esta forma se creó la matriz para evento temporal multicanal, con cada evento monocanal vecino.

Para poder realizar la búsqueda, se utilizaron técnicas de Data Mining (algoritmo a priori). Primero se detectaron aquellos grupos de vecinos mas frecuentes y luego la frecuencia de los grupos de activación extraídos. 

En el siguiente gráfico, se puede ver el proceso realizado.

Figura 18 – Eventos monocanales detectados;  agrupación en eventos multicanales; transformación en conjuntos de activación.

[image: image27.jpg]S PV e Wy 'I"W‘ M.nl')\'/ v NN

Sz L nana NN e

SSHL._ JMMFWN ‘J"I‘“"/w 2l
Ik MMMW_ \,.m S s

stw'www~v — N"'\\‘ N -W’V

' i 1 i

Eventos monocanales fusionados en
eeventos multicanales

Creacion de los conjuntos de activacion
secuencial

.5 P, 2=0.8 | |P3,2=0.6 e






Esta metodología resulto ser eficiente para la detección de patrones de activación para pacientes epilépticos. Puede ser aplicada para procesar un gran conjunto de datos. Esta demostró la existencia de patrones de activación en las señales EEG intracerebrales, y que los mismos pueden ser extraídos automáticamente. Las técnicas de Data Mining redujeron considerablemente el tiempo computacional, comparadas con las técnicas de búsqueda exhaustiva de conjuntos frecuentes. La figura 19 muestra como el método agrupó los eventos monocanales, y descartó aquellos aislados.

Figura 19 – Fusión de eventos monocanales en eventos multicanales. 
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Metodologías alternativas

Un estudio realizado sobre detección de activad paroxística utilizando componentes independientes plantea una metodología totalmente diferente a las vistas hasta el momento [HOE/SF]. Se desarrolló un algoritmo para la detección y la clasificación de actividad epiléptica en el EEG utilizando Análisis de Componentes Independientes (ICA). La detección y la clasificación de la actividad epiléptica fueron logradas por un algoritmo que busca actividad paroxística en el EEG. El número de componentes subyacentes y su actividad está combinada en una medida de detección (suma absoluta). Cuando una actividad paroxística es detectada, los componentes estimados son agrupados en clusters de relevancia. Estos clusters son utilizados para reconstruir una señal de EEG limpia, la cual puede ser evaluada de nuevo por la medida de detección.


Se utilizaron datos de 16 canales de EEGs con un muestreo de 200hz y digitalizados con 12 bits. Los datos contenían 71 señales paroxísticas detectadas y confirmadas.


Se pudo observar que el algoritmo basado en ICA tiene grandes posibilidades de detectar y discriminar la actividad epiléptica de varios tipos de artefactos. Esto sienta buenas bases para el desarrollo de un sistema que automatice la clasificación de los patrones electroencefalográficos de interés utilizando descomposiciones ICA.

CAPÍTULO III 
Definición del problema

Es fundamental, para aquellos pacientes epilépticos candidatos a cirugía, poder detectar la zona donde se origina la crisis, denominada zona epileptógena. Los estudios que se realizan tienen, por lo general, una duración bastante prolongada, llegando en muchos casos a 72 horas de grabación de señal EEG. Esto hace muy tedioso y agotador el trabajo de los expertos para el análisis de los mismos. Es fundamental en estos casos, poder confirmar que el foco está cercano a la lesión.


Como se vio en el capítulo anterior, existen trabajos alternativos que describen el estado actual de la práctica. Queda demostrado, basándose en los trabajos anteriores, que la utilización de técnicas de Data Mining está tomando fuerza. Cada vez mas son los investigadores que se vuelcan a estas nuevas metodologías, dada su probada eficacia en diferentes áreas. Por un lado, la utilización de algoritmos inteligentes reduce sustancialmente el tiempo computacional, contra las metodologías tradicionales de análisis de señales y por el otro la aplicación de este tipo de tecnología es fácil de adquirir debido a la existencia de herramientas de acceso público disponibles. Adicionalmente, se debe agregar que además de proveer y disponibilizar continuamente nuevos métodos de análisis, por medio de la implementación de nuevos algoritmos que pueden brindar opciones en este campo, estas nuevas técnicas proveen herramientas muy poderosas que van perfeccionando de manera paralela a este campo de acción particular. Para lo cual, la posibilidad de descubrir nuevos patrones, de extraer información de gran cantidad de datos, y la simplicidad de algunos algoritmos son sus principales características.


Si bien, y como ya se planteó en capítulos anteriores, existen desarrollos en este área que utilizan algoritmos de Data Mining para la división de los conjuntos de señales [CHA/06], o la agrupación es clases de señales [BOU/04], no se realizaron metodologías que utilicen Data Mining para detectar directamente y clasificar las señales. Esta tarea se realiza con algoritmos matemáticos especiales de detección de señales.


Por otro lado, como se pudo probar en los trabajos que utilizan multicanales en EEG ([BOU/04], [BOU/05]), existe una relación directa entre distintas zonas del cerebro durante un ataque epiléptico que resulta de vital importancia a la hora de detectar las verdaderas señales paroxísticas. Una metodología que realice la clasificación de las señales paroxísticas analizando todos los canales buscando resaltar las interrelaciones que existen entre ellos ante la aparición de estas señales podría ayudar a eliminar aquellos falsos positivos (señales aisladas que son clasificadas como paroxismos), con lo cual se lograría un aumento significativo del porcentaje de clasificación positiva.


La motivación de este trabajo se genera a partir de la implementación de una metodología que ayude a los expertos en epilepsia a la detección de la topografía de la crisis epiléptica en pacientes candidatos a cirugía, automatizando la detección, disminuyendo el tiempo y esfuerzo dedicado y aumentando el porcentaje de eficacia. Esta metodología no sólo aplica en ese objetivo, sino también en la generación de un conjunto de herramientas que asistan a dichos expertos en la automatización de la detección. 


La metodología desarrollada fue divida en dos etapas, para facilitar su aplicación. La primera etapa o “Preprocesamiento” realiza la preparación de los datos, en la cual se selecciona, primeramente, el conjunto de datos que se utilizará para la aplicación de la metodología. Para ello se tomaron los 10 archivos de detección que tuvieron el mejor desempeño (menor distancia en la matriz ROC) en la detección de paroxismos y, adicionalmente, se seleccionó el mismo archivo de datos de un EEG utilizado para la validación de los modelos. En este paso también se aplicaron las funciones de transformación y windowing con el objetivo de preparar los datos en el formato requerido por el aplicativo que procesa la información según los modelos seleccionados. A continuación se aplicaron los modelos que fueron seleccionados, como se expresó anteriormente, según el desempeño que prestaron. Cada modelo, está asociado a un algoritmo de clasificación de Data Mining, una función de windowing y una función de transformación. Una vez realizados estos procedimientos se continuó con la generación de marcas. En este paso se agruparon las marcas consecutivas detectadas conforme al agrupamiento seleccionado para cada caso, generando de esta forma un nuevo archivo contiendo los paroxismos agrupados.


En la segunda etapa y basándose en la información generada anteriormente, un proceso realizó la detección del canal principal, el cual está sindicado por ser el que mayor cantidad de paroxismos tiene, y se analizó la relación que existe entre éste canal y los demás en cuanto al porcentaje de cobertura, coincidencia de marcas, y cantidad de marcas detectadas. Toda esta información fue graficada para permitir el análisis por parte de los expertos.


Es de suma importancia observar que los demás métodos antes descriptos, no presentan una solución de punta a punta implementada que pueda ser tomada directamente por los expertos como aplicación en el campo.

CAPÍTULO IV 
 Procesamiento y análisis de los canales

Quedó demostrado en el trabajo de detección automática de paroxismos en EEG utilizando técnicas de Data Mining que es posible la identificación de la actividad paroxística en un canal. Durante el desarrollo del trabajo se generaron 8 modelos de detección de paroxismos, y se obtuvieron 68 archivos de detecciones, uno por cada modelo, utilizando agrupamiento de 1, 2, 3, 4, 5, 6, 7 y 8 marcas como mínimo consecutivas. 


Tomando como base el trabajo anterior, se desarrolló una metodología que permitió el análisis de todos los canales de un electro-encefalograma, para luego detectar la propagación de la señal paroxística entre los canales involucrados. La metodología planteada se dividió en dos etapas: 

Tomar los 10 archivos de detección que tuvieron el mejor desempeño (menor distancia en la matriz ROC) en la detección de paroxismos. Se seleccionó el mismo archivo de datos de un EEG utilizado para la validación de los modelos. Para cada uno de los archivos anteriores se llevó a cabo un preprocesamiento de los 32 canales de datos del EEG, teniendo en cuenta las funciones de transformación y ventanas de windowing utilizadas en cada uno. Luego se clasificaron todas las señales de los canales, separando los paroxismos (marcas) de la señal de base. 

Se graficaron los 32 canales del EEG junto con sus marcas, para poder visualizar la relación existente entre ellos y determinar la propagación de la señal paroxística. Se realizaron comparaciones entre los 10 archivos de detecciones procesados, para validar la metodología.


Las dos siguientes figuras muestran la metodología aplicada.

Figura 20 – Proceso de generación de marcas aplicado a cada uno de los canales de un archivo EEG, por modelo.
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Figura 21 – Análisis de todos los canales simultáneamente.
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Selección de los datos

Para llevar a cabo este trabajo de tesis fue necesario seleccionar, por un lado el archivo de datos EEG sobre el cual realizar el análisis, y por otro lado, los archivos de modelos de detección de paroxismos a ser aplicados. 


Como archivo de datos fue seleccionado el EEG utilizado en el trabajo sobre el cual se basó esta investigación: es un fragmento de un estudio de un paciente, de una duración de 269 segundos, constituido por 32 canales de datos. 


Como modelos de detección de paroxismos fueron seleccionados aquellos que generaron los 10 archivos de detecciones con menor valor de distancia (curvas ROC). La siguiente tabla muestra los archivos de detecciones:
Tabla 3 – Archivos de detecciones con menor distancia.
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Funciones de transformación

Según los modelos seleccionados, las funciones de transformación que mejores resultados obtuvieron fueron:

R2 y I2

sqr(R2 + I2) y atan(I/R)


Estas funciones operan sobre los valores obtenidos luego de aplicar la FFT. Como se explicó en capítulos anteriores, sobre una ventana de 64 muestras, la aplicación de la FFT genera 64 valores de salida, donde los primeros 32 corresponden a la parte real; y los siguientes 32 valores a la parte imaginaria. El primer valor de la parte real y de la parte imaginaria contiene la media de todas las muestras de entrada, por lo que son descartados.

Windowing

Se aplicaron las dos técnicas de windowing que mejores resultados obtuvieron, para atenuar los bordes de la ventana de la señal: Hanning y ventana cuadrada. Las siguientes figuras muestran la señal atenuada al aplicar la técnica.
Figura 22 – Ventana original de 64 muestras antes y después de aplicar Hanning.
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Figura 23 – Ventana original de 64 muestras antes y después de aplicar la función Cuadrada.
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Modelos seleccionados

Una vez elegidos los archivos, se seleccionaron los modelos utilizados para su generación. Cada modelo, está asociado a un algoritmo de clasificación de Data Mining, una función de windowing y una función de transformación. A continuación se puede apreciar la tabla con los modelos.
Tabla 4 – Modelos de detección de paroxismos utilizados.
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Preprocesamiento de la información

Antes de poder aplicar un modelo sobre un canal, fue necesario realizar un proceso de preparación de la información. Como se vio en el capítulo 2.1.9, para poder aplicar las técnicas de Data Mining, es indispensable el preprocesamiento de los datos, ya que los EEGs reflejan directamente el muestreo en escala de voltaje de la señal encefalográfica, y transformándolos se pueden potenciar las características inherentes de los paroxismos.

Desplazamiento entre ventanas

Entes de aplicar la FFT sobre un canal, fue necesario determinar un desplazamiento con el cual, al mover la ventana, se cubra el mayor porcentaje de señal, minimizando la cantidad de movimientos. En el trabajo detección automática de paroxismos en EEG utilizando técnicas de Data Mining se determinó que un desplazamiento de 8 muestras entre ventanas era el más adecuado, ya que se podía cubrir gran parte de la señal con un número aceptable de muestras y con un error en el centrado de eventos de a lo sumo 4 muestras. Por ejemplo, si se tiene el siguiente paroxismo y se quiere ver como se ajusta la ventana con un desplazamiento de 8 muestras. Suponiendo que la ventana N se encuentra centrada a 8 muestras del paroxismo, la ventana N+1 se encontrará centrada justo en el paroxismo.
Figura 24 – Ventana N a 8 muestras del paroxismo, y ventana N+1 centrada.
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Ahora bien, si la ventana N se encuentra centrada a 7 muestras del paroxismo, la ventana N+1 se encontrará centrada a 1 muestra del mismo. Si se sigue acercando la ventana N al paroxismo, la ventana N+1 se alejará. En el momento en que la ventana N se encuentre centrada a 4 muestras del paroxismo, lo mismo ocurrirá con la ventana N+1.

Figura 25 – Ventana N y N+1, ambas a 4 muestras del paroxismo.
[image: image36.jpg]Desplazamiento.






Se puede ver que a lo sumo una ventana puede quedar desfasada 4 muestras de un paroxismo, y que la morfología de la señal dentro de la ventana no se ve sumamente alterada.

Selección de las funciones de transformación y de windowing

Cada modelo fue creado aplicando ciertas funciones de transformación y técnicas de windowing. Fue necesario determinar, antes de preprocesar la información, cuales fueron las aplicadas en cada caso. La siguiente tabla muestra el preprocesamiento asociado a cada modelo, indicando la función de transformación, la ventana de windowing y el desplazamiento aplicado a los canales.
Tabla 5 – Preprocesamiento aplicado a cada canal, según el modelo.
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Preproceso

Una vez identificados los modelos y sus funciones de transformación, se procedió a aplicarlos sobre el archivo de datos del EEG. La siguiente figura muestra el proceso de transformación y preparación de los datos para un canal.

Figura 26 – Preprocesamiento de la información.
[image: image38.jpg]




Este proceso se realizó por cada canal del archivo EEG, generando un nuevo archivo de datos, para utilizado en la siguiente etapa, la aplicación del modelo de detección de paroxismos. Estos nuevos archivos de datos fueron creados con un formato especial (.arff), para poder ser procesados por los algoritmos de Data Mining provistos por WEKA, conteniendo una descripción del archivo, un encabezado  y una sección con los datos. En el Anexo I se puede ver la descripción de un archivo ARFF. El encabezado enumera todos los campos utilizados en el proceso de clasificación y el campo utilizado para clasificar. El número de campos varía dependiendo de la función de transformación utilizada. Para los dos tipos de funciones utilizados el número total de campos es de 62 para los datos utilizados en el proceso y 1 campo para la clasificación.


En resumen, por cada modelo de detección de paroxismos se preprocesó cada uno de los 32 canales de señal, teniendo en cuenta la función de transformación y la ventana de windowing aplicadas al modelo.

Aplicación de los modelos de detección de paroxismos.

Una vez preprocesados los archivos, el siguiente paso consistió en aplicar de a uno los modelos de detección de paroxismos a cada uno de los canales del archivo de datos de EEG. El objetivo de esta etapa es poder detectar todos los paroxismos ocurridos en cada uno de los canales, para luego poder analizarlos en conjunto. Como se explicó anteriormente, se seleccionaron los 10 archivos de detecciones con mejor relación VP – FP (menor distancia), obteniéndose una lista de 5 modelos. Se procedió a aplicar cada uno de estos modelos a los 32 canales, generando así 160 archivos de detecciones (5 x 32 = 160). 

Agrupamiento de marcas

El proceso de detección de paroxismos toma como entrada un archivo preprocesado de datos, y luego de aplicar un modelo, genera un archivo de marcas. Este archivo de marcas contiene la clasificación realizada por el modelo de cada uno de los registros del archivo de entrada. Así es como para un paroxismo ubicado en un canal en un tiempo dado, se generan uno o mas registros seguidos en el archivo de marcas del canal, indicando la presencia del evento. Por ejemplo, suponiendo que en el canal 1 del archivo de datos del EEG, en la muestra número 48 se encuentra un paroxismo punta onda. Luego de procesar el canal, se obtiene en el archivo de datos preprocesados una serie de registros seguidos (registro número 5, 6, 7, 8 y 9) donde, las características inherentes del paroxismo, determinaron que el modelo de detección los clasifique como positivos (SI). Se recuerda que se toma una ventana de 64 muestras, desplazándose sobre la señal de a 8 muestras, con lo que se obtiene una primera ventana desde la muestra 1 a la 64, identificada como registro 1; luego una segunda ventana en la muestra 9 a las 73, identificada como registro 2; y así sucesivamente. La siguiente figura muestra el ejemplo presentado anteriormente.
Figura 27 – Ejemplo de un paroxismo detectado en más de un registro. 
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Como se puede observar en el archivo de marcas, se encuentran cinco registros seguidos clasificados como SI. Una de las características de los 10 archivos de detecciones, a demás del modelo utilizado, es el agrupamiento de marcas. Se puede decir entonces, que en el ejemplo anterior, el evento paroxístico que comenzó en el registro 5 finalizó en el registro 9. Utilizando un agrupamiento de marcas de 6 registros seguidos, este evento no sería reconocido, mientras que los agrupamientos de 1 a 5 sí lo registrarían. 

Casos a procesar

Teniendo en cuenta el agrupamiento y los modelos seleccionados, se determinó la siguiente lista de casos a procesar, tal como lo muestra la tabla XXX.
Tabla 6 – Casos a procesar.
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Análisis de todos los canales

Una vez generados los archivos de marcas sobre todos los canales, el siguiente paso consistió en analizar los datos recolectados, para poder entregar a los expertos la información necesaria que les permita determinar el sitio de origen de la actividad paroxística, y su propagación a través de los canales involucrados.


Se introdujo una nueva métrica para analizar la información obtenida, llamada % Cobertura sobre el canal principal. El concepto es similar a la utilizada en el proceso de medición de la eficacia de los modelos generados, introducida en el capítulo 2, salvo que en este caso no se cuenta con las marcas de expertos, sino las marcas del canal principal. El cálculo se realiza con el coeficiente de las marcas de un canal, sobre las marcas del canal principal:
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Para realizar el análisis, se llevaron a cabo dos procesos:

Detección del canal principal. 

Cálculo de la cobertura del canal principal para cada canal

Detección del canal principal

En aquellos pacientes donde el registro de la señal del EEG se llevó a cabo en los períodos interictales, el canal principal es aquel que tiene el mayor número de paroxismos. Tal es el caso del archivo de datos utilizado para esta investigación. 


La detección del canal principal se realizó mediante el procesamiento de la información de las marcas, calculando la sumatoria de los paroxismos detectados en cada canal. Posteriormente se localizó aquel que tenía la mayor cantidad de estos paroxismos y se lo marcó como principal.


Ya que cada uno de los modelos de detección de paroxismos utilizado tiene sus propias características, la detección no fue la misma en cada caso. En la siguiente tabla se puede ver la cantidad de marcas obtenidas para cada canal, por modelo.
Tabla 7 – Cantidad de marcas por canal, por caso.
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En color azul se puede identificar el canal con mayor cantidad de marcas, por caso analizado.

Cálculo de la cobertura de marcas

Una vez determinado el canal principal, se procedió a calcular la cobertura de marcas de cada uno de los canales sobre el total de marcas del principal. En la siguiente tabla se puede apreciar para cada canal, la cobertura.
Tabla 8 – Cobertura de marcas del canal principal.
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3366% 599%  1.88%  182%  287%  160%  0B3%  1.18%
4604% 10.78% 750%  B41%  B22%  321%  1268%  1.73%
10000% 240%  250%  256%  383%  4.28%  1268%  347%
2030% 838%  750%  577%  10.53% 963%  183%  751%
2574% 1557% 1063% 8.87%  11.00% 749%  189%  925%
28.71% 1377% B.75%  769%  861%  BA42%  252%  6.94%
13868%  1198% 13.13% 1154% 1053% 802%  503%  9.25%
1535% 6.59%  438%  513%  1005% B802%  377%  BET%
1188% 6.59%  6:88%  833%  1053% 6.95%  377%  B.09%
198%  0B0%  188%  128%  096%  107%  000%  058%
4703% 4251% 39.38% 37.18% 3884% 3155% 2642% 3121%
4950% 28.74% 24.38%  1859% 2249% 19.25%  1572%  17.92%
1089% 1018% 875%  833%  1005% 6.95%  566%  1040%
1881% 1018% 1250% 1026% 957%  642%  377%  B8.09%
18.32% 2156% 21.25% 1859%  1818% 1B.04%  11.95%  1850%
4208% 2216% 19.38% 1603% 2344% 19.79%  11.95%  16.18%
1535%  1557% 1250% 962%  1579% 1283% 758%  12.72%
19.31% 2385% 19.38%  16.03% 2287% 168.04% 11.95%  1850%
17.33% 2335% 17.50%  14.74%  19.14% 1380% 10.08%  19.65%
11,33% 1078% 10.00% 769%  957%  6.95%  440%  B.09%
644%  180%  188%  0B4%  191%  107%  083%  1.18%
644%  180%  0B3%  000%  335%  204%  1268%  173%
990%  359%  4.38%  449%  7.18%  535%  440%  6.94%
1040% 4.79%  563%  449%  909%  695%  566%  1158%
743%  240%  3.75%  321%  335%  321%  377%  347%
446%  180%  313%  256%  0.96%  1.07%  1268%  231%





El objetivo de este procedimiento fue el de aportar toda la información necesaria a los expertos para que pudieran determinar el canal principal, y la propagación de la señal sobre los otros canales involucrados. 

Gráfica de todos los canales

Para poder aportar información visual a los expertos y ayudar a determinar la organización de la descarga epiléptica, se desarrolló una aplicación que permite, entre otras funcionalidades, visualizar por modelo de detección, los paroxismos detectados en cada uno de los canales.

Figura 28 – Gráfica de todos los canales y los paroxismos asociados para el modelo J48 – Hanning - sqr(R2 + I2) y atan(I/R) – agrup 3.

[image: image44.jpg]




Como se puede ver en la figura anterior, el canal coloreado de rojo fue el que presentó la mayor cantidad de marcas, mientras que en naranja se pueden apreciar las marcas detectadas en los restantes. Se puede observar que existe una gran cantidad de actividad en más del 90% de la señal en la franja de tiempo presentada. La visualización de todos los canales y sus marcas ofrece a los expertos un modelo visual de cómo se propaga la señal desde el principal hacia los demás, y de la relación existente entre los mismos.

Resultados

Para poder entender la relación existente entre los canales y el canal principal, se graficaron las coberturas de los modelos de detección de paroxismos. Para un mejor análisis de la información se crearon dos grupos de modelos. En la siguiente tabla se pueden ver los dos grupos.
Tabla 9 – Grupos de modelos generados.
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La figura 29 muestra el porcentaje de cobertura para los modelos del grupo 1. Como se puede apreciar, el canal 0 y el canal 1 presentan la mayor concentración de marcas, y en el 80 % de los casos del grupo 1 fueron seleccionados como canal principal. Existe únicamente un caso que pareciera no presentar la misma tendencia que los demás. Es el caso 3, el cual tiene al canal 8 como el principal. También se puede observar que los canales 16 a 18, y 20 a 24 presentan gran cantidad de actividad paroxística, junto a la del canal principal.
Figura 29 – Grupo 1 – Gráfico de la cobertura del canal principal en los canales restantes.
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Realizando el mismo análisis sobre el gráfico de la figura 30 se puede observar  el grupo 2. Este grupo es más homogéneo, ya que el 100% de los casos presentan al canal 0 o al canal 1 como el de mayor concentración de marcas. También se puede observar una gran actividad paroxística en los canales 16 a 18, y 20 a 24.
Figura 30 – Grupo 2 – Gráfico de la cobertura del canal principal en los canales restantes.
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En resumen, el 90% de los casos tienen al canal 0 o al canal 1 como canal principal (el 60% al canal 0, y el 30% al canal 1). Los canales 16 a 17, y 20 a 24 presentan actividad paroxística.


Los canales no son independientes unos de otros, ya que la actividad epiléptica desarrollada en uno afecta a los que se encuentran en la misma zona, dependiendo de la disposición de los electrodos. En los capítulos 2.1.4 y 2.2.2 se discutió esta situación. 


Para poder analizar la relación existente entre los canales, se graficaron los canales de cada caso por separado, dividiéndolos en tres grupos: el primer grupo corresponde a los canales que tienen una cobertura inferior al promedio de las coberturas de todos los canales, quitando el canal principal. El segundo grupo corresponde a los que tiene un valor superior o igual al promedio, y el último grupo corresponde al canal principal. 
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A continuación se pueden ver los gráficos resultantes para casa uno de los casos analizados.
Figura 31 – Caso 1 – Gráfica de la cobertura de los canales en relación al promedio de las coberturas.
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Se puede observar que después del canal 1 (canal principal) los canales 0, 4, 5, 7, 10, 11, 17, 18, 21, 22 y 24 presentan actividad paroxística mayor o igual que el promedio. Estos canales evidentemente se encuentran relacionados al canal principal, ya que la actividad paroxística se propaga desde el canal 1 hacia ellos. Los canales restantes, si bien presentan actividad, no superan el promedio.

Figura 32 – Caso 2 – Gráfica de la cobertura de los canales en relación al promedio de las coberturas.
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En el caso 2, los canales que presentan mayor o igual actividad paroxística que el promedio son los canales 1, 4, 5, 7, 10, 11, 16, 17, 20, 21, 23, y 24. Estos canales evidentemente se encuentran relacionados al canal principal, ya que la actividad paroxística se propaga desde el canal 0 hacia ellos. Los canales restantes, si bien presentan actividad, no superan el promedio.

Figura 33 – Caso 3 – Gráfica de la cobertura de los canales en relación al promedio de las coberturas.

[image: image51.jpg]




Este caso se pude considerar atípico. Por la naturaleza del modelo utilizado para calcular las detecciones, el canal 8 fue seleccionado como principal ya que presentó la mayor cantidad de paroxismos. Si bien para todos los modelos se utilizó el mismo conjunto de  funciones de transformación, ventana de windowing y agrupamiento, la combinación de ellos evidentemente generó una clasificación de los paroxismos distinta a la de los demás. No es el objetivo de este trabajo de tesis hacer un análisis del porqué de este comportamiento, simplemente se tomó como un caso aislado.

Figura 34 – Caso 4 – Gráfica de la cobertura de los canales en relación al promedio de las coberturas.
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Se puede observar que después del canal 1 (canal principal) los canales 0, 5, 10, 11, 16, 17, 20, 21, 22, 23 y 24 presentan actividad paroxística mayor o igual que el promedio. Estos canales evidentemente se encuentran relacionados al canal principal, ya que la actividad paroxística se propaga desde el canal 1 hacia ellos. Los canales restantes, si bien presentan actividad, no superan el promedio.

Figura 35 – Caso 5 – Gráfica de la cobertura de los canales en relación al promedio de las coberturas.
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En el caso 5, los canales que presentan mayor o igual actividad paroxística que el promedio son los canales 1, 5, 12, 16, 17, 19, 20, 21, 22, 23, y 24. Estos canales se encuentran en la zona de propagación de la señal paroxística desde el canal principal. Los canales restantes, si bien presentan actividad, no superan el promedio.

Figura 36 – Caso 6 – Gráfica de la cobertura de los canales en relación al promedio de las coberturas.

[image: image54.jpg]




Este caso es muy similar al caso anterior, los canales que presentan mayor o igual actividad paroxística que el promedio son los canales 1, 5, 12, 16, 17, 19, 20, 21, 22, 23, y 24. Estos canales se encuentran en la zona de propagación de la señal paroxística desde el canal principal. Los canales restantes, si bien presentan actividad, no superan el promedio.

Figura 37 – Caso 7 – Gráfica de la cobertura de los canales en relación al promedio de las coberturas.
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Como se puede observar en el gráfico, existe un subgrupo de canales alrededor del canal principal que presenta mayor o igual concentración de paroxismos que el promedio (canales 0, 2, y 3). También los canales 16, 17, 20, 21, 22, 23 y 24 confirman el grupo de canales con mayores paroxismos que el promedio. Estos canales también se encuentran en la zona de propagación de la señal paroxística desde el canal principal. Los canales restantes, si bien presentan actividad, no superan el promedio.

Figura 38 – Caso 8 – Gráfica de la cobertura de los canales en relación al promedio de las coberturas.
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Este caso es muy similar al caso anterior, existe un subgrupo de canales alrededor del canal principal que presenta mayor o igual concentración de paroxismos que el promedio (canales 1, 2, y 3). También los canales 16, 17, 20, 21, 22, 23 y 24 confirman el grupo de canales con mayores paroxismos que el promedio. Estos canales también se encuentran en la zona de propagación de la señal paroxística desde el canal principal. Los canales restantes, si bien presentan actividad, no superan el promedio.

Figura 39 – Caso 9 – Gráfica de la cobertura de los canales en relación al promedio de las coberturas.
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Los gráficos del caso 9 y del caso 8 muestran los mismos resultados. Esto se debe a que se utilizaron el mismo algoritmo de data mining, la misma función de transformación y la misma ventana de windowing. La única diferencia fue el agrupamiento de marcas, que si bien influye en el número final de paroxismos detectados por canal, en proporción es el mismo para ambos casos. Para el caso 8 se utilizó J48 – Hanning – sqr(R2 + I2) y atan(I/R) – Agrup 3, mientras que para el caso 9 se utilizó J48 – Hanning – sqr(R2 + I2) y atan(I/R) – Agrup 4.

Figura 40 – Caso 10 – Gráfica de la cobertura de los canales en relación al promedio de las coberturas.
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Este caso presenta un subgrupo alejado del canal principal, a diferencia de la mayoría de los casos anteriores. Si bien los canales con casi los mismos, alrededor del canal principal sólo se encuentra el canal 1. Los canales 16, 17, 18, 20, 21, 22, 23, 24 y 29 conforman el grupo de canales con mayor o igual paroxismos que el promedio, junto con el canal 1.


Como se puede apreciar, existen tres grupos de canales que estarían relacionados con el canal principal. Dependiendo del modelo de detección de paroxismos utilizado y el agrupamiento, los conjuntos varían, pero en el 90 % de los casos, se obtuvieron los mismos conjuntos. La siguiente tabla muestra los conjuntos obtenidos por cada caso.
Tabla 10 – Comparativa de los casos aplicados, teniendo en cuenta el grupos de canales.
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La tabla muestra que en la mayoría de los casos, los canales involucrados son los mismos. Efectivamente existe un grupo de canales que se ven afectados al canal principal (canales del 16 al 17, del 20 al 24) entre un 80% y un 100% de los casos. En un porcentaje mejor (40% a 60%), los canales 10 y 11, canal 1, canal 3 y canal 5. Sin conocer la topología del montaje, se podría deducir que junto con el canal principal, se ven afectados los canales 16 al 17 y 20 al 24. La señal comienza en el canal principal y se propaga hacia ellos. En menor medida se ven afectados los canales 10 y 11, 1, 3 y 5.

CAPÍTULO V 
Herramienta desarrollada

Para poder llevar a cabo el trabajo de tesis, se desarrolló una herramienta que facilitó el proceso de análisis, y automatizó las tareas de generación de las detecciones de paroxismos. Con ella se puede visualizar un archivo de datos EEG (archivos con extensión .dat), seleccionar un modelo de detección, aplicar el modelo, seleccionar el agrupamiento de marcas, y graficar los paroxismos detectados en todos los canales. Se utilizó Visual Basic 6.0 para el desarrollo de las interfaces con el usuario, y Visual C++ para el desarrollo de librerías que realizaron los cálculos complejos. Para aplicar los algoritmos de Data Mining se utilizó WEKA, utilizando las facilidades de línea de comandos que posee.


Para poder correr los algoritmos de Data Mining, fue necesario determinar el directorio donde se encuentran las librerías de WEKA, así también como las librerías de runtime de java para poder ejecutarlas. Para ello se desarrolló una ventana de configuración en la herramienta para poder localizar los programas y librerías necesarias.  La primera vez que se ejecuta la herramienta, aparecerá la pantalla que se puede ver en la siguiente figura.
Figura 41 – Pantalla de configuración.
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La primera vez que se ejecuta la herramienta, se requerirá el ingreso de los datos básicos de configuración (directorio de las librerías de WEKA, runtime de java y, si es necesario, un editor de texto externo).


Una vez configurada, aparecerá la pantalla principal, donde, por medio de un menú, se pueden acceder a las opciones de procesamiento de la información. La siguiente figura muestra esta pantalla.
Figura 42 – Pantalla principal de la herramienta.
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Selección del archivo de datos

Para poder visualizar el archivo de datos EEG sobre el cual se va a trabajar, se desarrolló una pantalla donde se pueden observar todos los canales a la vez. El primer paso es seleccionar el archivo, presionando las teclas ALT+A, o haciendo clic con el mouse sobre la opción Archivos de Datos. Los datos de los canales son graficados en la pantalla. Para poder cargar el archivo, es necesario que exista en el mismo directorio un archivo de texto con la configuración del mismo. Por ejemplo, para el archivo de datos SAdsig.dat es necesario que se encuentre en el mismo directorio el archivo SAdsig.txt. En la siguiente figura se puede ver el contenido del mismo.
Figura 43 – Archivo SAdsig.txt asociado al archivo de datos de EEG.
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La figura siguiente muestra los datos de los canales, como ejemplo, para el archivo SAdsig.dat.
Figura 44 – Archivo SAdsig.dat y sus canales.
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Para poder identificar a cada uno de los canales se les asignó un número a la izquierda de la pantalla de datos. Para poder analizar los datos, y ajustar la porción de datos a visualizar, se agregaron dos barras de slide que permiten aumentar y disminuir la frecuencia de muestreo y la amplitud de la señal.

Figura 45 – Barras para modificar la amplitud y la frecuencia de la señal.
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Sobre la barra de progreso que se encuentra en el margen inferior de la ventana, se puede encontrar información de los datos que se están visualizando, como se puede ver en la siguiente figura. Haciendo clic sobre el casillero de selección rotulado Visualizar Tiempo/Nro.Muestra se conmuta entre tiempo (HH:MM:SS.CCC) y número de muestras.
Figura 46 – Información de los datos visualizados.
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Selección del modelo y generación de detecciones

Una vez elegido el archivo de datos a procesar, se deberá seleccionar un modelo de detección de paroxismos a ser aplicado. Presionando las teclas ALT+M o haciendo clic sobre el menú Modelo, y luego seleccionando la opción Obtener Archivo Modelo, se puede elegir el modelo de detección. Una vez seleccionado el modelo, se puede aplicar siguiendo los mismos pasos para acceder al menú de modelos, y luego seleccionando la opción Generar Detección. Esta etapa es fundamental ya que realiza la detección automática de los paroxismos sobre cada uno de los canales. Dependiendo del modelo de detección utilizado, se obtienen detecciones diferentes. Este proceso genera para cada archivo de datos, un directorio con el mismo nombre del archivo. A su vez, por cada modelo de detección aplicado al archivo de datos, se genera en forma anidada, un directorio con el nombre del modelo. De esta forma se pueden acceder a los datos en forma ordenada, para su posterior análisis.

Análisis de los datos y visualización de marcas

Una vez aplicado el modelo de detección al archivo de datos, se debe proceder al agrupamiento de las marcas o paroxismos detectados, para luego poder realizar el análisis del canal principal y los canales relacionados. Para ello se deberá presionar las teclas ALT+N o hacer clic sobre el menú Analizar. En este momento se requerirá el ingreso de la agrupación de marcas a utilizar. Una vez ingresado el agrupamiento, comenzará el proceso de análisis y visualización de marcas.


Se desarrolló un algoritmo que detecta el canal principal, y luego calcula, para cada uno de los canales restantes, porcentajes de cobertura, coincidencias de marcas con el canal principal y cantidad de marcas de cada canal. Toda esta información es utilizada por el experto para su posterior análisis. Junto a la señal de cada canal, se pude observar una ventana con los datos estadísticos. La siguiente figura muestra las marcas detectadas para los 32 canales de datos del archivo SAdsig.dat, utilizando el modelo mod_j48.J48_cc0_c0_tvc_v64d8_c_cr0_AB.modelo y un agrupamiento de 3 marcas.
Figura 47 – Marcas detectadas para los 32 canales del archivo SAdsig.dat, y las estadísticas generadas.
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La primera columna del cuadro de estadísticas corresponde a la cantidad de paroxismos detectados en cada canal. En rojo se puede observar el canal principal (con mayor cantidad de marcas). La segunda columna corresponde al porcentaje de la señal de las marcas del canal principal que coinciden con las marcas de cada uno de los canales. La última columna muestra la cantidad de marcas del canal principal que coincide con las marcas de cada canal.

CAPÍTULO VI 
Conclusiones y Trabajos Futuros

Conclusiones

En la presente tesis se ratificó la detección automática de paroxismos en EEGs de pacientes epilépticos, utilizando técnicas de Data Mining, planteada en el trabajo de detección automática de paroxismos en EEG utilizando técnicas de Data Mining. Se localizaron los paroxismos en todos los canales de un EEG, permitiendo un análisis de toda la actividad paroxística, tanto en forma visual, como en forma analítica. 


La detección de paroxismos en múltiples canales, la localización del canal principal y el análisis de la propagación de la actividad paroxística hacia los demás canales involucrados contribuirá con los expertos en la detección de la señal epiléptica en todos los canales de un EEG, reduciendo considerablemente el tiempo de detección realizado manualmente, ya que permitió la automatización del proceso.


Se trabajó sobre un conjunto de datos acotados, un archivo se señal EEG interictal de un paciente candidato a cirugía, utilizando los modelos que obtuvieron la mejor relación VP-FP (menor distancia) en la detección de paroxismos.


Se desarrolló una herramienta capaz de localizar en un EEG el canal principal donde se origina la actividad epiléptica. Asimismo, es posible graficar conjuntamente todos los canales de un archivo de datos de un EEG, y aplicar cualquiera de los modelos de detección de paroxismos, permitiendo visualizar las marcas encontradas en los canales, y así tener una imagen de la propagación de la actividad epiléptica.


Todos los casos aplicados fueron analizados y permitieron corroborar la existencia de una relación entre el canal principal, donde se origina la actividad, y los canales involucrados en la propagación. Se pudo determinar la relación existente entre ellos, y cuales fueron los grupos de canales asociados.


Para este trabajo de tesis se desarrolló una herramienta capaz de analizar y detectar los paroxismos en un EEG con señal interictal de pacientes epilépticos. Ésta utiliza modelos de detección de paroxismos que, en un primer análisis realizado por expertos, detectaron muchos falsos positivos. Si bien esto es un efecto no deseado, se compensa con el ahorro de tiempo al realizar la detección automática. En muchos casos los estudios a analizar son de hasta 72 horas de grabación,

Trabajos futuros

Una mejora a los modelos de detección podría ser realimentarlos, generando un nuevo modelo indicando los falsos positivos como señal de base, para que en futuras detecciones no sean clasificados como paroxismos. También se podrían introducir en los modelos los nuevos paroxismos detectados, para aumentar el desempeño y mejorar la clasificación.


Durante las reuniones realizadas con los expertos para este trabajo de tesis, se planteó la necesidad de marcar un rango de tiempo en donde se encuentren un grupo de paroxismos, y permitir agruparlos para realizar un análisis posterior. Una mejora a la herramienta desarrollada podría ser la selección de períodos de tiempo abarcando todos los canales, permitir la agrupación de los mismos, y exportarlos en un formato estándar, por ejemplo el formato EDF (European Data Format), compatible con otros programas de análisis de señal.


También se planteó la necesidad de, si se detecta un canal de datos con mucho ruido, permitir su eliminación del análisis; y de poder eliminar un paroxismo detectado por el algoritmo que se presume es un falso positivo. Estas podrían ser otras mejoras a la herramienta desarrollada.
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Anexo
ANEXO I – Estructuras de los Archivos de Datos.

Archivos de señales EEG (extensión SIG)

Estos archivos de datos fueron generados con un software llamado HARMONIE versión 5.0b de enero del 2001. Este software es comercializado por la empresa Stellate Systems Inc., radicada en Canadá. Debido a que es un paquete comercial, la información de los archivos se encuentra codificada en un formato propietario. No se dispone de la estructura de los mismos.

Archivos de Datos (extensión DAT)

Estos archivos son una versión de los archivos SIG, en un formato binario, de 16 bits por muestra, representando un entero con signo. Dependiendo del archivo, pueden tener 17 o 32 canales de datos, multiplexados en orden por canal, o sea que todas las muestras correspondientes al mismo instante se guardan juntas:
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donde mi,p es la muestra i correspondiente al canal p, y k toma los valores 17 o 32.

Archivos Preprocesados (extensión ARFF)

Estos archivos son la entrada a los algoritmos de Data Mining. Una vez pre-procesados los archivos de señales EEG, quedan en este formato. 

Figura 48 – Ejemplo de un archivo preprocesado.
@relation CANAL01_V64_D8_f

@attribute campo1 real

@attribute campo2 real

@attribute campo3 real

@attribute campo4 real

@attribute campo5 real

@attribute campo6 real

@attribute campo7 real

@attribute campo8 real

@attribute campo9 real

@attribute campo10 real

@attribute campo11 real

…

@attribute campo59 real

@attribute campo60 real

@attribute campo61 real

@attribute campo62 real

@attribute tipo {NADA, SI}

@data

72.35, 
59.11, 
17.25, 
1.00, ..., 0.83,
 -1.27, 
1.09, 
1.32, 
-1.46, 
-0.18, NADA

56.42, 
59.62, 
31.49,  
9.47, ..., 
0.75,
1.46, 
-1.34, 
-0.98, 
-0.79, 
-0.40, NADA

55.31, 
52.31, 
27.14,  
4.10, ..., -0.20, 
-1.08, 
1.45, 
-1.49, 
-0.37, 
-0.28, NADA

51.32, 
59.81, 
29.14, 
1.58, ..., 0.08, 
0.14, 
0.01, 
-0.86, 
1.36, 
0.23, NADA

97.24, 
84.61, 
49.30, 
1.83, ..., 1.07, 
0.57, 
-0.91, 
-1.34, 
1.10, 
1.54, NADA

57.35, 
67.36, 
27.44, 
8.49, ..., -1.54, 
-0.09,
 1.16, 
-0.21, 
0.35, 
-0.85, NADA

............................................................................

............................................................................

............................................................................

9.51,
9.11,
4.36,
2.00, ..., 0.66,
1.21,
0.34,
1.12,
1.16,
0.10, NADA

7.90,
4.50,
3.51,
1.67, ..., 0.42,
0.39,
-0.16,
-1.02,
-1.16,
0.20, NADA

7.03,
1.94,
4.69,
3.33, ..., -1.20,
1.53,
-0.40,
1.04,
0.42,
-0.28, NADA

8.78,
6.70,
6.04,
4.55, ..., 0.35,
-0.34,
0.64,
0.01,
-1.49,
-0.45, NADA

12.03,
8.83,
6.29,
4.70, ..., -1.46,
1.08,
0.18,
-0.37,
-0.59,
-0.22, NADA

14.79,
6.36,
5.71,
3.83, ..., -1.48,
-0.62,
-1.16,
0.10,
0.37,
0.04, NADA

Como se puede ver en la figura anterior, un archivo ARFF se divide en tres secciones: 

En la primera sección se encuentra el nombre de la relación, en este caso un nombre arbitrario CANAL01_V64_D8_f.

En la segunda sección se encuentra la declaración de los atributos o campos. Según el tipo de función de transformación utilizada, éstos pueden ser 32 o 63. En cualquiera de los dos casos, todos los atributos son de tipo real, salvo el último atributo correspondiente a la clase {SI , NADA}, que es nominal.

Y por último la tercera sección con los datos. Cada fila es un registro constituido por 32 o 63 campos.

Archivos de modelo generado (.MODELO)

Son archivos binarios, generados en el momento de aplicar uno de los algoritmos de Data Mining de WEKA, por lo cual no pueden ser editados. Contienen la información del modelo generado. En este caso, se almacenaron cada uno de los modelos con el nombre del clasificador utilizado y la extensión MODELO.

Archivos de marcas generadas

Un archivo de marcas está compuesto por cuatro columnas, donde la primera representa el número de registro procesado, la segunda columna representa la clasificación otorgada por el modelo (puede ser SI o NADA), la tercera columna es un valor que representa la probabilidad que tiene ese registro de pertenecer a la clase asignada, y la cuarta columna corresponde a la clasificación original que tenía el registro antes de aplicar el modelo.
Figura 49 – Ejemplo de un archivo de marcas.
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Archivos de detecciones generadas

Estos archivos contienen las detecciones generados por los modelos. Un archivo de este tipo tiene formato de texto plano, dividido en tres columnas: la primera columna representa un número de muestra, el segundo un canal, y el tercero un rótulo. Cada detección está conformada por dos registros consecutivos representando una ventana o rango, donde el primer campo del primer registro representa el valor inicial, y el primer campo del segundo registro el valor final del rango. El rótulo o tercer campo del primer registro es siempre ISI, mientras que el rótulo del segundo registro es siempre F. El segundo campo de ambos registros tiene siempre el mismo valor.


El siguiente ejemplo muestra un archivo de detecciones generadas.
Figura 50 – Archivo ejemplo de detecciones.
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