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Panorama General
Las Redes Neuronales Artificiales (Artificial Neural Networks - ANNs) se constituyeron inicialmente como una simulación abstracta de los sistemas nerviosos biológicos formados por un conjunto de unidades llamadas neuronas o nodos conectados unos con otros. Las conexiones de estos nodos se asemejan a las dendritas y axones de los sistemas nerviosos biológicos.

Warren McCulloch y Walter Pitts desarrollaron en 1943 el primer modelo de red neuronal en términos de modelo sistemático de actividad nerviosa. El modelo se caracteriza básicamente por ser binario, donde cada neurona tiene un escalón o umbral prefijado. Este primer modelo sirvió de ejemplo para los modelos posteriores de Jhon Von Neumann, Marvin Minsky, FranK Rosenblatt, etc. 

Las ANNs pueden clasificarse en modelos de tipo biológico y tipo dirigido a la aplicación de acuerdo a su similitud con la realidad biológica:

· Modelos de Tipo Biológico. 
Se constituyen en redes que tratan de simular los sistemas neuronales biológicos así como las funciones auditivas o funciones básicas de la visión. 

· Modelos Dirigidos a Aplicaciones. 
No necesariamente guardan similitud con los sistemas biológicos. Sus arquitecturas están fuertemente ligadas a las necesidades de las aplicaciones para las que son diseñados. 
1. REDES NEURONALES DE TIPO BIOLÓGICO

El cerebro humano promedio cuenta con aproximadamente mil millones de neuronas. Asimismo, durante las sinápsis cada una de estas neuronas recibe en promedio alrededor de 1000 estímulos de entrada y genera alrededor de 1000 estímulos de salida. En este sentido, la principal ventaja del cerebro humano promedio recae en su conectividad, interpretada como la capacidad del mismo para realizar diferentes procedimientos lógicos a la vez. Sin embargo, su principal debilidad recae en la velocidad de procesamiento de la información, siendo las computadoras en este sentido, muchísimo más rápidas.
El objetivo de las redes neuronales de tipo biológico se constituye en desarrollar un elemento sintáctico que permita verificar las hipótesis correspondientes a los demás sistemas biológicos. Es decir, las redes neuronales de tipo biológico deben recibir y procesar información de otros sistemas biológicos y devolver una respuesta de acción efectiva.
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La mayor parte de las neuronas posee una estructura arbórea formada en su mayor parte por dendritas que, conectadas a otras neuronas, se encargan de recibir los estímulos de entrada neuronales mediante uniones denominas sinopsis. Algunas neuronas tiene una estructura que las comunica con miles de neuronas más, mientras otras sólo puede comunicarse con unas cuantas a su alrededor. Las tres partes importantes de la estructura de una neurona son:

· Ramas de Extensión o Dendritas – Reciben estímulos de Entrada.

· Cuerpo de la Neurona – Procesa estímulos de Entrada.
· Axón – Emite estímulos de Salida a las Dendritas de otras neuronas.

Actualmente no sé conoce con certeza la verdadera forma de interacción de las  neuronas. En general, una neurona recibe estímulos de entrada mediante las dendritas, estos estímulos son procesados en el cuerpo de la misma para posteriormente emitir un estímulo de salida mediante el axón. Este último estímulo utiliza diferencias de potencial eléctrico u ondas de corriente las cuales dependen fundamentalmente del potencial de la neurona. Asimismo, la neurona utiliza la función de escalón y la función de activación para determinar la salida que debe emitir de acuerdo a los estímulos recibidos.
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2. REDES NEURONALES PARA APLICACIONES CONCRETAS
El conocimiento que se posee sobre el sistema nervioso es aún incompleto. En este sentido, las ANNs no se encuentran muy ligadas a lo que son en sí las redes neuronales biológicas. Por lo tanto, se han definido otras funcionalidades y estructuras de conexión distintas a las establecidas por la biología. Las principales características de las ANNs son las siguientes:

Auto Organización y Adaptabilidad
Utilizan algoritmos de aprendizaje adaptativo y auto organización ofreciendo posibilidades de un procesamiento robusto y adaptable.
Procesado No Lineal y Paralelo

Aumenta la capacidad de la neurona para poder aproximar y clasificar información haciéndose más inmune al ruido (datos desordenados).

Estas características juegan un papel importante en las ANNs aplicadas al procesado de señales. En este sentido, la red constituida para una aplicación determinada poseerá una arquitectura concreta de elementos de procesado adaptativo, masivo y paralelo que se combinan en estructuras de interconexión de red jerárquica.
3. TAXONOMÍA DE LAS REDES NEURONALES

Toda aplicación de redes neuronales consta de dos fases: la fase de aprendizaje o entrenamiento y la fase de prueba o funcionamiento directo. En la fase de entrenamiento se usa un conjunto de datos o patrones de entrenamiento para determinar los pesos que definen el modelo neuronal. Este modelo una vez entrenado, se usará en la fase de funcionamiento directo en la que se procesarán patrones de prueba que constituyen la entrada habitual de la red con el objetivo de analizar las prestaciones definitivas de la misma. 

Fase de Prueba
Los pesos de la red neuronal se han obtenido a partir de patrones representativos de entradas que se denominan patrones de entrenamiento. Los pesos pueden ser calculados de una vez como adaptados iterativamente según el tipo de red neuronal y en función de las ecuaciones dinámicas de prueba. Una vez calculados los pesos de la red, se compararán las salidas deseadas con los valores de las neuronas de la última capa para determinar la validez del diseño. 

Fase de Aprendizaje
Una de las características más resaltantes de las redes neuronales es su capacidad de aprender. Éstas aprenden por la actualización o variación de los pesos sinápticos que caracterizan a las conexiones. Los pesos son adaptados de acuerdo a la información extraída de los patrones de entrenamiento nuevos que se van presentando. Normalmente, los pesos óptimos se obtienen de la optimización (minimización o maximización) de alguna función de energía.
El entrenamiento de las redes neuronales puede realizarse fuera de línea o en tiempo real. La elección de cualquiera de ellos o ambos implica velocidades de proceso diferentes que afectas a los algoritmos y hardware utilizados. De acuerdo al tipo de entrenamiento, las redes neuronales pueden clasificarse en: 

	Fijo
	No supervisado
	Supervisado

	Red de Hamming
	Mapa de características
	Basadas en decisión

	Red de Hopfield
	Aprendizaje competitivo
	Perceptrón

	
	
	ADALINE (LMS)

	
	
	Perceptrón Multicapa

	
	
	Modelos Temporales Dinámicos

	
	
	Modelos Ocultos de Markov


4. REDES NEURONALES SUPERVISADAS Y NO SUPERVISADAS
Las redes neuronales se clasifican comúnmente en términos de sus correspondientes algoritmos o métodos de entrenamiento: redes de pesos fijos, redes no supervisadas, y redes de entrenamiento supervisado. Para las redes de pesos fijos no existe ningún tipo de entrenamiento. 

REDES DE ENTRENAMIENTO SUPERVISADO

Las redes de entrenamiento supervisado han sido los modelos de redes más desarrolladas desde los inicios de este tipo de diseños. Los datos para el entrenamiento están constituidos por varios pares de patrones de entrenamiento de entrada y de salida. El hecho de conocer la salida implica que el entrenamiento se beneficia de la supervisión de un maestro. Dado un nuevo patrón de entrenamiento (m+1), los pesos serán adaptados de la siguiente forma: 
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DIAGRAMA ESQUEMÁTICO DE SISTEMA DE ENTRENAMIENTO
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REDES DE ENTRENAMIENTO NO SUPERVISADO
Las Redes de Entrenamiento no Supervisado utilizan datos de entrenamiento consistentes en sólo patrones de entrada. Por lo tanto, la red es entrenada sin el beneficio de un maestro. La red aprende a adaptarse basada en las experiencias recogidas de los patrones de entrenamiento anteriores. 
DIAGRAMA ESQUEMÁTICO DE SISTEMA DE ENTRENAMIENTO


[image: image6.emf]  w

ij

 [image: image7]
La Regla de Aprendizaje de Hebb: Refuerza el  peso que conecta dos nodos que se excitan simultáneamente.

Regla de Aprendizaje Competitiva: Determina la factibilidad de pertenencia de un patrón a una clase reconocida previamente. En caso de darse esta pertenencia, la inclusión de este nuevo patrón a la clase reconocida cambiará al representante de la misma.
5. FUNCIONES DE BASE Y ACTIVACIÓN

Una neurona suministra un valor a su salida que se propaga a través de la red de conexiones unidireccionales hacia otras células de la red. Asociada a cada conexión hay un peso sináptico denotado por wij, que determina el efecto de la neurona j-ésima sobre la neurona i-ésima. Las entradas a la neurona i-ésima que provienen de las otras neuronas son acumuladas junto con el umbral externo, para dar el valor de red. La forma de hacerlo está determinada matemáticamente por la función de base f para dar un valor de activación. En este sentido, la salida final se puede expresar como una función de la entrada y pesos.

Las redes de conexión son matemáticamente representadas por la función de base u (w, x) donde w es la matriz de pesos y x el vector de entrada. La función de base tiene dos formas típicas: 

Función Lineal de Base
Función de primer orden o de tipo hiperplano. El valor de red es una combinación lineal de las entradas.
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Función de Base Radial 
Función de segundo orden o de tipo hiperesférico. El valor de red representa la distancia a un determinado patrón de referencia. 
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FUNCIÓN DE ACTIVACIÓN O FUNCIÓN DE NEURONA
La función de activación  se encarga de transforma el valor de red expresado por la función de base u (w, x). Las funciones de activación más comunes son:
	FUNCIÓN PASO
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	FUNCIÓN RAMPA
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	FUNCIÓN SIGMOIDAL
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	FUNCIÓN GAUSSIANA
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6. ESTRUCTURAS DE LAS REDES NEURONALES ARTIFICIALES
Los aspectos más característicos de las estructuras son la estructura de conexión, el tamaño de la red y la elección entre ACON (All Class in One Network -Todas las Clases en Una Red)  y OCON (One Class in One Network - Una Clase en Una Red). 

ESTRUCTURAS DE CONEXIÓN 
Una red neuronal está determinada por la neurona y la matriz de pesos. El comportamiento de la red depende en gran medida del comportamiento de la matriz de pesos. Hay tres tipos de capas de neuronas: la de entrada, las ocultas y la de salida. Entre dos capas de neuronas existe una red de pesos de conexión, que puede ser de los siguientes tipos: Hacia delante, hacia atrás, lateral y de retardo. 
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1. Conexiones hacia delante: Los datos de las neuronas de una capa inferior son propagados hacia las neuronas de la capa superior por medio de las redes de conexiones hacia adelante. 

2. Conexiones hacia atrás: Los datos de las neuronas de una capa superior son propagados hacia las neuronas de la capa inferior por medio de las redes de conexiones hacia adelante.
3. Conexiones con retardo: los elementos de retardo se incorporan en las conexiones para implementar modelos dinámicos y temporales, es decir, modelos que precisan de memoria. 

TAMAÑO DE LAS REDES NEURONALES
El Tamaño de las Redes depende del Número de Capas y del Número de Neuronas Ocultas por Capa.
1. Número de capas: En una Red Multicapa, hay una o más capas de neuronas ocultas entre la entrada y la salida. El número de capas se cuenta a menudo a partir del número de capas de pesos en vez de las capas de neuronas). 

2. Número de unidades ocultas: El Número de Unidades Ocultas está directamente relacionado con las capacidades de la red. Para que el comportamiento de la red sea correcto se tiene que determinar apropiadamente el número de neuronas de la capa oculta. 

APROXIMACIONES ACON FRENTE A OCON
Normalmente, cada nodo de salida se usa para representar una clase. Si tomamos un problema de reconocimiento alfanumérico, habrá 36 clases y 36 nodos de salida. Dado un patrón de entrada en la fase de prueba, el ganador es normalmente el nodo que tiene el valor más alto a la salida. 

ALL CLASS IN ONE NETWORK – ACON: Todas las clases son reconocidas dentro de una única Súper Red.

ONE CLASS IN ONE NETWORK – OCON: En algunos casos es ventajoso descomponer esta Súper Red en varias Subredes más pequeñas. La descomposición más extrema es la llamada OCON donde una Subred se dedica para una sola clase. Aunque el número de Subredes en la estructura OCON es relativamente largo, cada una de ellas tiene un tamaño menor que la red ACON.

RED ENTERA
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SUBREDES VARIAS

[image: image16.png]



7. MODELOS NO SUPERVISADOS

La capacidad de clasificación de la red neuronal depende de los valores de los pesos sinápticos los cuales pueden ser preestablecidos o entrenados adaptativamente mediante mecanismos de aprendizaje. En función de la forma con la que los pesos sinápticos son entrenados, las ANNs

 HYPERLINK "http://www.gc.ssr.upm.es/inves/neural/ann2/abrtions.htm"  se pueden clasificar en modelos supervisados y modelos no supervisados. 

Una clase de modelos de entrenamiento no supervisado son las Redes Asociativas de Pesos Fijos que se usan para obtener patrones originales libres de ruido a partir de señales incompletas o distorsionadas. La principal característica de estas redes es que sus pesos son preestablecidos y precalculados. Adicionalmente, estas redes tienen aplicaciones limitadas ya que no se pueden adaptar a ambientes cambiantes. 
Otra clase de modelos de entrenamiento no supervisado son las Redes de Aprendizaje Competitivo cuyos pesos se adaptan de acuerdo con reglas de aprendizaje no supervisadas. Estas redes pueden aprender en ausencia de un maestro. En decir, el entrenamiento de las mismas se basa únicamente en la información de los patrones de entrada. 

REDES DE MEMORIA PROASOCIATIVA

1. MEMORIA ASOCIATIVA LINEAL (LAM)
Una red de memoria asociativa es matemáticamente un mapeado de un espacio de entrada sobre uno de salida. Las redes de memoria asociativa se pueden usar tanto para las aplicaciones autoasociativas como para las heteroasociativas. En las aplicaciones autoasociativas la dimensión del espacio de entrada es igual al de salida. En las aplicaciones heteroasociativas la dimensión del espacio de entrada y del espacio de salida son en general diferentes. Los valores de entrada y de salida pueden ser reales o binarios. 

Una LAM es una red de una capa de propagación. La LAM se deriva de un conjunto de pares de patrones de entrada/salida {b {m}, a {m}}. Aquí la entrada es b {m} = [b1 {m}, b2 {m},..., bk {m}]( y la salida es a {m} = [a1 {m},a2 {m}, ..., ak {m} ](  para m=1, 2,...., M, donde [-]( denota la transpuesta del Vector o Matriz. El objetivo de LAM es recuperar el patrón de salida basado en la información total o parcial del patrón de entrada. 

· Patrones de entrada Continuos

La Matriz de Pesos Sinápticos W en la Memoria Asociativa Lineal se obtiene de la correlación de los pares de patrones originales: W = ( a (m) b (m) ( donde a y b son Vectores Reales Continuos: a ( R N y b ( R N. Las entradas de la matriz se denotan por Wij = ( a i(m) bj(m) (.
· Patrones de Entrada Binarios

Si las entradas son binarias (1/0), entonces los elementos de la matríz de pesos W, de N x K dimensiones, que se calculan como:

M

Wij = ( (2ªi(m) – 1) (2bj(m) – 1)


M=1

Donde a, b ( Ik (Vectores Binarios). Esta fórmula permite que la condición de ortogonalidad sea impuesta más apropiadamente. Para producir una salida binaria, los elementos del vector Wt se ajustan primero por sus umbrales respectivos:

k

(i = - ½ ( Wij


j=1

Luego son procesados por alguna unidad no lineal en los nodos de salida. Si el valor ajustado es positivo entonces la salida será 1; de cualquier otro modo, será 0.

2. MEMORIA ASOCIATIVA NO LINEAL PARA LA RECUPERACIÓN HOLOGRÁFICA

El uso de una unidad de proceso no lineal, será esencial para eliminar las perturbaciones indeseadas. Dado un Patrón de Prueba t, definimos el Vector Resultado s como el Producto Interno entre b(m) y el Patrón de Prueba t y lo escribimos como <b(m) , t >. 
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S = [< b (1), t >, < b (2), t>,…, < b (M), t>] donde la operación del Producto Interno para una entrada de valor real se define como:









    k

< b (m), t> (  b (m)T  t ( ( b I (m) ti


I = 1

Al vector resultado s se le hace un Procesado no Lineal llegando a un Vector de Decisión Binario V = N {s} que se espera tenga solo un elemento distinto de cero. Si este elemento se posiciona correctamente, entonces se puede realizar la Recuperación Holográfica. El patrón a recuperar es el Valor de Salida Av. constituida por la matriz formada por los vectores columna a (k). 

El propósito del operador NOLINEAL N {-} es seleccionar sólo un nodo ganador y simultáneamente descartar todos los otros nodos. El propósito es suprimir el ruido llegando a la Recuperación Holográfica. Los operadores no lineales se pueden manifestar como un elemento de umbral o un circuito MAXNET. 
· Redes de Hamming

Las redes de Hamming son comúnmente utilizadas cuando las entradas son de tipo binario. La red de Hamming selecciona un ganador de entre los patrones almacenados {b(m) , m=1,..., M}, que tienen la menor distancia de Hamming al vector de entrada. Para los vectores bipolares (-1/1) se puede adoptar la misma definición de producto interno introducida anteriormente. Para los valores binarios (1/0) de entrada, el producto interno se tiene que redefinir como: 
k

< b (m) , t> (  ( (2b i (m) – 1) (2ti – 1)

i = j

Por lo tanto se tiene que: 

k

< b (m) , t> (  ( (2b i (m) – 1) (2ti – 1)

i = j

= numero total de bits que concuerdan

- numero de bits que no concuerdan

= K - 2 (distancia de Hamming entre b (m) y t)

En donde la distancia de Hamming es el número de inconsistencias entre los bits de los dos vectores. Esto prueba que en este caso, tanto el valor del producto interno como la distancia de Hamming darán el mismo efecto.

REDES DE MEMORIA RETROASOCIATIVA

Una Red con Realimentación necesita de muchas iteraciones hasta que conseguir la recuperación del patrón final. La Red de Retroasociacion más popular es el Modelo de Hopfield el cual que tiene las siguientes características: 
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1. Los Pesos sinápticos son prealmacenados. 

2. Se usan operaciones no lineales de escalonamiento en cada etapa para producir valores binarios. 

3. La retroalimentación tiene la función de propiciar que los estados se puedan actualizar iterativamente. 

4. Las iteraciones convergen hacia una solución que minimiza una función de energía de la red. 

1. MODELO DE HOPFIELD SECUENCIAL (ASÍNCRONO)
Obtención de los Pesos Sinápticos

Dados M patrones binarios (i.e., {ai (m)} tiene valores binarios 0 o 1), los pesos en el modelo de Hopfield se obtienen de la siguiente forma:
Wij = (Mm =1 (2ª i (m) – 1) (2ªj(m)  - 1 ) i ( j

El umbral de la red se da de la siguiente forma: 

k

(i = - ½ ( Wij


  j=1

Funciones de Energía y Convergencia
Utilizando la Función de Liapunov como concepto de  Función de Energía:
E = - ½ ( (Wij ai aj - ( (i ai


  i  j

i

Bajo la situación ideal de que los vectores almacenados son perfectamente ortogonales, entonces cada patrón original representa un mínimo local (o global) de la función de energía. Esto motiva que se diseñe la red para que iterativamente se pueda buscar el estado de mínimo local. La técnica del gradiente nos lleva al modelo secuencial de Hopfield. La diferencia de la función de energía antes y después de la actualización de un estado es: 

(k( ( ((k((((((k(
En caso de una actualización secuencial (asíncrona), hay solo una adaptación de un bit al mismo tiempo. Sin perdida de generalidad, asumamos que sea en (ai(k) + 1)(  en el bit i-esimo:
(k( ( - ui(k((((ai (k((( - ½Wij
Puesto que Wii = 0:
(k( ( - Ui (k + 1) (ai(k(((
Introduzcamos una versión discreta del gradiente como:
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Para garantizar el descenso de la Función de Energía (ai(k((( se debería actualizar en la dirección de descenso del gradiente:

(ai(k((( ( ui(k(((
2. MODELO DE HOPFIELD, ALGORITMO SEQUENCIAL

Suponiendo que la entrada a la red de retroalimentación es a, que se usa como el vector de estado inicial, esto es, se fija a= a(0) = (a1(0), a2 (0), ..., aN(0)]T  y las iteraciones inician en k=1 hasta la convergencia. Durante la iteración k-ésima, la red realiza la actualización en orden secuencial desde  i=1, i=2,..., hasta i=N se tiene que: 


Cálculo del valor de red 

Ui(K + 1) = ( Wij aj (k) + (I

Actualización de los estados

ai (k + 1) = 1
Ui (k + 1) > 0



0
Ui (k + 1) <0

 

ai (k)
Ui (k + 1)=0

Se repite el mismo proceso para la siguiente iteración hasta la convergencia, lo que ocurre cuando ninguno de los elementos cambia de estado durante alguna iteración.

(k(  = - Ui(k((( (ai (k(((
RED DE KOHONEN

La idea básica que yace en las SOFM es la incorporación a la regla de aprendizaje competitivo un cierto grado de sensibilidad con respecto al vecindario o la historia. Esto hace que el número de neuronas que no aprenden desaparezca y ayuda a que se destaquen propiedades topológica que aparezcan en el "mapeado" de caracteristicas. 

Suponiendo que un vector de entrada tiene N características y se representa por un vector x en un espacio de patrones N-dimensional. La red mapea el patrón de entrada hacia un espacio de salida. Por ejemplo, el espacio de salida puede ser un array unidimensional o bidimensioanl de nodos de salida, que posee cierto orden topológico. La cuestión es cómo entrenar la red para que esa relación de orden se preserve. Kohonen propuso que las neuronas de salida interactuaran lateralmente, llegando así a los mapas de características autorganizativos. 

La característica más importante del modelo es el concepto de aprendizaje en un vecindario próximo a la neurona ganadora. 
[image: image20.png]



8. MODELOS SUPERVISADOS
Las ANNs de entrenamiento supervisado constituyen la línea fundamental de desarrollo en este campo. Algunos ejemplos bien conocidos de las primeras redes son red perceptrón, ADALINE/MADALINE, y varias redes multicapa. En el entrenamiento supervisado hay dos fases a realizar: fase de prueba y fase de entrenamiento. 

8.1. Red Perceptron:
La red conocida como perceptron simple es una red neuronal tipo feed-forward supervisada,  sin capa oculta, constituida por un vector de “p” inputs, X=(x1, x2, …,xn)’, un vector de “n” outputs deseados, X=(y1, y2, …,yn)’, (véase ilustración). La relación entre ambos vectores, (inputs; outputs) se obtiene mediante la regla de aprendizaje, perceptron learning rule. Se demuestra que converge de forma correcta en un número finito de iteraciones (perceptron convergence theorem). Si adicionalmente las clases son linealmente separables, permite su utilización en problemas de clasificación con más de una categoría.

[image: image21.png]Ejemplo de Modelo de percepiron simple
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8.2. Red Adaline
Un modelo neuronal que representa la relación lineal entre input y output es la red Adaline (adaptive linear element). Este modelo utiliza una neurona similar a la del perceptrón simple pero de respuesta lineal. Su utilización es posible siempre que los inputs sean linealmente independientes, lo cual implica, de forma unidireccional, la condición de separabilidad entre los mismos. El mecanismo que posee para su aprendizaje es la regla de Windrow-Hoff o least mean square (LMS) , que puede considerarse un caso particular de la  regla de aprendizaje delta, delta learning rule. Ésta última considera como función de activación no lineal la función sigmoidea. La versión multicapa de la red Adaline se denomina Madaline y su homólogo en términos de perceptron simple son las redes multilayer feed-forward, (véase ilustración).

[image: image22.png]Ejemplo de modelo de red multilayer foed-forward
(5 inputs, una capa oculta con dos neuronas y 3 outputs)





8.3. Las redes Multilayer:

Las redes Multilayer feed-forward (MLP) pueden considerarse unos aproximadotes funcionales universales, es decir, una red con una única capa oculta, puede aproximar hasta el nivel deseado dentro de un conjunto compacto cualquier función continua. Las redes multilayer feed-forward son entrenadas habitualmente con el algoritmo de aprendizaje denominado Back-propagation o BP, uno de los algoritmos con más importancia histórica en el desarrollo de las redes neuronales. Las redes neuronales asociadas al algoritmo Backpropagation se definen como redes back-propagation (véase ilustración ).

[image: image23.png]Ejemplo de Modelo de red back-propagation

‘Nota Ia linea discontinua representa el retroceso del error en el proceso ferafivo,





Los factores que influyen en el proceso de aprendizaje del algoritmo back-propagation

(BP) son, entre otros.

· Los pesos iniciales que son normalmente inicializados de forma aleatoria, pero existen otras posibilidades, como por ejemplo, [image: image24.emf] donde “ki ” es el número de conexiones entre inputs y neuronas en la capa oculta.
· La constante de aprendizaje, factor de gran importancia en el proceso de convergencia, tanto en lo referente a cómo afecta su valor, como cual es el mejor valor a utilizar en las aplicaciones.

· Las funciones de coste, usualmente se utiliza la función cuadrática.

· El momentum, filtrado de paso bajo (alisado) del gradiente del error.

· Técnicas de optimización utilizadas, métodos de gradiente descendente, método de Newton, método de quasi-Newton, método de dirección conjugada.

· Aprendizaje y generalización

· Número de neuronas en las capas ocultas.

Muchas aplicaciones requieren que las redes neuronales diseñadas respondan a secuencias en el tiempo de patrones, es decir, series temporales. Si utilizamos el algoritmo de aprendizaje BP, podemos convertir una red MLP en una red time-delay neural networks (TDNN) simplemente utilizando inputs o entradas con retardos. Adicionalmente existen otros tipos de redes feed-forward, agrupadas con el nombre de redes polinomiales. Ejemplos de ellas son: las redes functional-link, que son redes con una sola capa oculta en la que las entradas se procesan con un conjunto de funciones elegidas en función del problema; las redes neuronales arbóreas o TNN, que utilizan pequeñas redes MLP en cada nodo de partición para una clasificación binaria que permita extraer las características no lineales; las redes neuronales Wavelet o WNN, que son una alternativa a las redes neuronales feed-forward para aproximarse de forma arbitraria a funciones no lineales. Y por último, las redes GMDH

8.4. Redes Neuronales Polinomiales (PoNN): Algoritmo GMDH.

Las redes neuronales polinómicas (PoNN) utilizan el algoritmo “Group Method of  Data Handling” (GMDH). Las primeras investigaciones fueron a cargo de R. Shankar (1972) el cual presentó el algoritmo GMDH como un método que permitía describir de forma sucesiva un sistema complejo de relaciones a partir de simples operaciones matemáticas. 
De hecho, es un buen método para solucionar problemas del estilo, identificación, predicción a corto y a largo plazo de procesos aleatorios, reconocimiento de patrones en entornos complejos, etc. La teoría matemática fue desarrollada de forma conjunta por muchos investigadores, siendo su máximo exponente A.G. Ivakhnenko, hacia los años sesenta. El contenido del algoritmo se desarrolló como vehículo para identificar relaciones no lineales entre inputs y outputs, generando una estructura óptima a partir de un proceso sucesivo de varias generaciones de descripciones parciales de los datos, mediante la incorporación de nuevas capas. En cada capa se inicia con un número máximo de neuronas (definido por combinatoria), de forma que, mediante un proceso de selección se determina el número de neuronas más idóneo en cada capa y así el proceso se diferencia claramente del back-propagation en donde todas las capas participan simultáneamente en el proceso de aprendizaje.

Los aspectos más importantes del proceso histórico son los siguientes:

· Se caracterizó por aplicaciones orientadas a establecer criterios de regularidad para solucionar problemas de identificación, predicción a corto plazo, reconocimiento de patrones, pero no se investigó la robustez frente al ruido de los datos (1968-1971).

· Se solucionó el problema de la modelización con datos incompletos o con ruido


(1972-1975).

· Fue investigado el grado de convergencia del algoritmo GMDH (1976-1979).

· Se obtuvieron importantes resultados teóricos, proponiendo modelos no físicos para predicciones a largo plazo, modelos en dos niveles, etc, (1980-1988).

· Aparición de nuevos algoritmos para la modelización no paramétrica, como por ejemplo, “Twice-Multilayered Neural Nets” (TMNN) (1988 hasta la actualidad).

Respecto a las aplicaciones, véase tabla, son cada vez más numerosas y relacionadas con diversos campos científicos

Tabla: Áreas de aplicación de los modelos GMDH.

[image: image25.png]Areas de Aplicacion

Aplicaciones

1 | Sistemas Economicos Identificacién de procesos inflacionistas
Evaluacion de los principales factores de una economia
Prediccion Bursatil
2 | Analisis de sistemas Prediccion de yacimientos de petréleo
Ecolégicos Prediccion de flujos fluviales
3 | Gestion de Sistemas Prediccién de la actividad solar
Prediccion de la contaminacién de la atmosfera
4 | Diagnéstico Médico Diagnéstico de cancer de pacientes
Clasificacion de las fases del suefio
Clasificacion del estado del cerebro humano
5 | Modelizacién Predicciones climaticas
Meteorolégica Influencia de los cambios climéticos a largo plazo en los embalses
6 | Modelizacion Modelizacién de las relaciones coste-beneficio
Econométrica y marketing
7 | Produccion Optimizacion y prediccion de la produccion de procesos
Prediccion de la calidad del cemento
Modelizacién de procesos de fermentacién
8 | Procesamiento de sefiales | Sistema de seguridad
9 | Sismologia Discriminacion de seismos
Deteccion de bolsas de agua y petroleo
10| Sistemas militares Clasificacion de patrones de imagenes de radar

Clasificacion de ultrasonidos





El primer modelo neuronal diseñado fue “Ivakhnenko Polynomial” o “Kolmogorov-Gabor Polynomial”, con una topología formada por dos inputs y un output. Dicha expresión es el resultado de una combinación cuadrática de los inputs generando un total de 6 ponderaciones, cuya expresión del output es, en este caso,

[image: image26.emf]
Una topología más completa incorpora capas ocultas, donde el output puede ser expresado como un polinomio de grado 2(k −1), siendo “k” el número total de capas en el modelo neuronal.

El proceso de estimación de los parámetros posee tres fases (véase ilustración)
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La primera de ellas consiste en agrupar por parejas todas las variables independientes [image: image28.emf]de forma que,
[image: image29.emf]
así con las variables anteriores se crean [image: image30.emf]ecuaciones de regresión,

[image: image31.emf]
Cada término de regresión se verifica con la muestra de datos de entrenamiento y de test, pero sólo las mejores variables se mantienen utilizando la muestra de test 
Las variables nuevas se pueden considerar versiones mejoradas de las primeras variables generadas. Así por ejemplo, para un caso de 3 variables de entrada o inputs[image: image32.emf] obtenemos los siguientes modelos

[image: image33.emf]
En el segundo paso de la optimización, véase ilustración 2.2.5.6., las variables originales “ i x ” se substituyen por las variables nuevas, “ i z ”, que son las que mejor describenla variable dependiente, “y”.
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Ejemplo de un proceso Iterativo del algoritmo GMDH (dos iteraciones)

‘Fuente: Bol.G.; Nakhacizadeh, G.; Voller, K-H. (1995).
114118,





Para cada combinación de las variables originales [image: image35.emf], la raíz del error  cuadrático medio se utiliza para calcular el criterio de regularidad (CR) como una medida de bondad del ajuste (mediante los datos de la base de test). Todas las variables [image: image36.emf]se mantienen como nuevos regresores, donde “R” se especifica a priori y la expresión de “ 2j r ”es,

[image: image37.emf]
En la última fase, la bondad del modelo permite determinar la necesidad de más iteraciones. El valor de [image: image38.emf] más pequeño obtenido se compara con el generado en la última iteración, si no existe mejora el proceso ha terminado, (véase ilustraciones).

[image: image39.png]Fases del proceso Iterativo algoritmo GMDH (1)





[image: image40.png]n(n-1)/2

Fases del proceso Iterativo algoritmo GMDH (2)





Al final del proceso anterior, se posee un modelo con los regresores que se crearon como una síntesis de diversas variables de generaciones anteriores. Estas variables pueden ser expresadas de manera recursiva en términos de las variables originales149. Como podemos observar, es un modelo que no está completamente interconectado, similar a un método autoorganizativo inductivo y con la capacidad de solucionar problemas complejos, (véase ilustración.).
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Especialmente la última fase descrita es problemática. El criterio de regularidad (CR) descrito anteriormente es sensible a los datos con fuerte componente aleatoria, por esta razón se suelen utilizar otros criterios, como por ejemplo, el criterio no sesgado o el criterio combinado.

Para el primero de ellos, se subdividen los datos disponibles en dos muestras “A” y

“B”, donde para cada una de ellas, se aplica de manera independiente el algoritmo, siendo su expresión, la siguiente,

[image: image42.emf]
donde, la variable “ ij z ” solo permanecerá en la próxima iteración si u [image: image43.emf]siendo “U” un umbral predefinido. Los resultados empíricos no han sido muy buenos para este primer caso.

En segundo lugar, el criterio combinado, intenta solventar los problemas del primero, combinando los dos con la siguiente expresión,

[image: image44.emf]
donde, la variable “ ij z ” solo permanecerá en la próxima iteración si c C j 2 , siendo “C” un umbral predefinido 
Los modelos neuronales polinomiales (PoNN) poseen una diferencia importante

respecto a los modelos donde las neuronas están previamente definidas y es que, sus unidades de procesamiento poseen un papel activo, debido a que los algoritmos GMDH se ejecutan dentro de las propias unidades, representando una nueva variable, que es generada mediante la selección independiente de las entradas relevantes necesarias para encontrar la estructura óptima.
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