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Capítulo 1. 
Introducción
1. La Teoría QSAR/QSPR

El continuo interés por lograr predecir las distintas propiedades fisicoquímicas, biológicas y farmacológicas en sistemas reales conduce indudablemente a la aplicación de métodos derivados de la Mecánica Cuántica, con el fin de representar adecuadamente el fenómeno involucrado. Esto se traduce en la necesidad de tener en cuenta todas las interacciones presentes en el sistema físico de partículas, lo cual hoy por hoy parece ser una difícil tarea, en vista de que los cálculos mecanocuánticos actuales sólo pueden resolverse con buena aproximación cuando el sistema involucra unos pocos átomos no-interactuantes. Si bien el uso de aproximaciones matemáticas permite resolver el problema de partículas interrelacionadas entre sí, debido a la incertidumbre de dicho método, no siempre será posible justificar la calidad de los resultados encontrados. Por otro lado, los cálculos mecanocuánticos ayudan a la comprensión de los aspectos mecanísticos que originan a las propiedades en cuestión, pero no resultan la herramienta adecuada para el estudio del efecto que tiene la estructura molecular sobre las propiedades macroscópicas de las sustancias químicas. 

La Teoría QSAR/QSPR, (Relaciones Cuantitativas Estructura-Actividad/Estructura-Propiedad) ofrece una alternativa a la hora de calcular las propiedades de una colección de moléculas1. Cuando nos detenemos a observar un conjunto de estructuras moleculares junto con sus propiedades experimentales medidas, la pregunta inmediata que surge es ¿existirá una correlación directa entre la propiedad y la estructura de estas sustancias? La respuesta es afirmativa, y es la hipótesis principal de la Teoría QSAR/QSPR. La misma es una hipótesis matemática fundamentada en el hecho de que la estructura de una molécula es la principal responsable de sus propiedades químicas, fisicoquímicas, biológicas o farmacológicas2-4. Quizás una de las premisas fundamentales de la teoría es el Principio de Similaridad Estructural, que establece que estructuras moleculares similares poseen propiedades similares, mientras que estructuras moleculares diferentes manifiestan propiedades diferentes5. Si bien es conocido desde hace mucho tiempo el hecho de que distintas sustancias tienen diferentes efectos biológicos, el avance en la determinación de estructuras permitió establecer relaciones estructura-actividad (SAR), las cuales evidencian ciertos efectos en las actividades biológicas a partir del cambio en la estructura química de un determinado compuesto6.

Los modelos QSAR también nacen en el campo de la Toxicología. De hecho, los intentos por cuantificar relaciones entre la estructura química y la toxicidad aguda han sido parte de la literatura toxicológica por más de 100 años. Las primeras evidencias se remontan al año 1863, cuando en la defensa de su tesis en la University of Strasbourg, Strasbourg, Francia, J. Cros notó las relaciones existentes entre la toxicidad de alcoholes alifáticos primarios y su solubilidad en agua7. Esta relación demuestra el axioma central del modelado de la relación estructura-toxicidad. Por lo tanto, existen interrelaciones entre estructura, propiedades y toxicidad. Casi un siglo después Corwin Hansch et al8. publicó su famoso artículo sobre la actividad biológica de grupos de compuestos congéneres y con ello sentó la base para el desarrollo de la actual Teoría QSAR/QSPR.

La Teoría QSAR/QSPR busca cuantificar las relaciones SAR a través del desarrollo de modelos, y combina métodos de la Estadística Matemática con la Química Computacional. Tales modelos se vuelven vitales a la hora de predecir el valor de la propiedad de una sustancia si ésta es desconocida por resultar difícil de adquirir, sea por su inestabilidad, toxicidad, costo económico, etc. Así también la teoría ha sido ampliamente utilizada para el diseño y optimización de compuestos tipo-droga, y hasta para inferir resultados sobre mecanismos de reacción de compuestos orgánicos.

Con el fin de establecer un modelo de cuantificación apropiado, un requisito indispensable es disponer de un conjunto de moléculas para las cuales se conocen perfectamente los valores experimentales de la propiedad estudiada. El diseño de un modelo implica su calibración y posterior validación. La calibración establece con exactitud la correspondencia entre la estructura y la propiedad analizada a través de la creación del modelo y determinación de los parámetros ajustables de los que depende. La función matemática (lineal/no-lineal) que cuantifica la relación estructura-propiedad se elige de forma arbitraria y la simplificación del modelo matemático dependerá de aquella expresión que determine las mejores predicciones. La validación certifica la veracidad del modelo obtenido, es decir, verifica si posee o no poder predictivo sobre moléculas no contempladas en el ajuste del modelo, y que también deben poseer información conocida de la propiedad experimental.

Pero, ¿cómo representar fielmente las relaciones entre la estructura y la propiedad? Desafortunadamente no existe una vinculación directa entre ambas características, por lo cual la teoría se vale de distintos índices numéricos que codifican la información estructural y ayudan a establecer las relaciones buscadas, estos índices son los denominados descriptores moleculares. 

2. Los Descriptores Moleculares

Más estrictamente, un descriptor molecular es el resultado final de una lógica y de un procedimiento matemático que transforma la información química codificada dentro de una representación simbólica de una molécula en un número útil o el resultado de algún experimento estandarizado9. Estas variables pueden ser teóricas o experimentales, pueden describir a la molécula como un todo (descriptores globales) o solo representar un fragmento presente en ella (descriptores fragmentos). Generalmente, un gran número de descriptores moleculares surgen de diferentes teorías, tales como la Teoría de Orbitales Moleculares, la Teoría de Grafos, La Mecánica Cuántica, entre otras. 

Ahora bien, puede suceder que una combinación apropiada de números describa adecuadamente la propiedad en cuestión, pero que no dejen de ser eso, solo “simples números”. Así, es requisito fundamental que los descriptores posean algún tipo interpretación química, y si ese no fuera el caso, que sí puedan derivarse en base a la estructura. Un ejemplo clásico de descriptor lo constituye el número de átomos de una especie química en la molécula, como la cantidad de átomos de carbono en una familia de bencenos o él numero de átomos de cloro en especies clorofluorocarbonadas; la cantidad de enlaces C-C puede ser otro ejemplo de descriptor. Otros descriptores relacionados con propiedades fisicoquímicas pueden ser el índice de refracción, las entalpías de vaporización (∆Hv), el coeficiente de partición octanol/agua (Kow), los puntos de ebullición, los volúmenes molares, etc.

A continuación describiremos los rasgos más relevantes de algunas de las familias de descriptores moleculares más frecuentemente utilizados en la representación de la estructura molecular. No profundizaremos en detalle en cada una de ellas debido a lo amplio y extenso del tema.

2.1. Descriptores de la Teoría de Grafos Química
La Teoría de Grafos10 es una rama de la Matemática Discreta relacionada a la topología y a la combinatoria, y está vinculada con la manera en que los objetos están conectados. Un grafo es una representación bidimensional de la molécula. Estructuralmente, un grafo puede verse como un conjunto de vértices o nodos, unidos por medio de aristas o arcos, en la representación molecular los nodos serían los átomos y las aristas los enlaces. Por ejemplo en el benceno los átomos C son los nodos y los enlaces C-C las aristas.

Los descriptores que se obtienen a partir de la Teoría de Grafos sólo proporcionan información de constitución y conectividad y, por tanto, no pueden discernir isómeros de una misma molécula. Se pueden definir diversos tipos de índices topológicos, entre los más conocidos encontramos:
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 y representa el número de vértices adyacentes al mismo.

2.2. Indices de la Teoría de la Información
A menudo sucede que gran cantidad de los índices topológicos calculados poseen alto grado de degeneración. El concepto de degeneración de un descriptor molecular se aplica a aquellos descriptores que posean el mismo valor numérico para estructuras diferentes. La Teoría de la Información13 ofrece una alternativa para disminuir el grado de degeneración de los descriptores topológicos. La aplicación se basa en darle a la molécula representada por un grafo una cierta distribución de probabilidad respecto a la complejidad que posea, y desde allí aplicar la Teoría de la Información.

2.3. Descriptores para Interacciones Químicas

Estos descriptores caracterizan las interacciones químicas14 que participan en la molécula tanto a nivel global como local, es decir, refiriéndose a un sector de la molécula o tratándola como un todo. Estas interacciones implican cambios topológicos, geométricos y electrónicos, por lo cual los descriptores suelen combinar algunos de estos aspectos.

2.4. Descriptores del Dragon

El programa Dragon15 ofrece la posibilidad de calcular un gran número de descriptores moleculares agrupados en diferentes familias. A su vez, la lista de descriptores proporcionados puede ser organizada como cerodimensionales (0D), unidimensionales (1D), bidimensionales (2D), y tridimensionales (3D); para simplificar la descripción utilizaremos esta última clasificación. Los descriptores calculados en este trabajo son obtenidos con la aplicación de este programa y son cantidades teórico-definidas; no se utilizan descriptores experimentales.

Descriptores 0D: describen solamente la constitución de la molécula, pero no dicen nada sobre la conformación ni tipo de conectividad presente. Los más simples son el número de átomos de un determinado tipo, el número de enlaces y el peso molecular, entre otros.

Descriptores 1D: describen fragmentos de las moléculas constituidos por el agrupamiento de sus átomos constituyentes.

Descriptores 2D: utilizan una función de autocorrelación bidimensional que contiene la topología del grafo, y además representa la distribución de una propiedad atómica determinada en la molécula. La propiedad atómica con la que se pesa/pondera al descriptor considera los átomos presentes en la molécula a través de la electronegatividad, masa atómica, polarizabilidad atómica, estado electrotopológico o volumen de Van der Waals, con lo cual se pueden seleccionar aquellos átomos que dan mayor peso a la variable. Estos descriptores tienen en cuenta las interacciones inter/intra-moleculares.

Descriptores 3D: esta clase tiene en cuenta los aspectos conformacionales de la estructura molecular, considerando de esta manera las propiedades estereoquímicas de las moléculas. Para su cálculo se utilizan estructuras moleculares previamente optimizadas con métodos convenientes, tales como el Método de Campos de Fuerza de la Mecánica Molecular MM+, en combinación con métodos derivados de la Mecánica Cuántica, sean ab initio o Métodos de la Teoría de Orbitales Moleculares Semiempírica. Entre estos descriptores citamos las cargas atómicas, la energía del orbital molecular más alto ocupado ( [image: image8.wmf]HOMO
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 ) y la energía del orbital molecular más bajo desocupado ( [image: image9.wmf]LUMO
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 ), entre otros.
 Un descriptor debe cumplir con un conjunto de características tales como:

i. Fácil cálculo

ii. Invarianza respecto de la traslación y la rotación

iii. Invarianza respecto a la numeración de los átomos

iv. Buena correlación con la propiedad estudiada

v. Bajo grado de correlación con otros descriptores

 3. Sobre el Diseño del Modelo

Durante el diseño de los modelos QSAR/QSPR resulta de fundamental importancia seleccionar los descriptores moleculares más influyentes para predecir la propiedad analizada. Existen dos métodos generales para la selección de descriptores moleculares. El primero de ellos consiste en valerse de la experiencia, de las características observables y perceptibles de las moléculas de estudio, y del posible mecanismo subyacente. Por ejemplo, la fotohidrólisis es una de las vías principales para la fotólisis de compuestos aromáticos hidrogenados, así varios descriptores químicocuánticos que caracterizan los enlaces C-X fueron calculados y empleados para el desarrollo de modelos QSAR que describan los rendimientos cuánticos de fotólisis de compuestos halogenados16, 17. Por otro lado, el segundo método se basa en realizar un estudio combinatorial de los descriptores estructurales y seleccionar aquellos que sean más predictivos.

La ortogonalización de los descriptores moleculares busca facilitar el desarrollo de un modelo óptimo, reduciendo así el número de descriptores objeto de análisis y la dimensión del problema matemático a tratar, por la eliminación de la intercorrelación existente entre dichas variables. Sin embargo, se ha demostrado que la calidad estadística obtenida con el uso de variables no-ortogonales no difiere de la hallada con variables ortogonales18.

Las moléculas estándares que constituyen el llamado conjunto de calibración servirán como “moléculas objetivo”, pues representan moléculas a las cuales las moléculas de validación deberán imitar, copiar, seguir, aproximarse y lo más deseable, superar en calidad predictiva19. Es preciso que las moléculas del conjunto de validación posean estructuras congruentes con las del conjunto de calibración, pues ello influirá directamente en la calidad predictiva del modelo. Una determinada selección de moléculas de calibración y de validación en conjuntos moleculares homogéneos/heterogéneos influenciará considerablemente en los resultados finales que se obtengan con posterioridad con los modelos QSAR/QSPR, y el modelo establecido tendrá algún significado estadístico en la medida que se utilicen conjuntos adecuados.
Finalmente, es esperable que un modelo sencillo que presente error de predicción de la propiedad durante la calibración supere el proceso de validación, en comparación de uno que sea más exacto y sin error de calibración, pues este último se ajusta excesivamente o “memoriza” al conjunto de calibración y de esta manera es incapaz de predecir la propiedad en cuestión durante la validación. Además, se busca que el error cometido por el modelo en la etapa de calibración sea similar al encontrado durante la etapa de su validación. Si esto se cumple, el modelo resulta más general y predictivo sobre los datos, y se asigna igual preferencia al ajuste de los datos en los conjuntos de calibración y validación.
4. Objetivo Específicos

El objetivo principal del presente Trabajo de Tesina consiste en estudiar diferentes técnicas estadísticas de clasificación molecular que permitan el armado de conjuntos moleculares de calibración y validación balanceados, es decir, conjuntos que posean similares errores de predicción de la propiedad considerada. Se busca así seleccionar la metodología que mejor funcione para poder implementarla en el trabajo de investigación QSAR/QSPR cotidiano. Para ello, se abordan las técnicas: Análisis de Agrupamiento Jerárquico20, Análisis de Componentes Principales21, Análisis Discriminante Lineal22, Análisis de Agrupamiento K-Medias23 y K-Vecinos Más Cercanos24. La formulación de relaciones estructura-actividad/propiedad está basada en la técnica del Análisis de Regresión Lineal, y considera los aspectos multidimensionales de la estructura por medio del análisis de más de mil descriptores moleculares calculados con el programa Dragon. Se compara la bondad de estos métodos clasificadores de objetos sobre tres bases de datos diferentes, a saber: solubilidades acuosas de 166 compuestos orgánicos heterogéneos tipo-droga25, 128 actividades anti-VIH-1 de compuestos heterocíclicos26-29, y 470 toxicidades acuosas en compuestos alifáticos heterogéneos30. 

5. Breve reseña

Resulta crucial establecer una adecuada clasificación molecular en todo estudio QSAR/QSPR. En el capítulo 2 estudiamos distintos métodos de reconocimiento de patrones que permiten armar conjuntos moleculares balanceados que conducen a los mejores resultados. Sin embargo, puede suceder que un método determinado pueda clasificar a las moléculas mejor en una propiedad determinada que en otra. En el Capítulo 3, presentamos las tres propiedades macroscópicas ensayadas, junto con una breve descripción de los sistemas elegidos. Los resultados obtenidos se presentan en el Capítulo 4, mientras que las conclusiones principales del trabajo aparecen en el Capítulo 5.

El siguiente esquema resume cada uno de los pasos a seguir en un estudio QSAR/QSPR.
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Capítulo 2.

Técnicas de Clasificación 
1. El Problema de la Clasificación

La clasificación es el proceso de división de un conjunto de objetos en grupos mutuamente excluyentes, de manera tal que los miembros de cada grupo se hallen lo más cerca posible el uno al otro, y los de diferentes grupos lo más lejos posible1. La cercanía se mide respecto a una determinada variable que forma la predicción. No existe en general una regla que permita definir la mejor aproximación a un problema de clasificación en particular2, 3, pero la selección adecuada de los descriptores moleculares clasificadores resulta ser esencial en la Teoría QSAR/QSPR.

Una de las estrategias más comunes para el desarrollo de relaciones cuantitativas específicas está basada en la clasificación de moléculas según su funcionalidad química, lo cual resulta sencillo desde el punto de vista práctico. Sin embargo, puede suceder que dos moléculas determinadas tengan los mismos grupos funcionales y distinto valor en sus propiedades macroscópicas, lo que hace este esquema de clasificación un tanto problemático.

Entre las técnicas de clasificación de datos más difundidas en la literatura encontramos al Análisis de Componentes Principales (PCA)4, Análisis Discriminante (DA)5, Análisis de Agrupamiento (CA)6, y otras pertenecientes al campo de las Redes Neuronales (ANN), como pueden ser las Redes Neuronales de Retro-Propagación (BPNN)7 o los Mapas de Auto-Organización de Kohonen (SOM)8. Por su parte, la Teoría de la Lógica Difusa (FLT)9, 10 representa una herramienta alternativa del área de la Inteligencia Artificial aplicable a problemas de clasificación, y que consigue modelar razonablemente conceptos difusos relacionados a la incerteza o imprecisión. Dentro de dicha teoría se han reportado los algoritmos de Agrupamiento Difuso (FC)11 y de Partición Difusa Adaptativa (AFP)12.

El diseño de conjuntos moleculares balanceados posee gran interés como paso previo al tratamiento racional QSAR/QSPR. En este capítulo describimos de manera general los métodos estudiados/aplicados en el presente Trabajo de Tesina, a saber: Análisis de Agrupamiento Jerárquico, Análisis de Componentes Principales, Análisis Discriminante Lineal, Análisis de Agrupamiento K-Medias y K-Vecinos Más Cercanos. Si bien no se han explorado totalmente las numerosas técnicas que hoy por hoy aparecen en la literatura, tratamos de considerar el mayor número de ellas. 

2. Análisis de Componentes Principales (PCA)

Uno de los problemas inherentes en Estadística Multivariable es la dificultad de visualización de datos que dependen de gran cantidad de variables. Si bien un simple gráfico en dos o tres dimensiones facilita la interpretación, la existencia de cuatro o más variables dificulta la visualización de las relaciones existentes. Afortunadamente, en un conjunto de datos con muchas variables los grupos de variables a menudo se mueven juntos. Una consecuencia de ello es que más de una variable puede ser la fuerza impulsora que gobierna el comportamiento del sistema, con lo cual estamos frente a un problema de redundancia de información. 

Es posible simplificar la dimensión del problema matemático mediante la sustitución de un grupo de variables correlacionadas (X) por una única nueva variable (PC). El Análisis de Componentes Principales es un método cuantitativamente riguroso basado en la correlación de los datos, utilizado para llevar a cabo esta simplificación. El método genera un nuevo conjunto de variables, llamadas componentes principales (PC). Cada uno de los PC es una combinación lineal de las D variables originales, y que resultan ortogonales entre sí, con lo cual no existe información redundante:
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En esta ecuación, PCi es el i-ésimo componente principal, y [image: image12.wmf],
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 es el coeficiente de la j-ésima variable para ese componente.

El número de componentes principales coincide con el número de variables independientes utilizadas para derivarlos. En la práctica, para un problema particular se selecciona el número de PC de manera que la suma de las varianzas de los primeros PC exceda el 80% de la varianza total de los datos originales. Cada componente principal se extrae en orden decreciente de varianza explicada por tal componente en el conjunto de datos. Una vez que se ha eliminado la redundancia, sólo los primeros componentes son requeridos para describir la mayor parte de la información contenida en el conjunto original de datos. Este enfoque ayuda a separar los componentes importantes de aquellos que sólo expliquen una variabilidad al azar.

Existen infinitas formas de construir una base ortogonal para el espacio de los datos, por lo cual: ¿qué hay de especial en el conjunto de componentes principales? Aquí, el primer componente principal (PC1) es un eje sencillo cuya dirección es convenientemente elegida en el espacio. Cuando se proyecta cada observación sobre el eje PC1, los valores resultantes forman una nueva variable denominada coordenada PC1, cuya varianza es máxima respecto de toda posible elección del primer eje. El segundo componente (PC2) es otro eje perpendicular al primero; si se proyectan las observaciones sobre este eje se genera una nueva variable denominada coordenada PC2, cuya varianza es la máxima entre todas las opciones posibles del segundo eje. Los componentes restantes se toman ortogonales a los previamente seleccionados y describen la varianza máxima de los datos.

Ventajas y desventajas del método PCA

Ventajas:

· Puede constituir un camino para determinar la dimensionalidad efectiva de un conjunto de datos. 

· Al ser los PC ortogonales entre sí, las comparaciones hechas entre objetos con respecto a sus coordenadas en un dado PCi no están correlacionadas con comparaciones que estén basadas en las coordenadas en otro PCj. 

Desventajas

· Es frecuente no encontrar interpretación alguna de los componentes obtenidos. Cada componente es una combinación lineal de variables que reflejan distintas características de las observaciones.
· Los componentes principales no son invariantes a transformaciones lineales de las variables. Por lo tanto, las componentes se modifican si las variables se estandarizan.
3. Análisis Discriminante Lineal (LDA)

En el Análisis Discriminante, el punto de partida es un conjunto de objetos clasificados en dos o más grupos. De estos objetos, se conocen sus variables atributo. Al reconocer de antemano la existencia de estos grupos, parece lógico pensar que existen variables cuyo valor numérico determina la pertenencia a uno u otro grupo. Los objetivos del Análisis Discriminante son:

i.  La identificación de variables atributo que mejor discriminen entre los grupos y la evaluación del poder discriminante de cada una de ellas.

ii. Asignar, con un cierto grado de riesgo, un objeto del que no se conoce su clasificación y del que se conocen las variables atributo.

Como técnica de análisis de dependencia, LDA permite obtener un modelo lineal de causalidad en el cual la variable dependiente puede ser métrica o categórica, y las variables independientes son métricas, continuas y determinan a qué grupo pertenecen los objetos. Se trata de encontrar relaciones lineales entre las variables que mejor discriminen a los grupos iniciales de objetos. Además, se trata de definir una regla de decisión que asigne un nuevo objeto a uno de los grupos prefijados. Para más información sobre el método LDA y la manera con que asignan objetos, ver Apéndice, sección I.

Ventajas y desventajas del método LDA

Ventajas:
· La técnica LDA es fácil de aplicar.

· Las probabilidades de pertenencia a un grupo dado son fáciles de obtener.

· Está disponible en muchos programas estadísticos.

Desventajas:

· Las suposiciones de normalidad e igualdad de varianzas no siempre se cumplen en las variables del modelo.

· La clasificación de nuevas observaciones no es muy eficiente a medida que se incrementa el número de variables del modelo. Se acostumbra a seleccionar variables antes de aplicar LDA.

· Requiere que se especifiquen los grupos del conjunto de entrenamiento del modelo con clases prefijadas.

4. Análisis de Agrupamiento

 El análisis de agrupamiento, también llamado análisis de segmentación o análisis de taxonómico, crea grupos o agrupaciones de datos. Estas agrupaciones están formadas de tal manera que los objetos en el mismo grupo son muy similares y los objetos en grupos diferentes son muy distintos. Podemos encontrar distintos tipos de análisis, divididos generalmente en dos grandes categorías:

· Jerárquicos: construyen una jerarquía de agrupamiento

· Particionamiento: el número de grupos se determina de antemano y las observaciones se asignan a tales grupos según su proximidad o cercanía.

4.1. Análisis de Agrupamiento Jerárquico (HCA)
Agrupa los objetos mediante la creación de un árbol jerárquico o dendrograma. El árbol no es simplemente un conjunto de grupos, sino más bien una jerarquía de múltiples niveles, donde los agrupamientos en un nivel dado aparecen unidos como agrupamientos del nivel siguiente. Ello permite decidir el nivel o grado de agrupamiento que resulta más apropiado para la aplicación particular. Uno de los pasos más importantes del HCA lo constituye la búsqueda de similitud o disimilitud entre los objetos en el conjunto de datos, por lo cual existe una gran variedad de formas de calcular esta medida. Para llevar a cabo un HCA se sigue el procedimiento a continuación:

a. Encontrar la similitud o disimilitud entre los objetos

En este paso se calcula la distancia entre cada par de objetos para un método de medida definido. En el caso de un conjunto de datos formado por M objetos, existen [image: image13.wmf](1)
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 pares posibles, y las distancias generadas para dichos pares conducen a una matriz distancia o disimilaridad. La medida de distancia entre objetos más comúnmente utilizada es la distancia Euclídea. Sin embargo, uno podría utilizar otras opciones como: distancia Euclídea estandarizada, distancia Mahalanobis, distancia Manhattan, o distancia Minkowski, entre otras, más información en Apéndice, sección II. A veces sucede que en el conjunto de datos utilizados las variables poseen diferentes escalas o diferentes unidades. Estas discrepancias pueden influir directamente a la hora de realizar el cálculo de proximidad, por lo cual como paso previo al cálculo de la matriz distancia es posible estandarizar/normalizar los valores de los datos a fin de utilizar la misma escala proporcional.

b. Agrupar los objetos en el dendrograma

En este paso se enlazan los objetos o agrupamientos más próximos entre sí, mediante una función de enlace o vinculación. La función de vinculación utiliza la información de las distancias obtenidas en el paso anterior, y asocia inicialmente los pares de objetos más próximos en grupos binarios. A continuación, vincula estos grupos con otros objetos más lejanos para crear agrupamientos binarios de mayor tamaño, hasta que todos los objetos del conjunto de datos original forman el árbol jerárquico. Existen diferentes métodos de vinculación disponibles, los métodos difieren entre sí en la forma de medir la distancia entre agrupamientos. Por ejemplo, el método de Vinculación Individual utiliza la distancia más cercana entre pares de objetos o grupos; otro caso como el método de Vinculación Promedio utiliza la distancia promedio entre todos los elementos en cualquiera de las dos agrupaciones, etc. Más detalles se presentan en el Apéndice, sección III.

c. Especificar el grado de agrupamiento buscado

En general, pueden crearse agrupamientos de datos si se detectan agrupaciones naturales en el árbol jerárquico, o sino a través de realizar un corte horizontal arbitrario del dendrograma. En este último caso, se busca que el corte horizontal intersecte las líneas verticales del gráfico, y esto genera el número de grupos dependiente de la posición del corte.

d.1. Representación gráfica de HCA: dendrograma

La jerarquía creada a través de la generación de agrupamientos binarios mediante las funciones de vinculación puede ser fácilmente entendida cuando se visualiza gráficamente. El dendrograma resultante tiene la siguiente estructura:
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En la figura, los números a lo largo del eje horizontal representan los índices de los objetos en el conjunto de datos original, mientras que el eje vertical mide la distancia. La vinculación entre objetos o grupos se representa como líneas en forma de U invertidas. La altura de U señala la distancia entre grupos.

d.2. Verificación de disimilaridad

En un árbol de agrupamiento jerárquico, cualquier par de objetos en el conjunto de datos original está eventualmente vinculado en algún nivel. La altura de la vinculación en el dendrograma representa la distancia entre ambos objetos, y es conocida como la distancia cofenética para el par de objetos. Una manera de medir la bondad o precisión del árbol de agrupamiento es comparar las distancias cofenéticas con las distancias generadas en la primera etapa del análisis (punto a). Si el agrupamiento es válido, la vinculación de objetos en el árbol jerárquico debería tener una fuerte correlación con la distancia entre objetos. El coeficiente de correlación cofenético compara ambas distancias, y un valor cercano al valor uno sugiere que la solución de agrupamiento encontrada representa a los datos.

d.3. Verificación de consistencia

Una manera de detectar divisiones naturales en los datos es comparar las alturas de cada enlace en el árbol jerárquico con las alturas de los enlaces vecinos que se encuentran por debajo. Un enlace que está aproximadamente a la misma altura que un enlace que se encuentra por debajo sugiere que no hay divisiones claras entre los objetos unidos. Se dice que estas vinculaciones presentan un alto nivel de consistencia, pues la distancia entre los objetos que se han unido es semejante a la distancia entre los objetos que contienen. Por otro lado, un enlace cuya altura difiere notablemente de la altura de los enlaces inferiores indica que los objetos unidos a ese nivel están mucho más separados entre sí de lo que estaban sus componentes cuando se los unió. En el análisis, los vínculos inconsistentes pueden indicar los bordes de una división natural en el conjunto de datos, pues detectan regiones donde la similaridad entre objetos o grupos cambia abruptamente. 
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El coeficiente de inconsistencia compara la altura de un vínculo en un árbol jerárquico con el promedio de las alturas de los vínculos que están por debajo de él y permite cuantificar la inconsistencia relativa. Los vínculos que unen distintos agrupamientos tienen altos coeficientes de inconsistencia, a diferencia de aquellos que unen grupos indistintos, que tienen un bajo valor del coeficiente.
Ventajas y desventajas del método HCA
Ventajas:

· La medida de la distancia es el único factor que determina al agrupamiento.

· No es un método iterativo, por lo que no se necesitan soluciones iniciales y no existen problemas de optimización que conduzcan a mínimos locales.

· No presenta una sensibilidad apreciable en presencia de ruidos (objetos que posean cierta ambigüedad respecto al agrupamiento al cual pertenecen)13.

Desventajas:

· Resulta ser un método gráfico, más que analítico. El número de agrupamientos óptimo (K) se obtiene por inspección del gráfico.

· Requiere que se especifiquen los grupos del conjunto de entrenamiento del modelo.

· La interpretación de los resultados de HCA es menos directa. Es necesario armar el dendrograma y recién ahí se podrá saber la clasificación asignada a cada objeto.
4.2. Análisis de Agrupamiento K-Medias

En este método de agrupamiento se particionan los datos de una matriz X en K grupos mutuamente excluyentes. A diferencia de la técnica HCA, el método K-Medias opera sobre observaciones reales en lugar de considerar medidas de disimilitud entre objetos o grupos, y crea por tanto un único nivel de agrupaciones14. Esto hace que K-Medias sea a menudo más conveniente que el agrupamiento jerárquico si se aplica para la clasificación de gran cantidad de datos.

El K-Medias trata cada observación como un objeto que tiene una ubicación en el espacio. Luego de realizar un proceso iterativo, identifica una partición tal que los objetos dentro de cada agrupamiento estén ubicados lo más cerca posible el uno al otro, y también lo más lejos posible a otros grupos. Por supuesto, es posible elegir la medida de la distancia y ello dependerá del tipo de datos que se analicen. Cada agrupamiento de la partición se caracteriza por sus objetos miembros y por su centroide o centro. El centroide para cada agrupamiento es el punto en el que la suma de las distancias de todos los objetos en tal agrupamiento se hace mínima. El tipo de distancia utilizada en forma predeterminada suele ser Euclídea, pero al igual que en HCA es posible escoger distintas opciones. El cálculo de los centroides proporciona diferente resultado dependiente del tipo de medida de distancia empleado. La ubicación final del centroide se determina a través de un proceso iterativo, que generalmente converge a una solución que es mínimo local en la primera etapa del cálculo, pero en la segunda etapa en la mayoría de los casos alcanza un mínimo global, para más información ver Apéndice, sección IV.

Para tener una idea de la calidad de las agrupaciones generadas por K-Medias, se define el valor silueta para cada objeto i (s(i)). El valor silueta representa una medida de la similitud que tiene un objeto situado en un grupo dado respecto a otros pertenecientes a grupos vecinos. Su valor numérico cae en el intervalo [-1 1]. Un valor silueta cercano a 1 indica la buena asignación del objeto al agrupamiento, en tanto la disminución del indicador empeora la calidad de la asignación. Si s(i) es cercano a cero, resulta indistinto asignar el punto i a un grupo o a otro grupo vecino. Si s(i) es negativo, sugiere que el objeto se asignó a un grupo erróneo. La definición del parámetro silueta se presenta en el Apéndice, sección V. 

A partir de la comparación de la magnitud de los valores silueta, es posible ajustar el valor de K a utilizarse en la clasificación. El siguiente gráfico silueta constituye un ejemplo.
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 El gráfico representa el número de agrupamientos producidos en función del paramétro silueta. Se aprecia que muchos de los objetos en el tercer agrupamiento tienen s(i)>0.6, por lo que dicho grupo está bien resuelto de las agrupaciones vecinas. No obstante, se puede observar que el primer grupo tiene muchos objetos con valores menores de s(i), y que el segundo grupo presenta inclusive unos pocos valores negativos del parámetro, lo que manifiesta que estos dos agrupamientos no están bien separados.
Ventajas y desventajas del método K-Medias
Ventajas:

· K-Medias puede producir agrupamientos más estrictos que HCA, especialmente si los agrupamientos son de tipo globular15.

· K-Medias es un método más analítico, si se compara con HCA.

· La determinación de los centroides es automática y no se requiere información adicional sobre las clases presentes en el conjunto original de datos.

Desventajas:

· Fijar el número de agrupamientos puede hacer dificultosa la selección del valor óptimo de la variable K. 

· Alta sensibilidad a la posición inicial de los centroides de las agrupaciones en el método iterativo. Con el fin de obtener una solución óptima, se deben realizar varias pruebas con distintas posiciones iniciales de los centroides.

· No funciona bien con agrupamientos no-globulares.

4.3. Análisis K-Vecinos Más Cercanos (K-NN)

El análisis de vecinos más cercanos consiste en estimar el valor de un dato desconocido a partir de las características del dato más próximo, según una medida de similitud o distancia16. Este análisis tiene propiedades estadísticas bien establecidas y es fácil de aplicar a sistemas reales17. El método de vecinos más cercanos se puede extender si se utiliza no uno, sino un conjunto de datos más cercanos para predecir el valor del nuevo dato, en lo que se conoce como K-vecinos más cercanos.

El K-NN asume que todos los objetos pertenecen a un conjunto de calibración predeterminado, y mediante una medida de distancia elegida se determinan los K objetos más cercanos al objeto que se desea clasificar. Se trata de un algoritmo de aprendizaje inductivo supervisado, en el que se genera una función que asigna las entradas a salidas deseadas. Esto significa que el conjunto de calibración incluye, además de las propiedades multidimensionales utilizadas para el reconocimiento (variables atributo), clasificadores para predecir la clase a la que pertenecen los datos de entrada. Por ejemplo, un objeto es asignado a una determinada clase si ésta es la clase más frecuente entre los K objetos de entrenamiento más cercanos. 
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El método K-NN supone que los vecinos más cercanos conducen a la mejor clasificación, esto se hace al considerar todas las variables atributos. El problema de tal suposición es que es posible que existan varios atributos irrelevantes que dominen sobre la clasificación, así los atributos relevantes pierden peso de decisión y la clasificación es incorrecta. Para resolver la cuestión, es posible asignar un peso a las distancias de cada atributo, que transfiere mayor importancia a los atributos más relevantes. Otra posibilidad es tratar de asignar los pesos con objetos conocidos de entrenamiento.

La mejor elección del valor de K depende fundamentalmente de los datos; generalmente los valores altos de K reducen el efecto de ruido en la clasificación, pero crean límites entre clases parecidas. El valor más adecuado de esta variable corresponde a aquel que provea la mejor clasificación de los datos para la aplicación concreta. La exactitud del algoritmo K-NN puede ser profundamente degradada por la presencia de ruido o características irrelevantes, por lo que todos los datos deben estar apropiadamente estandarizados.

Ventajas y desventajas
 Ventajas:

· Simple uso. Como existe un conjunto de entrenamiento con la clasificación de objetos preestablecida en el mismo, la clasificación de nuevos objetos sólo implica la medida de la distancia entre objetos y no requiere de un cálculo iterativo.
· Debido a que se cuenta con más información inicial, la clasificación debería ser más exacta, si las clases iniciales impuestas son las correctas.
 Desventajas:

· Requiere información adicional, pues es necesaria la asignación de un conjunto de entrenamiento, para lo cual se debe conocer de antemano las clases iniciales; esta información no siempre está disponible.
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Capítulo 3.

Conjuntos Moleculares Ensayados
1. Agentes Anti-VIH-1 Basados en la Inhibición del Receptor CCR5 
A pesar del gran esfuerzo mundial para prevenir la propagación del Virus de la Inmunodeficiencia Humana de tipo 1 (VIH-1), el número de personas infectadas con VIH-1 sigue en ascenso1. El desarrollo de la terapia antirretroviral combinada con los inhibidores de la Transcriptasa Reversa del VIH-1 y los inhibidores de la Proteasa han proporcionado un método clínicamente eficaz de supresión de la carga viral en individuos infectados con VIH-1, lo cual se ha traducido en una drástica reducción de la morbilidad y la mortalidad causada por el virus2. A pesar de ello, las terapias no son curativas3 y el VIH se replica nuevamente cuando el tratamiento cesa4. Por otro lado, la complejidad de los regímenes de dosificación y la corriente toxicidad del tratamiento anti-VIH-1 hacen que sea difícil mantener al paciente en conformidad5. Además, la resistencia a los fármacos disponibles en la actualidad se hace cada vez mayor6. Por tanto, es necesario identificar nuevas clases de agentes con mayor eficiencia y menor grado de toxicidad.

El reciente avance en el conocimiento de los receptores de quimiocina que funcionan como co-receptores del VIH-1 proporciona una nueva estrategia para controlar la infección con VIH-1. La CC quimiocina receptora de tipo 5, conocida como CCR5, es una proteína que en los humanos está codificada por el gen CCR5. El VIH comúnmente utiliza CCR5 como co-receptor para entrar en sus células de destino. Varios receptores de quimiocinas pueden funcionar como co-receptores virales, pero es probable que CCR5 sea el co-receptor fisiológicamente más importante durante la infección natural. En las personas infectadas con VIH, CCR5 es la especie que predomina durante las primeras etapas de la infección viral7. Ello sugiere que estos co-receptores pueden tener una ventaja selectiva durante la transmisión o la fase aguda de esta enfermedad. 

La remoción del par de base 32 en el gen CCR5 (CCR5∆32) genera un receptor no funcional, y los individuos CCR5∆32 homocigotas son altamente resistentes a la infección por VIH-1; este defecto no representa un problema de salud significativo8-10. Por su parte, las personas infectadas heterocigotas para el gen CCR5 defectuoso han retrasado la progresión de la enfermedad11. Estas observaciones sugieren que los antagonistas del CCR5, que funcionan como inhibidores de la entrada del VIH-1, podrían ser importantes agentes terapéuticos.

En la Tabla 1 se presentan los 128 compuestos orgánicos heterocíclicos12-15 antagonistas del CCR5 analizados, junto con sus actividades anti-VIH-1 experimentales. La propiedad se reporta como [image: image18.wmf]1050
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 y se relaciona con la concentración requerida para alcanzar el 50% de inhibición de CCR5.

2. Solubilidades Acuosas de Compuestos Orgánicos Tipo-Droga

El agua es el constituyente principal de todo ser vivo: sin ir más lejos, el cuerpo humano posee aproximadamente el 60% de su masa en forma de agua16. El comportamiento de una droga en agua gobierna ciertas cuestiones de captación, movimiento y eliminación dentro del cuerpo (por ejemplo, la absorción oral y el movimiento a través de la sangre), que afectan indudablemente las etapas de desarrollo de fármacos en la industria, así como las simples cuestiones de ‘selección de alto rendimiento’ de drogas en las primeras etapas de su investigación. En el pasado, los programas de desarrollo de drogas se basaban exclusivamente en su actividad biológica y su potencial como fármaco, sin tener en cuenta aspectos relacionados a la toxicidad y fármacocinética, por tanto en las últimas etapas el proceso fracasaba17.

Hoy día se sabe que diversas propiedades fisicoquímicas están directamente relacionadas con la biodisponibilidad del fármaco. Por muchas razones, la solubilidad acuosa, junto con la acidez, la lipoficidad y la estabilidad, se destaca entre las propiedades fisicoquímicas claves en la búsqueda de compuestos con posible actividad farmacológica, entre las cuales se citan: 
Tabla. 1. Estructuras moleculares y [image: image19.wmf]1050

log[nM]

IC

-

 experimentales para antagonistas de CCR5.
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	N
	N
	X
	R1
	R2
	R3
	posición
	Exp.

	1
	3
	
	
	
	
	
	5.721

	2
	4
	
	
	
	
	
	5.495

	3
	5
	
	
	
	
	
	5.301

	4
	
	CH
	Ph
	
	
	
	5.443

	5
	
	COH
	4-Cl-Ph
	
	
	
	5.284

	6
	
	1H-indeno
	
	
	
	
	5.678

	7
	
	CH
	CH2Ph
	
	
	
	6.318

	8
	
	N
	CH2Ph
	
	
	
	5.721

	9
	
	Estireno
	
	
	
	
	5.921

	10
	
	CH
	(CH2)2Ph
	
	
	
	5.958

	11
	
	CH
	OPh
	
	
	
	5.796

	12
	
	CH
	OCH2Ph
	
	
	
	5.824

	13
	
	CH
	CH2 (4-F-Ph)
	
	
	
	6.508

	14
	0
	
	2-Me
	H
	
	
	5.328

	15
	0
	
	3-Me
	H
	
	
	6.796

	16
	0
	
	4-Me
	H
	
	
	7.051

	17
	0
	
	4-t-Bu
	H
	
	
	6.796

	18
	0
	
	3,4-(CH2)3
	H
	
	
	6.745

	19
	0
	
	4-MeO
	H
	
	
	5.824

	20
	0
	
	3-Cl
	H
	
	
	6.921

	21
	0
	
	4-Cl
	H
	
	
	5.921

	22
	0
	
	3,4-diCl
	H
	
	
	7.244

	23
	0
	
	3-Cl, 4-F
	H
	
	
	6.222

	24
	0
	
	3,4-diF
	H
	
	
	5.678

	25
	0
	
	3-CF3
	H
	
	
	6.292

	26
	0
	
	4-CF3
	H
	
	
	5.456

	27
	0
	
	3-CN
	H
	
	
	5.387

	28
	1
	
	H
	H
	
	
	6.508

	29
	0
	
	3,4-diCl
	F
	
	
	7.301

	30
	
	
	n-Bu
	H
	
	
	6.886

	31
	
	
	c-Hex
	H
	
	
	6.958

	32
	
	
	c-HexCH2
	H
	
	
	6.638

	33
	
	
	Ph
	H
	
	
	6.508

	34
	
	
	PhCH2
	H
	
	
	7.420

	35
	
	
	2-Cl-PhCH2
	H
	
	
	7.481

	36
	
	
	3-Cl-PhCH2
	H
	
	
	7.065

	37
	
	
	4-Cl-PhCH2
	H
	
	
	6.657

	38
	
	
	4-Me-PhCH2
	H
	
	
	6.481

	39
	
	
	Ph(CH2) 2
	H
	
	
	6.443

	40
	
	
	(furano-2-il)CH2
	H
	
	
	7.086

	41
	
	
	(piridin-4-il)CH2
	H
	
	
	6.619

	42
	
	
	H
	H
	
	
	6.244

	43
	
	
	CF3CH2
	H
	
	
	7.125

	44
	
	
	2-Me-PhCH2
	H
	
	
	7.468

	45
	
	
	PhCH2
	3Cl
	
	
	7.356

	46
	
	
	PhCH2
	3,4-diCl
	
	
	7.366

	47
	
	
	PhNH
	
	
	
	7.745

	48
	
	
	PhCH2NH
	
	
	
	6.824

	49
	
	
	c-HexNH
	
	
	
	7.619

	50
	
	
	n-PrNH
	
	
	
	7.207

	51
	
	
	PhN(Me)
	
	
	
	5.180

	52
	
	
	Ph
	
	
	
	5.638

	53
	
	
	PhCH2
	
	
	
	6.347

	54
	
	
	Ph(CH2)2
	
	
	
	6.036

	55
	
	
	PhCH2O
	
	
	
	5.699

	56
	
	
	Cl
	H
	H
	
	8.229

	57
	
	
	Cl
	H
	F
	
	8.108

	58
	
	
	F
	H
	F
	
	7.886

	59
	
	
	Br
	H
	F
	
	7.745

	60
	
	
	Me
	H
	F
	
	8.180

	61
	
	
	i-Pr
	H
	F
	
	7.119

	62
	
	
	CF2
	H
	F
	
	7.854

	63
	
	
	NC
	H
	F
	
	7.824

	64
	
	
	EtOCO
	H
	F
	
	6.553

	65
	
	
	HOCO
	H
	F
	
	6.456

	66
	
	
	H2NCO
	H
	F
	
	7.537

	67
	
	
	MeO
	H
	F
	
	7.523

	68
	
	
	MeS
	H
	F
	
	7.824

	69
	
	
	MeSO2
	H
	F
	
	7.585

	70
	
	
	Cl
	4-Me
	H
	
	7.958

	71
	
	
	Cl
	3-Cl
	H
	
	7.721

	72
	
	
	Cl
	3,4-diCl
	H
	
	7.207

	73
	
	
	Cl
	H
	SO2Me
	
	8.921

	74
	
	
	Cl
	H
	SO2 (morfolino)
	
	9.000

	75
	
	
	Cbz
	
	
	4
	7.318

	76
	
	
	H
	
	
	4
	5.366

	77
	
	
	Ac
	
	
	4
	7.796

	78
	
	
	i-PrCO
	
	
	4
	7.409

	79
	
	
	Bz
	
	
	4
	7.481

	80
	
	
	Ms
	
	
	4
	7.398

	81
	
	
	Cbz
	
	
	3
	5.921

	82
	
	
	H
	
	
	3
	6.108

	83
	
	
	Ac
	
	
	3
	6.167

	84
	
	
	Ms
	
	
	3
	6.745

	85
	
	
	Ac
	3-Cl
	F
	
	8.523

	86
	
	
	Ac
	4-Me
	F
	
	8.553

	87
	
	
	Ac
	3,4-diCl
	H
	
	8.721

	88
	
	
	Ac
	3,4-diCl
	F
	
	8.921

	89
	
	
	Ac
	3-Cl, 4-Me
	H
	
	9.207

	90
	
	
	Ac
	3-Cl, 4-Me
	F
	
	9.537

	91
	
	
	Ac
	3-Cl, 4-i-Pr
	F
	
	7.745

	92
	
	
	Ac
	3-Cl, 4-MeO
	F
	
	7.523

	93
	
	
	Ms
	3,4-diCl
	F
	
	8.481

	94
	
	
	Ms
	3-Cl, 4-Me
	F
	
	9.301

	95
	4
	
	
	
	
	
	7.284

	96
	2
	
	
	
	
	
	6.318

	97
	
	
	CF3
	
	
	
	8.060

	98
	
	
	NO2
	
	
	
	8.619

	99
	
	
	NH2
	
	
	
	8.036

	100
	
	
	NHAc
	
	
	
	8.229

	101
	
	
	NHMs
	
	
	
	8.657

	102
	
	
	Morfolino
	
	
	
	8.553

	103
	
	
	OMe
	
	
	
	8.102

	104
	
	
	SMe
	
	
	
	8.508

	105
	
	
	SO2Me
	
	
	
	8.657

	106
	
	
	SO2Et
	
	
	
	8.721

	107
	
	
	SO2i-Pr
	
	
	
	8.824

	108
	
	
	SO2NH2
	
	
	
	8.468

	109
	
	
	SO2NHMe
	
	
	
	8.824

	110
	
	
	SO2NMe2
	
	
	
	8.921

	111
	
	
	SO2 (morfolino)
	
	
	
	8.886

	112
	
	S
	Ac
	3,4-diCl
	4-F
	
	8.769

	113
	
	SO
	Ac
	3,4-diCl
	4-F
	
	8.495

	114
	
	SO2
	Ac
	3,4-diCl
	4-F
	
	8.537

	115
	
	NH
	Ac
	3,4-diCl
	4-F
	
	7.698

	116
	
	NHSO2
	Ms
	3,4-diCl
	4-F
	
	8.337

	117
	
	NHCO
	Ms
	3,4-diCl
	4-F
	
	6.136

	118
	
	CH2
	Ms
	3,4-diCl
	4-CN
	
	8.769

	119
	
	CH2
	Ms
	3,4-diCl
	4-CO2Me
	
	8.337

	120
	
	CH2
	Ms
	3,4-diCl
	4-CO2H
	
	7.180

	121
	
	CH2
	Ms
	3,4-diCl
	4-CONH2
	
	8.050

	122
	
	CH2
	Ms
	3,4-diCl
	3-CONH2
	
	8.553

	123
	
	CH2
	Ms
	3,4-diCl
	2-CONH2
	
	7.921

	124
	
	CH2
	Ms
	3,4-diCl
	4-CONHMe
	
	8.292

	125
	
	CH2
	Ms
	3,4-diCl
	4-CONHt-Bu
	
	7.958

	126
	
	CH2
	Ms
	3,4-diCl
	4-CONMe2
	
	7.721

	127
	
	CH2
	Ac
	3,4-diCl
	4-CONH2
	
	8.420

	128
	
	CH2
	Ac
	3-Cl, 4-Me
	4-CONH2
	
	8.456


Grupos funcionales: Metilo (Me), Etilo (Et), Butilo (Bu), Propilo (Pr), Fenilo (Ph), Benzoílo (Bz), Acetato (Ac), Benciloxicarbonilo (Cbz), Mesilo (Ms).

1. Para exhibir actividad farmacológica, los compuestos deben ser solubles en los fluidos fisiológicos intestinales que se presentan en el sitio de absorción. La solubilidad acuosa es un indicador importante para la solubilidad en fluidos intestinales y para su biodisponibilidad18.

2. Pueden obtenerse conclusiones erróneas respecto a la eficiencia o la toxicidad por una inesperada baja solubilidad o precipitación de la droga. La solubilidad también es clave durante las pruebas in vitro18-20.

3. La baja solubilidad contribuye a extender los límites de tiempo en el desarrollo del fármaco18-22.

4. Los compuestos con alta solubilidad son más fácilmente metabolizados y eliminados del organismo.

La Tabla 2 reúne al conjunto molecular estudiado que presenta alto grado de diversidad estructural, y contiene 166 compuestos orgánicos tipo-droga23. Los valores de solubilidades acuosas experimentales a 298 K se expresan como [image: image21.wmf]1
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Tabla. 2. Estructuras moleculares y [image: image22.wmf]1
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 experimentales para compuestos tipo-droga.
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	N
	Exp.
	N
	Exp.
	N
	Exp.
	N
	Exp.

	1
	0.079
	51
	-0.495
	101
	-3.070
	151
	0.026

	2
	-1.337
	52
	-3.522
	102
	-2.795
	152
	-1.392

	3
	-1.230
	53
	-0.701
	103
	0.845
	153
	-1.003

	4
	-1.823
	54
	-1.657
	104
	-0.648
	154
	-1.588

	5
	-0.056
	55
	-0.523
	105
	-1.397
	155
	-1.610

	6
	0.826
	56
	0.602
	106
	0.633
	156
	-2.136

	7
	0.477
	57
	1.914
	107
	2.770
	157
	-1.826

	8
	-4.173
	58
	0.000
	108
	0.933
	158
	-0.397

	9
	3.352
	59
	1.934
	109
	2.396
	159
	-0.841

	10
	0.623
	60
	-0.821
	110
	1.079
	160
	-3.125

	11
	0.806
	61
	-0.767
	111
	1.698
	161
	0.077

	12
	-0.009
	62
	0.301
	112
	-1.853
	162
	-5.530

	13
	-0.652
	63
	0.000
	113
	-0.602
	163
	-4.247

	14
	2.221
	64
	0.204
	114
	1.519
	164
	-1.301

	15
	-2.113
	65
	1.698
	115
	1.658
	165
	0.663

	16
	2.698
	66
	-0.051
	116
	-0.495
	166
	-1.397

	17
	2.806
	67
	-0.854
	117
	-0.523
	
	

	18
	1.872
	68
	-1.886
	118
	1.857
	
	

	19
	0.013
	69
	-0.951
	119
	1.397
	
	

	20
	1.414
	70
	-0.161
	120
	2.557
	
	

	21
	2.214
	71
	-1.051
	121
	1.929
	
	

	22
	0.780
	72
	-1.853
	122
	0.301
	
	

	23
	1.294
	73
	-0.080
	123
	1.053
	
	

	24
	0.258
	74
	-1.673
	124
	-1.045
	
	

	25
	-0.620
	75
	-3.610
	125
	0.146
	
	

	26
	2.301
	76
	-3.096
	126
	0.301
	
	

	27
	0.700
	77
	-1.823
	127
	1.187
	
	

	28
	-3.239
	78
	-0.301
	128
	1.536
	
	

	29
	-3.000
	79
	0.079
	129
	2.146
	
	

	30
	-0.220
	80
	0.079
	130
	1.079
	
	

	31
	-0.187
	81
	-1.728
	131
	-2.000
	
	

	32
	1.556
	82
	2.698
	132
	0.017
	
	

	33
	-0.222
	83
	-2.397
	133
	-2.221
	
	

	34
	2.698
	84
	-0.426
	134
	-1.124
	
	

	35
	2.522
	85
	-2.850
	135
	1.763
	
	

	36
	0.912
	86
	0.398
	136
	0.769
	
	

	37
	0.699
	87
	-0.699
	137
	0.079
	
	

	38
	1.301
	88
	-1.301
	138
	1.698
	
	

	39
	0.699
	89
	1.623
	139
	0.846
	
	

	40
	-2.000
	90
	-0.125
	140
	-0.444
	
	

	41
	-0.225
	91
	-6.000
	141
	0.699
	
	

	42
	-1.958
	92
	-3.699
	142
	-0.367
	
	

	43
	0.873
	93
	-2.656
	143
	1.103
	
	

	44
	-0.585
	94
	-3.046
	144
	0.431
	
	

	45
	-0.495
	95
	-2.318
	145
	0.057
	
	

	46
	-3.397
	96
	-0.854
	146
	-5.376
	
	

	47
	-4.000
	97
	-1.252
	147
	-0.102
	
	

	48
	-0.658
	98
	2.041-
	148
	0.886
	
	

	49
	-1.209
	99
	2.747-
	149
	2.665
	
	

	50
	1.012
	100
	2.000-
	150
	-1.216
	
	


3. Toxicidades Acuosas de Compuestos Alifáticos Heterogéneos
La evaluación del efecto adverso que presentan las sustancias químicas resulta ser de sumo interés en todos los aspectos regulatorios de la Ciencia, y vale para los efectos que exhiben los compuestos liberados en el medio ambiente como así también para las consecuencias en la salud humana. Los primeros estudios QSAR en el campo de la Toxicología se desarrollaron como herramientas científicamente creíbles para la predicción de la toxicidad aguda y, en algunos casos, toxicidad subcrónica, de compuestos orgánicos cuando la información experimental escasea24.

Si bien el desarrollo de modelos QSAR sigue en creciente aumento, aún se presenta cierta incertidumbre a la hora de elegir aquellas relaciones cuantitativas que permitan predecir adecuadamente el efecto toxicológico. Esto es así pues la inadecuada selección de un modelo que realice una predicción con excesivo error puede influir nocivamente en el entorno donde se encuentre la sustancia. Tradicionalmente, la selección de estructuras para el diseño de QSAR se han basado en la suposición de que compuestos con ‘similar estructura’ deberían comportarse de una manera similar desde el punto de vista toxicológico25. Aunque esta hipótesis de trabajo parece razonable, es sumamente problemática y muchos trabajos han cuestionado la idea de que la similitud en el modo de acción toxicológica esté relacionada con la similitud estructural26, 27. De esta manera, resulta de gran interés la búsqueda de métodos de clasificación de compuestos químicos para el desarrollo QSAR que faciliten la comprensión de los mecanismos fundamentales de toxicidad, como así también las características estructurales y las propiedades químicas que regulen la acción del mecanismo específico.

La Tabla 3 incluye los 470 compuestos alifáticos heterogéneos junto a sus toxicidades acuosas medidas. Los valores experimentales se expresan como [image: image31.wmf]1
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 indica la concentración de compuesto necesaria para producir una inhibición de crecimiento del 50% de la densidad poblacional del protozoario ciliado Tetrahymena pyriformis.
Tabla. 3. Estructuras moleculares y [image: image33.wmf]1
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 experimentales para compuestos alifáticos heterogéneos.
	N
	compuesto
	Exp.
	N
	compuesto
	Exp.

	1
	alcohol metílico
	-2.666
	236
	Carbamato de metilo
	-1.975

	2
	1,4-butanodiol
	-2.237
	237
	2,5-Hexanodiol
	-1.960

	3
	cis-2-buten-1,4-diol
	-2.150
	238
	1,5-Pentanodiol
	-1.934

	4
	alcohol etílico
	-1.991
	239
	2-Propen-1-ol
	-1.918

	5
	cianuro de etilo
	-1.972
	240
	2-Propanol
	-1.882

	6
	2-Metil-2,4-pendanodiol
	-1.953
	241
	Succinonitrilo
	-1.824

	7
	2-Amino-2-metilpropanol (N)
	-1.932
	242
	2-Metil-2-propanol
	-1.791

	8
	2-Butin-1,4-diol
	-1.884
	243
	5-Amino-1-pentanol (N)
	-1.765

	9
	3-Butin-1-ol
	-1.839
	244
	1-Propanol
	-1.746

	10
	2-(Metilamino) etanol (N)
	-1.820
	245
	-Butitolactona
	-1.717

	11
	2-Metoxietilamina (N)
	-1.790
	246
	3-Buten-1-ol
	-1.695

	12
	Trietanolamina (no N)
	-1.749
	247
	2-(terc-Butilamino)etanol (N)
	-1.673

	13
	2-Butanona
	-1.746
	248
	2-Metil-2-propen-1-ol
	-1.663

	14
	3-Etoxipropilamina (N)
	-1.703
	249
	Etil carbamato
	-1.650

	15
	2-(Propilamino) etanol (N)
	-1.684
	250
	Glutaronitrilo
	-1.638

	16
	1,4-Ciclohexanodiona
	-1.668
	251
	1,2-Pentanodiol
	-1.627

	17
	2-(Etilamino) etanol (N)
	-1.649
	252
	Aceltaldoxima
	-1.610

	18
	(±)-4-pentil-2-ol
	-1.632
	253
	Acetato de metilo
	-1.595

	19
	Cianuro de isopropilo
	-1.619
	254
	2,5-Dimetil-3-hexine-2,5-diol
	-1.585

	20
	Propionato de metilo
	-1.609
	255
	-Valerolactona
	-1.569

	21
	Acetato de isopropilo
	-1.590
	256
	1,4-Dicianobutano
	-1.538

	22
	(±)-2-Butanol
	-1.542
	257
	Formiato de metilo
	-1.498

	23
	4-Penten-2-ol
	-1.517
	258
	1,6-Hexanodiol
	-1.495

	24
	N,N-Dietietiletanoamina (N)
	-1.496
	259
	Cianuro de alilo
	-1.479

	25
	1-Cloro-2-propanol
	-1.492
	260
	3-Pentanona
	-1.456

	26
	2-buten-1-ol
	-1.472
	261
	3,3-Dimetil-2-butanona
	-1.442

	27
	Cianuro de propilo
	-1.441
	262
	1-Butanol
	-1.431

	28
	4-Pentin-2-ol
	-1.420
	263
	2-Cloroetanol
	-1.417

	29
	5-Hexin-3-ol
	-1.404
	264
	2,5-Hexanodiona
	-1.403

	30
	3-Penten-2-ol
	-1.401
	265
	3-Cloro-1-propanol
	-1.399

	31
	2-Metil-3-buten-2-ol
	-1.389
	266
	2-Butoxietanol
	-1.374

	32
	2-Metil-1-propanol
	-1.372
	267
	1-Penten-3-ol
	-1.348

	33
	Formiato de terc-Butilo
	-1.372
	268
	Cianuro de terc-butilo
	-1.326

	34
	2-Hexanona
	-1.344
	269
	2-Metil-3-butin-2-ol
	-1.311

	35
	3-Metil-1-pentin-3-ol
	-1.323
	270
	Acetato de etilo
	-1.297

	36
	Formiato de isobutilo
	-1.308
	271
	Dimetil malonato
	-1.287

	37
	5-Hexin-1-ol
	-1.295
	272
	(±)-1,2-Hexanodiol
	-1.267

	38
	Isobutirato de etilo
	-1.271
	273
	Acetona oxima
	-1.249

	39
	-Caprolactona
	-1.261
	274
	3-Pentanol
	-1.244

	40
	Butirato de metilo
	-1.246
	275
	3-Metil-2-buten-1-ol
	-1.239

	41
	-Caprolactona
	-1.240
	276
	Ciclohexanona
	-1.233

	42
	Acetato de propilo
	-1.238
	277
	n-Propilsulfoxido
	-1.221

	43
	2-Pentanona
	-1.222
	278
	4-Metil-2-pentanona
	-1.209

	44
	4-Penten-1-ol
	-1.215
	279
	-Metil--butirolactona
	-1.190

	45
	Acetamidomalonato dietílico
	-1.204
	280
	3-Metil-3-buten-1-ol
	-1.185

	46
	1-Bromo-2-propanol
	-1.189
	281
	3-Pentin-1-ol
	-1.175

	47
	1-Pentin-3-ol
	-1.178
	282
	3-Metil-2-butanona
	-1.169

	48
	Alcohol terc-amilico
	-1.173
	283
	Acetato de propergilo
	-1.166

	49
	Dimetil glutarato
	-1.168
	284
	2-Pentanol
	-1.160

	50
	(±)-Metil-2-metilbutirato
	-1.165
	285
	5-Hexen-2-ona
	-1.141

	51
	1-Dimentilamino-2-propino
	-1.145
	286
	2-Propin-1-ol
	-1.074

	52
	cis-2-Penten-1-ol
	-1.105
	287
	Dimetil sucinato
	-1.057

	53
	2-Butanona oxima
	-1.070
	288
	3-Metil-1-butanol
	-1.036

	54
	(±)-3-Buten-2-ol
	-1.053
	289
	3-Hexin-1-ol
	-1.024

	55
	1-Pentanol
	-1.030
	290
	Cianuro de butilo
	-1.007

	56
	Formiato de propilo
	-1.022
	291
	Dietil malonato
	-0.998

	57
	3-Cloropropionitrilo
	-0.999
	292
	2,2-Dicloroetanol
	-0.990

	58
	3-Metil-2-butanol
	-0.996
	293
	Hidrazida de acido butirico
	-0.972

	59
	N-Metilpropargilamina
	-0.982
	294
	6-Amino-1-hexanol (no N)
	-0.958

	60
	n-Butilcarbamato
	-0.966
	295
	trans-3-pentanitrilo
	-0.953

	61
	2-Metil-1-butanol
	-0.953
	296
	Acido succinico (no N)
	-0.940

	62
	Propionato de etilo
	-0.945
	297
	3-Bromo-1-propanol
	-0.933

	63
	Formiato de butilo
	-0.934
	298
	1,2-Ciclohexanodiona (N)
	-0.929

	64
	4-Clorobutironitrilo
	-0.930
	299
	1,1-Dimetilpropargilamina
	-0.910

	65
	3-Amino-2,2-dimetil-1-propanol (no N )
	-0.925
	300
	terc-Butilamina
	-0.897

	66
	N,N-Dimetiletilamina
	-0.908
	301
	Acetato de 2-butinilo
	-0.883

	67
	(±)-Etil-2-metilbutirato
	-0.880
	302
	Cianuro de isobutilo
	-0.876

	68
	Propionato de alilico
	-0.879
	303
	2,2-Dimetil-1-propanol
	-0.870

	69
	5-Metil-5-hexen-2-ona
	-0.875
	304
	Isopropilamina
	-0.864

	70
	2-Butil-1-ol
	-0.868
	305
	Acetato de vinilo
	-0.860

	71
	2-Cloropropionitrilo
	-0.863
	306
	2-Bromoetanol
	-0.846

	72
	Dietil succinato
	-0.851
	307
	5-Hexen-1-ol
	-0.841

	73
	Metil valerato
	-0.845
	308
	Propargilamina
	-0.826

	74
	(±)-2-Amino-1-metoxipropano (no N)
	-0.833
	309
	1-Etilpropilamina
	-0.813

	75
	Propionato de propilo
	-0.815
	310
	cis-3-Hexen-1-ol
	-0.809

	76
	1-Hexen-3-ol
	-0.811
	311
	Ciclohexanona oxima
	-0.796

	77
	N-Metilpropilamina
	-0.809
	312
	Cianuro de Isopentilo
	-0.786

	78
	1,3-Dicloro-2-propanol
	-0.793
	313
	3-cloro-2.2-dimetil-1-propanol
	-0.782

	79
	Formiato de n-amilo
	-0.783
	314
	cis-2-Hexen-1-ol
	-0.777

	80
	trans-3-Hexen-1-ol
	-0.777
	315
	Ciclohexanol
	-0.766

	81
	Acido 4-Bromobutirico (no N)
	-0.771
	316
	(±)--Butirolactona
	-0.759

	82
	4-Cloro-1-butanol
	-0.759
	317
	4-Hexen-1-ol
	-0.754

	83
	N,N-Dietilmetilamina
	-0.756
	318
	Isovalerato de etilo
	-0.723

	84
	3,3-Dimetil-1-butanol
	-0.737
	319
	(±)-1,2-Dimetilpropilamina
	-0.710

	85
	2-Amino-3,3-dimetilbutanol (no N)
	-0.718
	320
	Propilamina
	-0.708

	86
	Acido malonico (no N)
	-0.709
	321
	terc-Amilamina
	-0.698

	87
	2,4-Dimetil-3-pentanol
	-0.705
	322
	Propionato de isubutilo
	-0.694

	88
	Dietil sulfato
	-0.698
	323
	1-Metilbutilamina
	-0.685

	89
	Acido 5-bromovalerico (no N)
	-0.693
	324
	Acetato de (±)-sec-Butilo
	-0.679

	90
	N-Metilbutilamina
	-0.678
	325
	Acido 4-clorobutirico (no N)
	-0.677

	91
	DL-2-Amino-1-pentanol (no N)
	-0.672
	326
	(±)-sec-butilamina
	-0.671

	92
	4-Heptanona
	-0.669
	327
	Acido 3.3-dimetilglutarico (no N)
	-0.664

	93
	2-Amino-3-metil-1-pentanol (no N)
	-0.659
	328
	Propionato de propargilo
	-0.655

	94
	Propionato de vinilo
	-0.653
	329
	5-Metil-2-hexanona
	-0.646

	95
	Acido vinilacetico
	-0.642
	330
	Acido glutarico (no N)
	-0.639

	96
	Dietil-4-oxopimelato
	-0.638
	331
	4-Metil-1-pentanol
	-0.637

	97
	Butirato de alilo
	-0.636
	332
	5-Clorovaleronitrilo
	-0.635

	98
	2-amino-4-metilpentanol (no N)
	-0.619
	333
	4-Heptin-2-ol
	-0.616

	99
	Acido adipico (no N)
	-0.606
	334
	Isubutirato de isobutilo
	-0.591

	100
	DL-2-amino-3-metil-1-butanol (N)
	-0.585
	335
	DL-2-amino-1-hexanol (no N)
	-0.585

	101
	Acido 2-bromoisobutirico (no N)
	-0.585
	336
	Acido pimerlico (no N)
	-0.585

	102
	Isoamilamina
	-0.577
	337
	Butilamina
	-0.574

	103
	2-Pentil-1-ol
	-0.572
	338
	Acido butirico (no N)
	-0.572

	104
	Metil hexanoato
	-0.561
	339
	2-Penten-4-in-1-ol
	-0.555

	105
	3,5-Dimetil-1-hexin-3-ol
	-0.553
	340
	Acido 2-bromoisovalerico (no N)
	-0.549

	106
	Acido crotónico (no N)
	-0.545
	341
	Acido Propionico (no N)
	-0.512

	107
	Acido suberico (no N)
	-0.512
	342
	Dietil metilmalonato
	-0.511

	108
	Etil-3-cloropropionato
	-0.498
	343
	Butirato de etilo
	-0.490

	109
	Acetato de isopropenilo
	-0.489
	344
	2-Heptanona
	-0.487

	110
	Acetato de butilo
	-0.486
	345
	2,3-dibromopropanol
	-0.486

	111
	Propionaldehido
	-0.486
	346
	Amilamina
	-0.485

	112
	4-Metil-2-hetin-4-ol
	-0.482
	347
	2-Metilbutilamina
	-0.477

	113
	2-Metilvaleraldehido
	-0.475
	348
	trans-2-Hexen-1-ol
	-0.472

	114
	4-Bromobutironitrilo
	-0.466
	349
	2,2,2-Tricloroetanol
	-0.465

	115
	3-Hexin-2,5-diol
	-0.460
	350
	3-Bromo-2,2-dimetil-1-propanol
	-0.460

	116
	6-Metil-5-hepten-2-ona
	-0.452
	351
	Isobutiraldehido
	-0.433

	117
	Etil-2-cloropropionato
	-0.431
	352
	Butirato de propilo
	-0.414

	118
	Propionato de terc-butilo
	-0.410
	353
	3-Butin-2-ol
	-0.402

	119
	2-Hexin-1-ol
	-0.384
	354
	Butirato de vinilo
	-0.383

	120
	Formiato de n-hexilo
	-0.382
	355
	3,5-Heptanodiona
	-0.382

	121
	Butiraldehido
	-0.381
	356
	-Octanoico lactona
	-0.380

	122
	1-Hehaxanol
	-0.379
	357
	Dimetil-3-oxopimelato
	-0.378

	123
	5-Octin-3-ol
	-0.376
	358
	Cianuro de pentilo
	-0.376

	124
	3,3-Dimetilbutiraldehido
	-0.374
	359
	Valerato de etilo
	-0.358

	125
	Cloruro de valerilo
	-0.345
	360
	Acido isovalerico (no N)
	-0.342

	126
	Acido isobutirico (no N)
	-0.333
	361
	Acido 3-cloropropionico
	-0.332

	127
	3-Heptin-1-ol
	-0.323
	362
	2-Metilbuteraldehido
	-0.311

	128
	Acido propiolico (no N)
	-0.294
	363
	Acido 5-clorovaleico (no N)
	-0.286

	129
	Etil-4-clorobutirato
	0.281
	364
	Acido trans-2-pentanoico (no N)
	-0.277

	130
	Metil trans-3-pentanona
	-0.276
	365
	6-Cloro-1-hexanol
	-0.273

	131
	Acido 4-metilvalerico (no N)
	-0.272
	366
	2,3-Pentanodiona
	-0.272

	132
	Acido sebacico (no N)
	-0.268
	367
	Acido valerico (no N)
	-0.267

	133
	1-Heptin-3-ol
	-0.265
	368
	Isobutilamina
	-0.262

	134
	Butil sulfoxido
	-0.257
	369
	Butil sulfona
	-0.256

	135
	Acido trimetilacetico (no N)
	-0.254
	370
	Dietil etilmalonato
	-0.242

	136
	Cianuro de hexilo
	-0.237
	371
	Acido 3-metilvalerico (no N)
	-0.233

	137
	Acido trans-3-hexenoico (no N)
	-0.222
	372
	Hexilamina
	-0.220

	138
	5-Bromovaleronitrilo
	-0.215
	373
	Acido hexanoico (no N)
	-0.208

	139
	4-Hexin-3-ol
	-0.195
	374
	2-Heptin-1-ol
	-0.190

	140
	1-Bromobutano
	-0.180
	375
	Hexilaldehido
	-0.173

	141
	3-Etil-1-2,2-dimetil-3-pentanol
	-0.169
	376
	Acido 2-etilbutirico (no N)
	-0.152

	142
	2-Octanona
	-0.146
	377
	5-Cloropentilacetato
	-0.131

	143
	Acido trans-2-hexanoico (no N)
	-0.128
	378
	Dietil adipato
	-0.127

	144
	Acetato de 2-etilbutilico
	-0.120
	379
	Acido heptanoico (no N)
	-0.113

	145
	Acido 1,10-decanodicarboxilico (no N)
	-0.086
	380
	Metil-5-bromovalerato
	-0.080

	146
	Dietil malonato isopropilideno
	-0.073
	381
	(±)--Decanolactona
	-0.077

	147
	Acido 1,10-decanodicarboxilico (no N)
	-0.086
	382
	Acido 2-Octinoico (no N)
	-0.057

	148
	Dietil malonato isopropilideno
	-0.073
	383
	2-Etilbutiraldehido
	-0.054

	149
	Dietil alilmalonato
	-0.056
	384
	Propionato de amilo
	-0.043

	150
	Acido 3-bromopropionico (no N)
	-0.044
	385
	Acido 2-bromovalerico (no N)
	-0.042

	151
	5-Nonil-3-ol
	-0.043
	386
	Etil-4-bromobutirato
	-0.029

	152
	4-Heptin-3-ol
	-0.034
	387
	Valeraldehido
	-0.022

	153
	4-Metil-1-pentin-3-ol
	-0.027
	388
	Ciclohexil mercaptanato
	-0.004

	154
	Acetato de hexilo
	-0.009
	389
	Heptaldehido
	-0.002

	155
	Sulfuro de propilo
	-0.003
	390
	6-Bromo-1-hexanol
	0.007

	156
	2-Octanol
	0.001
	391
	-Nonanoico lactona
	0.014

	157
	Valerato de propilo
	0.009
	392
	2-Bromoisovalerato de etilo
	0.021

	158
	3-Octin-1-ol
	0.017
	393
	Acido 6-Bromohexanoico (no N)
	0.031

	159
	Acido 2-propilpentanoico (no N)
	0.026
	394
	trans-2-Hepten-1-ol
	0.045

	160
	3-Octanol
	0.031
	395
	5-Nonanona
	0.074

	161
	Hexanoato de etilo
	0.064
	396
	Acido octanoico (no N)
	0.081

	162
	Acido 2-etilhexanoico (no N)
	0.076
	397
	2-Heptanona oxima
	0.103

	163
	Sulfito de di-n-propilo
	0.086
	398
	1-Heptanol
	0.105

	164
	Hepatanoato de metilo
	0.104
	399
	Acido 2-bromobutirico (no N)
	0.122

	165
	2,2,2-Tribromoetanol
	0.113
	400
	2,4-Octanodiona
	0.130

	166
	Etil-3-bromopropionato
	0.126
	401
	2-Propil-1-pentanol
	0.134

	167
	Propilmalonato de dietilo
	0.134
	402
	2-Etilhexanal
	0.161

	168
	Etil-2-bromoisobutirato
	0.152
	403
	2-Etil-1-hexanol
	0.167

	169
	Acetato de amilo
	0.163
	404
	2-Octin-1-ol
	0.194

	170
	Propionato de butilo
	0.170
	405
	Heptilamina
	0.211

	171
	Acido 2-octenoico (no N)
	0.209
	406
	Etil-5-bromovalerato
	0.218

	172
	Hexanoato de alilo
	0.213
	407
	3-Cloro-2-butanona
	0.269

	173
	1,10-Decanodiol
	0.224
	408
	7-Cloroheptanonitrilo
	0.287

	174
	Cianuro de heptilo
	0.283
	409
	Dimetil suberato
	0.296

	175
	5-Bromopentilacetato
	0.293
	410
	3-Nonin-1-ol
	0.340

	176
	cloruro de hexanoilo
	0.340
	411
	Octilamina
	0.351

	177
	3,7-Dimetil-3-octanol
	0.340
	412
	terc-Amilisotiocianato
	0.353

	178
	Acido nonanoico (no N)
	0.351
	413
	4-Bromobutilacetato
	0.392

	179
	trans-2-Octen-1-ol
	0.365
	414
	Dietilpimelato
	0.407

	180
	2-Metil-5-octin-4-ol
	0.401
	415
	Acido 3-bromohexanoico (no N)
	0.455

	181
	Cloruro de octanoilo
	0.415
	416
	Octil aldehído
	0.483

	182
	Cloruro de heptanoilo
	0.459
	417
	8-Cloro-1-octanol
	0.488

	183
	1-Bromopenteno
	0.484
	418
	-Decanolactona
	0.493

	184
	Acido 2-bromo octanoico (no N)
	0.491
	419
	Acido decanoico (no N)
	0.506

	185
	2,4-Nonanodiona
	0.506
	420
	7-Bromoheptanonitrilo
	0.512

	186
	3-Hexin-2-ol
	0.511
	421
	2,4-dibromo-2,4-dimetil-3-pentanona
	0.513

	187
	Dibutil succinato
	0.512
	422
	Octanoato de metilo
	0.536

	188
	Butirato de butilo
	0.516
	423
	2-Decanona
	0.582

	189
	Dietil butilmalonato
	0.557
	424
	Etil-6-bromohexanona
	0.594

	190
	1-Octanol
	0.583
	425
	5-Metil-1-hexin-3-ol
	0.617

	191
	Acido trans-2-nonenoico (no N)
	0.600
	426
	Di-n-butilsulfato
	0.621

	192
	2-Nonanol
	0.618
	427
	2-Bromopropionitrilo
	0.626

	193
	Dietil cloromalonato
	0.635
	428
	3-Decanona
	0.627

	194
	2-Nonino-1-ol
	0.649
	429
	1,1-Dicloroacetona
	0.641

	195
	2-Nonanona
	0.660
	430
	1-Hexin-3-ol
	0.657

	196
	Dietil suberato
	0.702
	231
	2,3-Dibromopropionato de etilo
	2.208

	197
	Heptanoato de alilo
	0.728
	432
	Acido a-noninoico (no N)
	0.714

	198
	trans-2-Nonen-1-ol
	0.752
	433
	4-Metil-1-heptin-3-ol
	0.743

	199
	Etil-2-bromobutirato
	0.764
	434
	1,2-Decanodiol
	0.764

	200
	Adipato de dibutilo
	0.792
	435
	cis-2-Nonen-1-ol
	0.770

	201
	Cloroacetonitrilo
	0.845
	436
	Nonil aldehido
	0.808

	202
	1-Nonanol
	0.855
	437
	(±)-4-Decanol
	0.850

	203
	Acido undecanoico (no N)
	0.898
	438
	Etil-2-bromohexanotato
	0.860

	204
	cis-7-Decen-1-al
	0.949
	439
	1-Bromohexanona
	0.937

	205
	2-Decin-1-ol
	0.986
	440
	Dicloroacetonitrilo
	0.973

	206
	Dimetil sebacato
	1.011
	441
	3,4-Dibromohexeno
	0.998

	207
	Metil-2-bromobutirato
	1.024
	442
	1-Heptanotiol
	1.020

	208
	Nonanoato de metilo
	1.042
	443
	sulfuro de butilo
	1.040

	209
	1,6-Dibromohexeno
	1.046
	444
	8-Bromo-1-octanol
	1.042

	210
	Acetato de octilo
	1.057
	445
	Vinil-2-etilhexanoato
	1.046

	211
	3-Decin-1-ol
	1.127
	446
	Etil-2-bromopropionato
	1.057

	212
	1,2-Dibromohexeno
	1.146
	447
	2-Decen-1-ol
	1.128

	213
	trans-4-Decen-1-al
	1.208
	448
	1,8-Octanoditiol
	1.191

	214
	Acido 8-bromo octanoico (no N)
	1.323
	449
	Decil aldehido
	1.282

	215
	Dietil sebacato
	1.354
	450
	1-Decanol
	1.335

	216
	Undecanoato de metilo
	1.425
	451
	Decanoato de metilo
	1.378

	217
	3-Cloro-2,4-pentanodiona
	1.444
	452
	Etil-2,3-dibromobutirato
	1.438

	218
	2-Bromooctanoato de etilo
	1.499
	453
	1-Bromoheptano
	1.487

	219
	trans-2-Undecen-1-ol
	1.611
	454
	2-Undecanona
	1.535

	220
	Cianuro de decilo
	1.650
	455
	Etilisotiocianato
	1.627

	221
	Dibutil suberato
	1.656
	456
	Dimetil brasilato
	1.654

	222
	Undecil aldehído
	1.690
	457
	2-Dodecanona
	1.670

	223
	Nonilamina
	1.701
	458
	Propilisotiocianato
	1.693

	224
	Isotiocianato de butilo
	1.721
	459
	Amilisotiocianato
	1.706

	225
	1,4-Dibromo-2,3-butenodiona
	1.762
	460
	Hexilisotiocianato
	1.750

	226
	Acetato de decilo
	1.879
	461
	1-Bromooctano
	1.870

	227
	Cianuro de undecilo
	1.903
	462
	Tricloroacetonitrilo
	1.883

	228
	1-Undecanol
	1.955
	463
	1,4-Dibromo-2-buteno
	1.925

	229
	Decilamina
	2.056
	464
	1,3-Dicloroacetona
	2.046

	230
	2-Dodecen-1-ol
	2.092
	465
	Isotiocianato de alilo
	2.061

	231
	2,3-Dibromopropionato de etilo
	2.208
	466
	2,5-Dibromo-3,4-hexanodiona
	2.168

	232
	Diisotiocianato de 1,3-propileno
	2.721
	467
	Bromoacetonitrilo
	2.229

	233
	Cianuro de metilo
	-2.277
	468
	Undecilamina
	2.328

	234
	Acetona
	-2.204
	469
	1-Bromo-3,3-dimetil-2-butanona
	2.377

	235
	(±)-1,2-Butanodiol
	-2.048
	470
	Dibromoacetonitrilo
	2.398


Abreviaturas: no neutralizado (no N), neutralizado (N)
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Capítulo 4.
Resultados
1. Introducción

En este capítulo se reportan los resultados más relevantes obtenidos a partir de la implementación de los distintos métodos de clasificación de objetos estudiados en el Capítulo 2, aplicados en el Trabajo de Tesina para el armado de conjuntos moleculares balanceados. Además, se describe cada uno de los algoritmos que fue necesario programar en Matlab para obtener los resultados que a continuación se presentan. 

A la hora de armar un conjunto molecular balanceado para aplicaciones QSAR-QSPR, se busca que los errores cometidos por el modelo en la etapa de calibración sean similares a los encontrados durante la etapa de validación. Si esto se cumple, el modelo funciona con un carácter más general y predictivo sobre los datos, y se asigna igual preferencia al ajuste de los datos en los conjuntos de calibración y validación. De nada sirve, por ejemplo, ajustar muy bien el conjunto de calibración si luego las predicciones alcanzadas en el conjunto de validación presentan errores grandes, o viceversa. Sí resulta conveniente tratar de ajustar ambos conjuntos por igual, con error comparable. 

Después de realizar la aplicación de alguno de los métodos de clasificación vistos, quedan definidos los conjuntos de calibración y validación. El error de cada conjunto está asociado a la propiedad predicha para las moléculas pertenecientes a dicho conjunto, resultante de la aplicación del modelo QSAR-QSPR consistente en una regresión lineal univariable. En este modelo, la variable dependiente es la propiedad experimental ( [image: image34.wmf]exp

p

 ) y la variable independiente es el descriptor molecular que correlacione mejor con la propiedad: 
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donde a y b son los coeficientes de regresión, [image: image36.wmf]2

d

 es el descriptor molecular, y [image: image37.wmf]pred

p

 la propiedad predicha. El error lo cuantificamos con el parámetro rrcm, la raíz cuadrada del residuo cuadrático medio:
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Aquí, N es el número de moléculas ajustadas y [image: image40.wmf]()

resi

 es el residuo para la molécula i.

El problema que se presenta es el siguiente. Como se aprecia de la Ecs. (2) y (3), el valor del parámetro rrcm que mide el error en el conjunto depende de los valores numéricos que adopta la propiedad experimental modelada y de los valores que adopta el descriptor usado en la Ec. (1). Por tanto, si queremos que los errores de calibración y validación tengan magnitud comparable, debemos considerar estos dos factores en el diseño del conjunto balanceado. Obviamente, a la hora de armar un modelo QSAR-QSPR no es lícito considerar la propiedad experimental del conjunto de validación, pues este conjunto se utiliza solamente para probar la habilidad predictiva del modelo sin considerarlo durante la etapa de entrenamiento. 

Lo anteriormente expuesto conduce al motivo principal por el cual decidimos usar dos conjuntos de calibración (cal1 y cal2) y un conjunto de validación (val) durante los análisis: usamos cal1 para calibrar el modelo QSAR-QSPR, comparamos el error rrcm de cal1 y cal2 para este modelo y así comprobar si se tienen conjuntos balanceados, mientras que con el conjunto val solamente verificamos el poder predictivo. De esta manera evitamos el inconveniente anteriormente planteado. Además, el conjunto cal2 sirve para pre-validar la relación cuantitativa obtenida, y constituye una suerte de transición menos abrupta entre los conjuntos de calibración y validación. 

En cada caso, el número de moléculas incluidas en los conjuntos cal1 y cal2 representan el 70% del número total de moléculas, mientras que el 30% restante corresponde a moléculas de validación. Se utiliza igual número de moléculas en cal1 y cal2. Finalmente, cabe mencionar que el gran tamaño de los conjuntos moleculares correspondientes a las tres propiedades ensayadas en este trabajo, que poseen un número de moléculas superior a 100, hace posible usar dos conjuntos de calibración.

Una vez entendida la manera de obtener el error en los conjuntos cal1, cal2, y val, procedemos a describir los algoritmos basados en los distintos métodos de clasificación estudiados. Estos algoritmos permiten seleccionar los mejores descriptores para clasificar moléculas en cada método, a partir del análisis de 1497 descriptores provistos por Dragon para el conjunto molecular ensayado. En todos los casos, para la medida de distancia entre pares de moléculas se utiliza la distancia Euclídea, aunque también podría recurrirse a otras alternativas (ver Apéndice, sección II).

2. Algoritmos y Criterio Matemático Utilizados

2.1. Algoritmo clusterskmeans.m

Permite realizar las mejores agrupaciones de moléculas a partir de N consideradas, a través de la aplicación del método K-Medias y la exploración de D=1497 descriptores moleculares. Descarta los descriptores que conduzcan a valores negativos del parámetro silueta medio. A partir de los K grupos generados con cada descriptor clasificador [image: image41.wmf]1

d

, y al considerar que los integrantes del grupo son equivalentes entre sí, se extraen moléculas representativas de cada uno de ellos y se arman los conjuntos cal1, cal2, y val que respeten las proporciones señaladas anteriormente (70% en cal1 y cal2, y 30% en val). Luego, se obtiene el parámetro rrcm en cada conjunto según la Ec. (2); este error se calcula con el descriptor molecular [image: image42.wmf]2

d

 que correlacione mejor con la propiedad en el modelo de la Ec. (1). En consecuencia, el descriptor [image: image43.wmf]1

d

 que se utiliza para realizar la clasificación molecular no necesariamente debe ser el mismo a [image: image44.wmf]2

d

 utilizado en la ecuación QSAR-QSPR para calcular rrcm.

Es posible involucrar un mayor número de descriptores clasificadores en clusterskmeans.m (o en los algoritmos explicados en las siguientes secciones), que conduce a una clasificación más estricta de los datos, pero por razones de falta de tiempo no incluimos dichos resultados. A pesar de ello, los resultados presentados aquí no varían demasiado para descriptores clasificadores adicionales. Además, para simplificar el análisis tampoco consideramos modelos QSAR-QSPR que involucren un mayor número de descriptores en la Ec. (1). 

El algoritmo se ejecuta con la sentencia siguiente: 
[Resultkmeans]=clusterskmeans(p, tot, nclusters, percent);


(4)

Aquí, ‘p’ es la propiedad experimental objeto de estudio, ‘tot’ es la matriz NxD, ‘nclusters’ es K, y ‘percent’ corresponde al porcentaje de moléculas de calibración (70%). El resultado ‘Resultkmeans’ es una matriz; el formato que se utiliza para presentar los resultados del algoritmo clusterskmeans.m es el mismo al usado para los algoritmos explicados en las siguientes secciones.
Por ejemplo, para el conjunto de 166 solubilidades acuosas y la creación de 3 grupos, se muestran las primeras 29 filas de ‘Resultkmeans’ en la Tabla 1. 

Tabla 1. Resultado obtenido con clusterskmeans.m en 166 solubilidades acuosas. nclusters=3, percent=70. M es el número de moléculas de cada grupo.
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	M

	808
	557
	1.182
	1.244
	1.643
	0.062
	4.98
	87
	65
	14

	1377
	557
	1.185
	1.269
	1.620
	0.085
	6.67
	30
	1
	135

	741
	558
	1.183
	1.288
	1.608
	0.106
	8.19
	96
	61
	9

	895
	1497
	1.228
	1.376
	1.227
	0.148
	10.77
	68
	84
	14

	646
	1025
	1.202
	1.388
	1.807
	0.186
	13.39
	92
	15
	59

	1255
	559
	1.145
	1.325
	1.646
	0.180
	13.56
	144
	17
	5

	766
	1024
	1.199
	1.395
	1.878
	0.196
	14.05
	92
	15
	59

	1205
	255
	1.183
	1.391
	1.745
	0.209
	15.00
	31
	76
	59

	887
	1497
	1.213
	1.427
	1.199
	0.214
	15.02
	84
	73
	9

	951
	1497
	1.208
	1.424
	1.221
	0.216
	15.15
	76
	81
	9

	245
	1497
	1.178
	1.445
	1.187
	0.267
	18.47
	61
	74
	31

	130
	1497
	1.180
	1.454
	1.183
	0.274
	18.86
	35
	76
	55

	861
	1497
	1.169
	1.453
	1.210
	0.284
	19.55
	12
	52
	102

	440
	1497
	1.166
	1.464
	1.188
	0.299
	20.39
	6
	105
	55

	439
	1497
	1.167
	1.470
	1.198
	0.303
	20.62
	6
	59
	101

	904
	1497
	1.154
	1.475
	1.198
	0.321
	21.76
	88
	64
	14

	1236
	113
	1.008
	1.426
	1.369
	0.417
	29.27
	6
	96
	64

	1065
	113
	1.012
	1.432
	1.378
	0.420
	29.31
	111
	36
	19

	55
	113
	1.021
	1.445
	1.335
	0.424
	29.32
	64
	16
	86

	1144
	113
	1.017
	1.445
	1.367
	0.428
	29.60
	105
	21
	40

	415
	113
	1.002
	1.428
	1.387
	0.426
	29.82
	34
	55
	77

	262
	113
	1.006
	1.434
	1.356
	0.429
	29.89
	139
	7
	20

	25
	113
	0.986
	1.411
	1.413
	0.424
	30.07
	27
	77
	62

	826
	113
	1.007
	1.445
	1.360
	0.438
	30.30
	76
	76
	14

	888
	113
	1.003
	1.439
	1.387
	0.437
	30.34
	18
	77
	71

	431
	113
	1.011
	1.451
	1.341
	0.441
	30.38
	56
	105
	5

	656
	113
	0.977
	1.406
	1.434
	0.429
	30.48
	108
	9
	49

	639
	1147
	1.059
	1.524
	1.255
	0.465
	30.51
	162
	3
	1

	580
	113
	1.009
	1.456
	1.357
	0.447
	30.68
	73
	73
	20


En esta tabla se definen los parámetros [image: image52.wmf]D
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 necesarios para el análisis. 
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Además, [image: image56.wmf]1

G

M

 representa el número de moléculas presentes en el grupo [image: image57.wmf]G1

. 

Los resultados de ‘Resultkmeans’ se hallan ordenados según [image: image58.wmf]cal%

D

 creciente. Este parámetro mide la diferencia porcentual en el error para los dos conjuntos de calibración: si los dos conjuntos están balanceados, este porcentaje debe ser bajo. Ahora, se aprecia que se tienen varias soluciones posibles (filas) en la matriz de resultados, consecuencia de explorar 1497 descriptores moleculares. Por tanto, debe especificarse un criterio matemático que permita rescatar una solución satisfactoria (balanceada) entre los varios resultados disponibles. La definición de este criterio será igualmente aplicable a los algoritmos presentados en las siguientes secciones, en vista que los resultados presentados por los diferentes métodos poseen el mismo formato al indicado en la Tabla 1.

2.2. Criterio Matemático

La especificación del criterio tiene su base en el estudio del comportamiento numérico de los datos, por lo que es aplicable en principio a cualquier conjunto molecular ensayado (cualquier propiedad experimental, independiente de la diversidad estructural molecular). La solución balanceada se busca entre los varios resultados posibles con el siguiente procedimiento:

a- se ordena la matriz de resultados según [image: image59.wmf]cal%
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 creciente.

b- la solución principal (prin) es la primer solución que tenga [image: image60.wmf]cal%>20
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, y sus parámetros son [image: image61.wmf]cal1,prin
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c- es posible encontrar una solución diferente (secundaria, sec) a la solución principal si [image: image64.wmf]15cal%<30
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, para lo cual se define:
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La solución secundaria es una situación de compromiso entre los siguientes requisitos, en ese orden:
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 y alto
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iii. [image: image69.wmf]cal%
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 de la solución secundaria debe ser bajo. 

iv. bajo [image: image70.wmf]D


En algunos casos, si se cumple apreciablemente iii) para la solución secundaria y [image: image71.wmf]cal2%<2

D

, entonces igual se acepta este resultado como solución.
Por ejemplo, si se aplica el criterio a los datos de la Tabla 1, se encuentra que la solución principal se caracteriza con: 
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Es posible encontrar una solución secundaria (sombreada en gris) que cumple las condiciones i.-iv. y posee [image: image78.wmf]cal2%>2
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 (2.52%): 
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Este criterio matemático adoptado para el análisis de las soluciones demuestra funcionar bastante bien y de carácter general para el armado de conjuntos moleculares balanceados, en las tres propiedades estudiadas en este trabajo. Como se observa de las condiciones del criterio, ninguna de ellas considera a parámetros derivados del conjunto de validación, por lo que estas reglas resultan válidas. El criterio tiene en cuenta que [image: image85.wmf]cal%

D

 sea bajo entre los varios resultados. Además, el hecho de considerar que [image: image86.wmf]15cal%<30
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 se atribuye a que esta elección evita soluciones en las que se ajusta extremadamente bien ambos conjuntos de calibración y se ajusta peor el conjunto de validación. Por ejemplo, este es el caso para la primera fila:
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En definitiva, el criterio establecido no sólo permite rescatar una solución aceptable de la matriz de resultados, sino que también permite arribar a particiones moleculares en las que los modelos QSAR-QSPR resultantes de dichas particiones resultan más predictivos en el conjunto de validación.

2.3. Algoritmo clustersknn.m

La implementación del método K-Vecinos Más Cercanos se efectúa a través del desarrollo y posterior aplicación del algoritmo clusterknn.m, que funciona de manera similar a clusterskmeans.m y busca el descriptor clasificador entre los D disponibles que consiga las mejores agrupaciones. Sin embargo, a diferencia de K-Medias, la aplicación del método requiere conocer de antemano un conjunto de entrenamiento. Si se utiliza como conjunto de entrenamiento los centroides proporcionados por el método K-Medias, entonces los grupos formados por K-NN y K-Medias coinciden. Este resultado permitió definir el conjunto de entrenamiento a utilizar en la técnica K-NN, es decir, en vez de usar centroides de K-Medias se definieron nuevos centroides. Por ejemplo, para el caso de un descriptor clasificador, si se quieren formar dos grupos, los centros se ubican en los valores máximo y mínimo del descriptor. Si se busca generar tres grupos, entonces los centros se posicionan en los valores máximo, medio y mínimo del descriptor considerado. Para mayor cantidad de grupos, los centros se ubican en iguales intervalos del descriptor. La siguiente figura presenta la definición de los nuevos centros.
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Figura 1. Esquema de selección de nuevos centroides de d1 en clustersknn 
El algoritmo se ejecuta con la sentencia siguiente: 
[Resultknn]=clustersknn(p, tot, nclusters, percent);


(8)

El criterio matemático adoptado para la elección del resultado se mantiene. La descripción de las variables de entrada del algoritmo es la misma que para clusterskmeans.m.

2.4. Algoritmo clusterslda.m

La implementación del Análisis Discriminante Lineal a través del algoritmo clusterlda.m se lleva a cabo de la misma manera que para clusterknn.m. Al igual que en K-NN, el conjunto de entrenamiento está constituido por los nuevos centroides definidos en la Figura 1, y establecen las clases con las cuales el método discriminará a las moléculas.

El algoritmo se ejecuta con la sentencia siguiente: 
[Resultlda]=clusterslda(p, tot, nclusters, percent);


(9)

2.5. Algoritmo clusterspca.m

La aplicación del método PCA utiliza el algoritmo clusterspca.m. En este caso, se establecen las agrupaciones luego de analizar el signo de las coordenadas de los componentes principales. Por tanto, si L es el número de componentes principales, [image: image94.wmf]2
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 será el número de agrupamientos obtenidos. A modo de ejemplo, si se utiliza únicamente el primer componente principal se obtienen dos grupos, uno correspondiente a moléculas con coordenadas PC1>0 y otro correspondiente a moléculas con PC1<0. La Figura 2 ilustra esta idea.
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Figura 2. Especificación de agrupaciones en clusterspca.m
Con objeto de calcular los componentes principales, se requiere disminuir la dimensión de la matriz de descriptores a tratar. En nuestro caso D=1497, y la aplicación directa de la técnica PCA no es posible. Por tanto, se considera solamente un conjunto de descriptores clasificadores tal que el coeficiente de correlación entre cada par de descriptores i y j ( [image: image96.wmf]ij

R

 ) sea menor al valor límite 0.5. De esta manera, se evita utilizar descriptores que se encuentren muy correlacionados, pues varían de la misma forma y no contribuyen al proceso de clasificación.

Una vez que se tiene una matriz reducida de descriptores linealmente independientes, se buscan todas las combinaciones posibles de 2 descriptores, cada una de las cuales permite obtener al primer y segundo componente principal y, por tanto, a 2 y 4 grupos, respectivamente. Para obtener el tercer componente principal, se requiere la combinación de 3 descriptores. La búsqueda combinatorial exacta de 3 descriptores requiere una mayor demanda computacional, y el problema resulta más complejo aún si el número de descriptores aumenta. Por tanto, una vez que se elige la mejor solución de 2 descriptores clasificadores, se busca el tercer descriptor que mejor se combine con los 2 descriptores previamente elegidos. 

El algoritmo se ejecuta con la sentencia siguiente: 
[Resultpca]=clusterspca(p,tot,rlim,nclusters,percent);


(10)

donde rlim es 0.5 en nuestro caso.

2.6. Método HCA
Al tratarse el Análisis de Agrupamiento Jerárquico de un método gráfico, no se lo utiliza en este trabajo por la dificultad que presenta a la hora de programar su algoritmo para la exploración de más de mil descriptores clasificadores. Sí puede aplicarse, en cambio, al tratamiento de unos pocos descriptores de unas pocas moléculas, lo cual no es ninguno de los casos aquí tratados.

3. Resultados


A continuación se presentan en tablas los principales resultados encontrados para cada propiedad ensayada, luego de aplicar los algoritmos basados en las distintas técnicas de clasificación. Cada uno de estos resultados se basó en el criterio matemático establecido previamente para seleccionar una solución balanceada. 


Por otro lado, también se calcularon algunas soluciones en las que se aplican los métodos K-Medias, K-NN y LDA con el mismo descriptor clasificador. Esto se hizo a fines comparativos y de discusión de los resultados hallados si se considera la misma variable clasificadora. 


El número de agrupamientos considerados en los cálculos para los distintos métodos fue K = 2, 3, 4, 10, 15, 20, 25, y 30, a excepción del método PCA, que admite [image: image97.wmf]2
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: 2, 4, 8, y 16.
Tabla 2. Actividad anti-VIH
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Tabla 3. Solubilidades acuosas
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Tabla 4. Toxicidades acuosas
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4. Discusión


Se observa de las Tablas 2-4 que, para un número de agrupamientos determinado, los errores obtenidos en cal1 con los métodos de clasificación K-Medias, K-NN, LDA y PCA tienden a ser parecidos en las tres propiedades ensayadas, sin observar discrepancias apreciables. Lo mismo sucede para el caso de las comparaciones en cal2 y val. A su vez, los conjuntos de calibración y validación tienden a tener errores que no se diferencian demasiado entre sí, por lo que los conjuntos obtenidos para estos cuatro métodos tienden a ser balanceados. 


Ahora, cómo se explica que diferentes métodos tiendan a generar soluciones parecidas, para un número de agrupamiento determinado? Para responder a este interrogante, debemos plantear lo que sucede con el desempeño de estos métodos si utilizan el mismo descriptor clasificador. Las Tablas 5-7 muestran discrepancias mayores en el error de los conjuntos de calibración y validación, dependiente del método que se use, por lo que no se obtienen conjuntos balanceados en estas condiciones. Esto sucede especialmente en los conjuntos moleculares de solubilidades acuosas y actividades anti-VIH-1, que al parecer son conjuntos más heterogéneos para el modelo QSAR-QSPR. 

 La conclusión a la que se llega es que la aplicación del criterio matemático para la selección de la mejor solución entre varias posibilidades, que surgen de explorar un gran número de descriptores, permite unificar el funcionamiento de los métodos clasificadores aquí estudiados. Esto surge de las tres propiedades estudiadas en el trabajo actual y podría extenderse al tratamiento de otras propiedades.
Tabla 5. Actividad anti-VIH
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Tabla 6. Solubilidades acuosas
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Tabla 7. Toxicidades acuosas
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Capítulo 5.

Conclusiones
El objetivo principal del Trabajo de Tesina consiste en establecer una correcta clasificación molecular que permita seleccionar de manera racional conjuntos moleculares balanceados para su posterior aplicación en la Teoría QSAR-QSPR. 

En función de los resultados obtenidos, se puede concluir que:

· A la hora de armar conjuntos moleculares balanceados, resulta necesario buscar el mejor resultado de clasificación de manera que tenga en cuenta tanto las características estructurales de las moléculas como a la propiedad experimental objeto de estudio. 

· El criterio matemático establecido resulta funcionar de manera general sobre los distintos datos, y permite unificar los métodos estudiados. Esto es valioso si para un determinado problema de clasificación uno no sabe a cual método recurrir.

· Al tratarse HCA de un método gráfico, no se lo utilizó en este trabajo por la dificultad que presenta a la hora de programar su algoritmo para la exploración de más de mil descriptores.
Apéndice
I. Discriminación y Clasificación en LDA

Si consideramos una matriz de atributos o variables independientes [image: image104.wmf]X

 para cada objeto que pertenece a una clase G1 determinada, este conjunto de muestras es el llamado conjunto de entrenamiento o calibración. El problema consiste entonces en hallar una buena predicción de la clase G1 de un objeto considerado, con el uso de la misma distribución del conjunto de entrenamiento, a través de los valores de las variables [image: image105.wmf]i
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La obtención de la función discriminante incluye una serie de aproximaciones, a saber: 

i. las funciones densidad de probabilidad, [image: image106.wmf]1
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, son ambas distribuciones normales, G1. 

ii. si [image: image108.wmf]00

(,)

m

S

 y [image: image109.wmf]11

(,)

m

S

 son los parámetros media y covarianza de G1=0 y G1=1, respectivamente, se supone que las covarianzas son iguales.

Función Discriminante Lineal

Es posible encontrar una relación lineal que caracterice a cada objeto según los valores de sus atributos. De esta manera, si tenemos un conjunto de N objetos de los que se conocen D variables explicativas, y se observa que N1 de ellos pertenecen a la clase C1, y los N2 restantes a la clase C2, con N1+N2=N, es posible construir una función lineal en base a las D variables y puede usarse para predecir si pertenece a un grupo u otro con una probabilidad determinada. En la función lineal: 
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 es una variable clasificadora, [image: image112.wmf]i
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 es la i-ésima variable atributo, y [image: image113.wmf]i
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 es su coeficiente. El objetivo principal de tal función lineal desde el punto de vista de la varianza consiste en responder a la pregunta de si dos o más grupos son significativamente distintos uno a otro respecto a la medida de una variable en particular. Debe tenerse presente que si la media de una variable es significativamente diferente en varios grupos, puede decirse que esta variable discrimina bien entre grupos.

En caso de que sea posible identificar más de dos grupos en los datos, pueden estimarse funciones discriminantes múltiples, cada una de ellas similares a la presentada en la Ec. (AI.1). Por ejemplo, cuando se tienen tres grupos, puede estimarse: 1) una función para discriminar entre el grupo 1 y los grupos 2 y 3 combinados; y 2) otra función para discriminar entre el grupo 2 y el grupo 3. Además, se pueden considerar sólo las funciones discriminantes múltiples que resulten más significativas: si se observan los coeficientes estandarizados de las variables de cada una de las funciones escogidas, cuanto mayor sean estos coeficientes, más alta es la contribución a la discriminación especificada. Finalmente, pueden considerarse las medias de las funciones discriminantes significativas para analizar entre cuales grupos éstas discriminan.
II. Tipos de Medida de Distancia

Sea una matriz X (mxn) que es tratada como m vectores fila x1, x2, …, xm. Varios tipos de medida de distancia que son posibles definir para el par de objetos r y s, con xr y xs, se incluyen a continuación:

i. Distancia Euclídea: es la distancia entre dos puntos que se mide en el espacio euclídeo, se define como

[image: image114.wmf]2

()()'

rsrsrs

dxxxx

=--

 



(AII.1)
ii. Distancia Euclídea Estandarizada: cada coordenada en la suma cuadrática se pesa inversamente por la varianza muestral de esa coordenada. 
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 (AII.2)
donde [image: image116.wmf]D

 es la matriz con elementos diagonales dados por vj2, que se refiere a la varianza de la variable [image: image117.wmf]i
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 sobre los m objetos.

iii. Distancia Mahalanobis: es una forma de determinar la similitud entre dos variables aleatorias multidimensionales. A diferencia de la distancia Euclídea, esta medida tiene en cuenta la correlación de las variables.
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 (AII.3)
donde [image: image119.wmf]V

 es la matriz de covarianza muestral.

iv. Distancia Manhattan: aquí la distancia entre dos puntos es la suma de las diferencias (absolutas) de sus coordenadas.
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 (AII.4)
v. Distancia Minkowski

[image: image121.wmf]1

1

||

n

p

p

rsrjsj

j

dxx

=

ìü

=-

íý

îþ

å

 (AII.5)
En el caso especial p=1, la distancia Minkowski coincide con la distancia Manhattan, y para el caso especial p=2, la distancia Minkowski coincide con la distancia Euclídea.

vi. Distancia Coseno: uno menos del ángulo incluido entre los puntos (en forma de vector).
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 (AII.6)
vii. Distancia de Correlación: uno menos la correlación entre los puntos (tratado como secuencias de valores).
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 (AII.7)
donde [image: image124.wmf]1
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viii. Distancia Hamming: es el porcentaje de coordenadas que difieren.
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III. Métodos de Enlace o Vinculación

En el método HCA, se utiliza una función vinculante que crea un árbol de agrupamiento jerárquico a partir de las distancias entre pares de objetos previamente obtenidas. La función puede utilizar diversos métodos de vinculación, los cuales difieren en la forma que se calculan las distancias entre los agrupamientos.

La solución que se obtiene en HCA es una matriz (m-1)x3 llamada Q, donde m es el número de observaciones en el conjunto original de datos. Las primera y segunda columnas de Q contienen a los índices de los agrupamientos vinculados de a pares, para formar el árbol binario. La tercera columna contiene la distancia de vinculación entre los agrupamientos formados. 

La siguiente notación se utiliza para describir los distintos métodos de vinculación:

· Un agrupamiento r es formado a partir de los agrupamientos p y q
· nr es el número de objetos en el agrupamiento r.

· xir es el i-ésimo objeto en el agrupamiento r.

a. Vinculación individual, también llamado vecino más cercano, utiliza la menor distancia entre dos objetos en los dos agrupamientos.
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 (AIII.1)
b. Vinculación completa, también llamado vecino más lejano, utiliza la mayor distancia entre dos objetos en los dos agrupamientos.
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 (AIII.2)
c. Vinculación promedio, utiliza la distancia promedio entre todos los pares de objetos en cualquiera de los dos agrupamientos.
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 (AIII.3)
d. Vinculación centroide, utiliza la distancia Euclídea entre los centroides de los dos agrupamientos.
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 (AIII.4)
donde [image: image131.wmf]1
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 y [image: image132.wmf]2

se refiere a la distancia Euclídea.

e. Vinculación media, utiliza la distancia Euclídea entre los centroides ponderados de los dos agrupamientos,
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 (AIII.5)
donde [image: image134.wmf]r
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son los centroides pesados para los agrupamientos r y s. Si el agrupamiento r fue creado por la combinación de los agrupamientos p y q, [image: image136.wmf]r
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f. Vinculación de Ward, utiliza la suma incremental de los cuadrados, es decir, el incremento en la suma total de los cuadrados dentro del agrupamiento, como resultado de la unión de dos grupos. La suma de los cuadrados dentro del agrupamiento es definida como la suma del cuadrado de las distancias entre todos los objetos en el agrupamiento y el centroide del agrupamiento. La distancia equivalente es:
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 (AIII.6)
g. Promedio ponderado de vinculación, utiliza una definición recursiva para la distancia entre dos agrupamientos. Si el agrupamiento r fue creado mediante la combinación de los agrupamientos p y q, la distancia entre r y otro agrupamiento s se define como el promedio de las distancias entre p y s y la distancia entre q y s:
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IV. Eliminación de Mínimos Locales y Descripción del Cálculo Iterativo en el Método K-Medias.
Eliminación de mínimos locales
Al igual que sucede en muchos otros problemas de optimización numérica, la solución que se alcanza con el método K-Medias depende a menudo del punto de partida, en este caso la posición inicial del centroide de cada agrupamiento. Es posible así alcanzar un mínimo local, donde la reasignación de cualquier punto a un nuevo agrupamiento debería incrementar la suma total de distancias centroide-punto, pero donde puede existir realmente una mejor solución. Para solucionar este problema, es posible especificar en el método el número de ‘réplicas’, es decir, el número de veces en que se repetirá el proceso de agrupación, cada uno con un nuevo conjunto de posiciones iniciales del centroide del agrupamiento. Por supuesto, la mejor solución será aquella para la cual la suma de las distancias centroide-punto para cada uno de los agrupamientos sea mínima. 

Descripción del algoritmo

El algoritmo consta de dos partes:

Primera fase. Cada iteración consiste en la reasignación colectiva de elementos al centroide del agrupamiento más cercano, todos a la vez, seguida de un nuevo cálculo de las posiciones de los centroides. La primera fase ocasionalmente converge a soluciones que son un mínimo local; es más probable alcanzar un mínimo global si se trabaja con pequeños grupos de datos. La fase de actualización colectiva es rápida, pero posiblemente sólo aproxime una solución que sea el punto de partida de la segunda fase.

Segunda fase. Los elementos son reasignados individualmente si con ello se reduce la suma de distancias, y en cada reasignación se calcula la ubicación del centroide del agrupamiento. Cada iteración consiste en la ubicación de todos los elementos. En esta fase la solución converge a un mínimo local, aunque puede haber otro mínimo local con menor suma total de distancias. Generalmente el problema de hallar un mínimo global puede ser resulto únicamente por medio de una selección exhaustiva de los puntos de partida, aunque la utilización de varias réplicas con puntos de partida aleatorios generalmente converge a una solución que es un mínimo global.
V. Definición del Parámetro Silueta

La definición de los valores silueta es la siguiente: dado un grupo G1 y un objeto i asignado a éste, la disimilitud promedio de i para todos los objetos j en G1 está dada por:
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donde [image: image141.wmf]1
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 es la distancia de cada objeto i a cada objeto j en G1. La menor disimilitud correspondiente a i respecto a cualquier otro agrupamiento, b(i), también es calculada. Si i es más similar a los objetos en un grupo G2 que a los del grupo G1, entonces:
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Por lo tanto, el valor silueta s(i) definido para un objeto i es: 
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donde [image: image144.wmf]}

{

max(),()

aibi

 se refiere al mayor valor entre [image: image145.wmf]()

ai

 y [image: image146.wmf]()

bi

. 

VI. El Clasificador del Método K-Vecinos Más Cercanos

Si se quiere conocer la clase a la que pertenece un objeto dado, entre varias clases posibles, se introduce el concepto de clasificador. Un clasificador es una función que asigna un objeto a una clase determinada, para lo cual se basa en el conocimiento de sus variables atributo. Existen dos tipos de clasificadores:

· Paramétricos: asumen que la distribución estadística que sigue el conjunto de variables es conocido, y trata de estimar los parámetros de dicha distribución.

· No-paramétricos: no asume ninguna distribución en particular. El clasificador se construye únicamente con los datos del conjunto de entrenamiento.

Entre los clasificadores no-paramétricos, el más conocido es el basado en el método K-vecinos más cercanos: si Ki es el número de objetos que pertenecen a la clase Gi entre los K vecinos más cercanos al objeto considerado x, la probabilidad a posteriori [image: image147.wmf](G|)
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. De esta manera, el clasificador asigna x a la clase más frecuente entre sus K vecinos más cercanos, según una cierta medida de distancia.
VII. Algunos Algoritmos Utilizados en Matlab
Algoritmo clusterskmeans.m
[image: image149.png]function [Resultkmeans] = clusterskmeans ptot nclusters,percent)

% INPUT:
%p = experimentalproperty

% tot= data matrix with poolof descriptors.

% nclusters =number of clusters tobe created

% percent = percent o total compoundsto be used as partoftrainand
shvalsets

% OUTPUT:
% Resultumeans =returns ineachrowinthe follwing order:

% the descriptornumber, meansioustte value, minmum sihovette
% value, mse(rain), rmselval) rmsetest) rmse(iain-mseval).

% thewithin cluster sums of point-to-centroid distances, the

% Sum ofwithin-clster sums ofpointto-centroid istances, and

% thenumberof objectsin each cluster

% PabloR. Duchovicz.
% INIFTA, La Plata, Argentina
% Created: 2nd March2011

warningoff
resi=]
{01, dZ]=size(ton);

[IDX0, Csum, D, silh3, msii, ncomp]
“off 50);

ifmsiln3==9%9
apt=t;

eise
msilnz==1
apt=t;

eise
ifsithz0
apt=0;

eise

aptst;

end

end

end

ifapt=0
res=sumd’

lldmol Ncomp] =idmal(iDX0, ndlusters)
vari=0;




[image: image150.png]fork=1:nclusters.
iiNcomp(k==0
vari=t;

end

end

ifvari==0
Irain. vl test] =analysis2(cmolpercent)

Res]=msr(p(tain, 1] to0(rain.), 1;

rsstrainrssvalrsstes] = rainvalesrs rain valfetp o0 Res(2))

resj{res] vecto msi3 min(sh) Res(2) i vl rstes abs{ssrainessval), (1-
rssrainfssva) 100, res sumires) ncomell

end

end

end
ifsizelres].1)=0
res-sorrousies, v+9);

Resultkmeans=resi




Algoritmo clustersknn.m

[image: image151.png]function [Resultknn] = clustersknn(p,tot nclusters percent)

%INPUT:
9%p = experimentalproperty

9%tot= data matix with pool of descrptors
% nclusters=number ofclusters tobe created

% percent=percertage oftotal compoundsto be used as partof trainand
%valsets

%oUTPUT:

% Resultknn=returns ineach rowthe resuls inthe following order:
9 the classifying descriptor snumber. the best desciptorof
9%linear model imse(iran) rmse{val, mseltest) rmsefrain)-

9% mse(val), the percentage difference between trainandval, and
% the number of objectsin eachcluster

% PabloR. Duchowicz
%INIFTA, La Piata, Argentina.
% Created: 15th March of2011

[a1,02]= sizeftot;

forj=ta2

vecto=[;

[CN]= centersitol: vecto) nusters )
knnalassiytot( vecto) G, (1 nclusters));

[1amol Ncomp] =idmal(c, ncusters)

vari=D;

fork= Tnclusters
fNComp(k==0

alysi2(icmol percert)

[Res)=msr(p(tain), (1] toltrain), 1;

Isstrinrssvalrsstest=trinva vl st ot Res2));

fesj=les] [1ecto Res(2) ssirain rsval rsstst abs sstinssval) (1-rstraisal) 100 Neomgll:
end

end
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	rrcm
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	res(i)
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	N
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	Número de moléculas presentes en el grupo G1
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