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Resumen 

Según la Organización Mundial de la Salud (OMS), el cáncer de mamas es el de mayor incidencia y mayor índice de mortalidad en mujeres a nivel mundial, reportándose en las últimas dos décadas un aumento de la mortalidad en países en vías de desarrollo. La mamografía es el método más empleado en la detección de esta penosa enfermedad; puesto que es una prueba que permite el diagnóstico en la fase preclínica. Por esta razón, los Sistemas de Diagnóstico Asistidos por Computadoras (CAD) son de gran ayuda para la detección / clasificación de anormalidades en las imágenes de mamografías, ya que le proporcionan una “segunda opinión” al personal médico especializado. En este trabajo se propone un método que combina técnicas de procesamiento digital de imágenes y redes neuronales artificiales, para la segmentación automática de lesiones patológicas en imágenes de mamografías y su corroboración mediante la clasificación con las redes neuronales FeedForward Backpropagation, Learning Vector Quantization y la red Probabilística. El algoritmo propuesto se validó con éxito en la base de datos de la Sociedad de Análisis de Imágenes de Mamografías (MiniMIAS), por un conjunto de datos formado por 100 imágenes seleccionadas de forma aleatoria. Se utilizaron además para la validación de los resultados funciones de comparación como el C_Factor y el RDE que nos dan una aproximación de cuan eficiente es el algoritmo de segmentación propuesto.

Introducción

El cáncer de mama es uno de los cánceres tumorales que se conoce desde épocas antiguas. La descripción más antigua del cáncer proviene de Egipto, del 1600 a.C. aproximadamente [1].

Se estima que más de 385 000 mujeres en todo el mundo mueren producto de esta enfermedad cada año [2]. La detección de signos tempranos de cáncer de mamas requiere de mejores métodos de diagnóstico por parte de los especialistas médicos. Dichos especialistas al interpretar las mamografías deben tener experiencia en el reconocimiento de las diferentes clases de anormalidades, las cuales permiten la detección temprana de rasgos malignos típicos de esta enfermedad. 

El término cáncer significa crecimiento incontrolado de un grupo de células provenientes de un determinado órgano, en este caso de la mama (seno). Cada vez es más frecuente el diagnóstico de cáncer de mama en nuestra población, presentándose en forma importante en pacientes muy jóvenes [3].

Se calcula que una de cada ocho mujeres padecerá cáncer de mama a lo largo de su vida. Si a esto se añade que la mayor parte de las mujeres sobreviven a la enfermedad o viven con ella durante años, se está en presencia de una patología que afecta directa o indirectamente (a través de familiares o amigos próximos) a prácticamente toda la población [4].

En la medicina actual, hacer diagnósticos utilizando imágenes es invaluable. El procesamiento de imágenes de Resonancia Magnética (MRI – Magnetic Resonante Imaging), tomografía computarizada (CT – Computer Tomography), mamografía digital y otras modalidades, proveen un medio no-invasivo y efectivo de delinear la anatomía de un sujeto. Estas tecnologías han incrementado enormemente el conocimiento de anatomías y patologías para la investigación médica, y son un componente crítico en la planificación de diagnósticos y tratamientos, por lo que resulta muy importante desarrollar técnicas y algoritmos para el mejoramiento, segmentación, reconocimiento y clasificación de las imágenes de mamografías. 

Varios han sido los métodos reportados en la literatura dirigidos a facilitar el análisis de las imágenes de mamografías por parte de los especialistas médicos [5, 6, 7, 8, 9, 10, 11, 12, 13], entre otros. Los mismos describen desde técnicas para el mejoramiento de los detalles de las imágenes hasta técnicas para el reconocimiento y clasificación de diferentes patologías relacionadas con el cáncer de mamas. Entre las técnicas de mejoramiento y segmentación de imágenes se encuentra la ecualización del histograma, el filtrado homomórfico, diferentes filtros para detectar bordes y eliminar el ruido, propio del proceso de captación de las imágenes, morfología matemática, varios métodos de umbralización y modelos deformables, entre otros.

Estas técnicas relacionadas con el procesamiento digital de imágenes se aplican con tres objetivos diferentes: 

· Mejorar los detalles de los objetos de interés presentes en las imágenes.

· La extracción de un conjunto de características relevantes relativas a los objetos de interés para facilitar su análisis.

· El procesamiento completamente automático de las imágenes para producir una descripción (interpretación) simbólica detallada de los objetos de interés.
En la actualidad, las imágenes médicas se encuentran ampliamente difundidas debido a la gran cantidad de equipos médicos desarrollados. La diversidad de principios de obtención de estas imágenes hace que existan varias modalidades de las mismas, entre las que están las de resonancia magnética (MRI), tomografía axial computarizada (TAC o CT), ultrasonido (US), endoscopía, entre otras. La segmentación de diversas estructuras en estas imágenes forma parte de los exámenes de rutina, mediante la aplicación de eficientes técnicas de procesamiento digital que son capaces de detectar la posición exacta de los objetos de interés en la imagen. [14]

La segmentación es el proceso que subdivide una imagen en sus partes constituyentes u objetos, y es uno de los elementos fundamentales en al análisis automatizado de imágenes, debido a que es en esta etapa donde se extraen los objetos de interés para un procesado posterior, como descripción y reconocimiento. Una de las técnicas más utilizadas en la segmentación de imágenes es la detección de fronteras, dentro de ella se encuentran las técnicas basadas en los modelos deformables, conocidos en la literatura como snakes, contornos deformables, contornos activos, etcétera. Kass y Terzopoulos [2] fueron los primeros en proponer con efectividad el concepto de modelo deformable, el cual se genera a partir de la idea de adaptar dinámicamente contornos o superficies siguiendo propiedades físicas como la elasticidad, suavidad, dureza y otras. 

Por su gran robustez y eficiencia, los modelos deformables parecen aplicables en la totalidad de los casos, sin embargo, presentan grandes limitaciones en imágenes donde la forma de los contornos de los objetos de interés presenta concavidades pronunciadas, característica presente en las imágenes médicas y en la inicialización del modelo que debe ser cercana a los bordes a segmentar.

El GVF-snake propuesto por Xu y Prince en [15] permite resolver estos dos problemas, pues al extender el valor del gradiente de la imagen como un campo vectorial sobre la misma, posibilita el movimiento del snake aunque el mismo se haya inicializado lejos de la frontera real, o existan concavidades en el borde que se desea segmentar. 

Por otra parte el snake hace que mínimos o valles relevantes que conforman la superficie potencial H de una imagen dada, se corresponden con los bordes significativos de los objetos a segmentar. En dicha superficie las coordenadas x,y coinciden con el sistema cartesiano de la imagen, y la coordenada z coincide con el valor en el punto (x,y), en este caso la intensidad. Partiendo de este modelo, la superficie potencial H, cuenta con una energía potencial gravitatoria en función de z. Esta superficie bajo el efecto de un campo gravitatorio virtual g permite referirse al término de energía potencial del snake. 

También se ha reportado el uso de técnicas de reconocimiento de patrones e inteligencia artificial, entre las cuales se destacan: redes bayesianas, funciones de similaridad, sistemas expertos y Redes Neuronales Artificiales (RNA), entre otras.
En el presente las RNA han evolucionado rápidamente y cada vez se utilizan con mayor frecuencia en problemas de clasificación y reconocimiento porque son capaces de aprender, generalizar (ejemplos del dominio del problema) y abstraer características esenciales a partir de entradas, que pudieran parecer irrelevantes. 

En este trabajo se evaluaron tres clasificadores (FeedForward Backpropagation, Learning Vector Quantization y la Red Probabilística) para reconocer y clasificar diferentes anormalidades en imágenes de mamografías y de esta forma corroborar si el proceso de segmentación fue correcto o no, pues el mismo es de vital importancia para lograr una buena clasificación ya  que provee el vector de características que sirve de entrada a la red neuronal.

Las RNA se están aplicando en múltiples áreas de la Medicina por las ventajas que representan, ya que una RNA puede crear su propia organización o representación de la información que recibe en la etapa de aprendizaje o entrenamiento. Esta auto-organización permite a las RNA responder apropiadamente ante datos o situaciones a las que no habían sido expuestas con anterioridad.

En este estudio se propone un nuevo método que facilita la combinación eficiente de técnicas de procesamiento digital de imágenes, reconocimiento de patrones e inteligencia artificial enfocados a un objetivo: la segmentación automática de lesiones patológicas en imágenes de mamografías.

Por la importancia que representa la segmentación del objeto de interés para el proceso de clasificación, existen varios autores que han incursionado en el tema, llegando a resultados favorables.

Shuk-Me1 Lai et al en [16] proponen un método para la detección automática de masas circunscritas bien definidas, D. Brzakovic et al en [17] proponen un método para la segmentación automática de lesiones patológicas conformado por tres pasos:

1. Separación del objeto del fondo.

2. Identificación de las regiones homogéneas.

3. Segmentación para separar las regiones identificadas del fondo.

Es válido aclarar que aunque el método es muy efectivo va dirigido fundamentalmente a la segmentación de masas.

Joachim Dengler et al en [13] propone un método para la segmentación automática de microcalcificaciones empleando el filtro de Sobel. 

Luis Manuel Rey Junquera et al de la Escuela Universitaria Politécnica de Mataró, propone un método basado en la plantación de semillas para la segmentación de masas.

Novoa en el 2009 propone un método de segmentación automática para diferentes lesiones patológicas, pero tiene el inconveniente de que en imágenes cuya intensidad sea relativamente homogénea, es decir, que el fondo de la imagen y el objeto no sean fácilmente identificable el método no funciona de manera eficiente.

A pesar de las diferentes técnicas y algoritmos utilizados para la segmentación de lesiones patológicas en imágenes de mamografías existen ciertas insuficiencias en la combinación de estas técnicas, pues no existe una que sea capaz de segmentar todo tipo de patologías, lo cual ha permitido trazarnos el siguiente problema de investigación:

Problema científico

Insuficiencias en los métodos y algoritmos de segmentación de lesiones patológicas en imágenes de mamografías en centros hospitalarios y de investigación.

Objeto de estudio de la investigación

Proceso de análisis de imágenes de mamografía.

Objetivo de la investigación

Integrar un conjunto de métodos de segmentación de imágenes médicas de forma tal que se contribuya a la segmentación automática de lesiones patológicas en imágenes de mamografías en centros hospitalarios y de investigación, basados en la combinación de técnicas de procesamiento digital de imágenes y redes neuronales artificiales.

Campo de acción de la investigación

Segmentación de lesiones patológicas en imágenes de mamografías.

Hipótesis 

Si se integran un conjunto de métodos de segmentación de imágenes médicas que combinen eficientemente técnicas de procesamiento digital de imágenes y redes neuronales artificiales, entonces se contribuye a mejorar el proceso de clasificación e interpretación de imágenes de mamografías en centros hospitalarios y de investigación.
Tareas de investigación

1. Determinación de los antecedentes históricos de las técnicas de procesamiento digital de imágenes.

2. Caracterización del proceso de interpretación de imágenes.

3. Valoración de la situación actual de las técnicas de procesamiento digital de imágenes e inteligencia artificial y su aplicación en los CAD.

4. Desarrollo de un prototipo de software que permita evaluar el método propuesto.

5. Corroboración de la incidencia de las RNA para el proceso de interpretación de rasgos significativos en las imágenes de mamografías.
6. Corroboración del algoritmo de segmentación propuesto mediante el empleo de diferentes indicadores reflejados en la literatura. 
Métodos y técnicas

Para el cumplimiento de las tareas propuestas se utilizarán los siguientes métodos de investigación:

1. Método histórico-lógico para determinar los antecedentes históricos del desarrollo de las técnicas de procesamiento digital de imágenes e inteligencia artificial aplicadas en las imágenes de mamografías.

2. Método analítico-sintético para la concatenación del objeto y el campo.

3. Método hipotético-deductivo para verificar nuevas hipótesis, inferir conclusiones y poder establecer las predicciones, partiendo del sistema de conocimientos que se posee.

Tipo de investigación y su perspectiva general

La investigación que se realiza es aplicada, explicativa, de campo, experimental y longitudinal y se desarrolla desde una perspectiva cuantitativa.
Aporte Teórico
Nuevo algoritmo de segmentación como apoyo al diagnóstico del cáncer de mamas en centros hospitalarios y de investigación.
Aporte Práctico

Nuevas herramientas informáticas de apoyo al diagnóstico del cáncer de mamas.

Estructura de la Tesis

Este trabajo consta de dos capítulos: Capítulo 1: “Técnicas de procesamiento digital de imágenes e inteligencia artificial. Estado actual de su desarrollo”, donde se hace referencia a los antecedentes históricos, contextuales y referenciales de la investigación en el campo de las imágenes de mamografías; y el Capítulo 2: “Segmentación automática de lesiones patológicas en imágenes de mamografías”, donde se abordan las técnicas específicas de procesamiento digital de imágenes, segmentación e inteligencia artificial desarrolladas, así como la validación de los resultados obtenidos. 

Capítulo 1. 
Técnicas de procesamiento digital de imágenes e inteligencia artificial. Estado actual de su desarrollo

El cáncer de mama es el cáncer más frecuente en las mujeres y consiste en un crecimiento anormal y desordenado de las células de este tejido. Se calcula que una de cada ocho mujeres padecerá cáncer de mama a lo largo de su vida. Si a esto se añade que la mayor parte de las mujeres sobreviven a la enfermedad o viven con ella durante años, se está en presencia de una patología que afecta directa o indirectamente (a través de familiares o amigos próximos) a prácticamente toda la población [4].

La historia natural del cáncer de mama se caracteriza por su larga duración y por la gran heterogeneidad entre pacientes. Actualmente, la mitad de las pacientes viven sin recaída el resto de sus vidas y “sólo” una tercera parte de las mujeres fallecen a consecuencia del cáncer de mama. Pero no hay un momento concreto o una barrera temporal traspasada la cuál puede asegurar la evolución que van a tener. La heterogeneidad es una característica inherente a esta enfermedad y separa grupos de pacientes que realmente parece que tuvieran enfermedades completamente distintas.

Esta enfermedad afecta a las mujeres, principalmente a partir de los 50, pero puede aparecer en cualquier edad, también puede producir una metástasis en alguna otra parte del cuerpo. Entre los 45 y 55 años constituye la principal causa de muerte entre las mujeres. El nivel de peligro en este caso se encuentra bastante alto, aunque también se cuenta con tratamientos extraordinarios que son capaces de vencer el cáncer [1].

Para detectar el cáncer de mama, se utilizan diferentes pruebas como la mamografía, ultrasonido mamario con transductores de alta resolución (ecografía), una prueba de receptores de estrógeno y progesterona o imágenes por resonancia magnética [17].
La mamografía es un método para examinar los senos o mamas que utiliza pequeñas dosis de radiación. Este simple procedimiento sirve para detectar tumores y quistes muy pequeños, imposibles de descubrir con un examen manual. 
Los rayos X fueron utilizados inicialmente en patologías mamarias como método terapéutico, fue Salomón médico Germano, quien inicia el estudio radiográfico de los especímenes mamarios extirpados por padecer cáncer [11].
No fue sino hasta que la ciencia médica logró mayor entendimiento del sistema circulatorio en el siglo XVII que se lograron felices avances. En este siglo se pudo determinar la relación entre el cáncer de mama y los nódulos linfáticos axilares. El cirujano francés Jean Louis Petit (1674-1750) y posteriormente el cirujano Benjamín Bell (1749-1806) fueron los primeros en remover los nódulos linfáticos, el tejido mamario y los músculos pectorales, abriendo el camino a la mastectomía moderna. Bell es el autor de la obra más importante en esta materia de su época: Tratado de las enfermedades del seno y de la región mamaria. Su senda de comprensión y avance fue seguida por William Stewart Halsted que inventó la operación conocida como "mastectomia radical de Halsted", procedimiento que ha sido popular hasta los últimos meses de los años setenta [17].

En Estados Unidos de América (EEUU), Staffor Warren en 1926 observa la silueta de la mama en proyecciones oblícuas mientras realizaba fluoroscopía torácica, década esta en que comienza a practicarse la mamografía. En la década de 1960, Robert Egan, en EEUU logra una técnica radiográfica más refinada y en 1964 John Wolfe publica un primer artículo sobre el uso de la mamografía como método de pesquisa en patologías mamarias.

En 1966 la mamografía recibe el avance de la introducción del tubo del ánodo de molibdeno que era fijo y de enfriamiento por agua, por Charles Gross, y a partir de los 70 se logran detalles técnicos que marcan importantes avances, todos ellos orientados hacia un objetivo, disminuir el número de radiaciones y obtener un resultado igual o superior. 

La búsqueda constante por obtener una imagen de buena calidad obliga a continuar las investigaciones, desde entonces, la mamografía ha experimentado un gran número de cambios y mejoras tecnológicas.

Otro de los adelantos que han surgido lo constituyen el desarrollo de los sistemas de pantalla y película, ésta última monoemulsionada, logrando así disminuir aún más la dosis de radiación, acortando el tiempo de exposición y obteniendo un mayor contraste y una mejor resolución.

Actualmente unidades computadas son anexadas a los modernos equipos, con uso de tarjetas que permiten la adecuada unidad al tipo de combinación placa radiográfica-pantallas intensificadoras de predilección del usuario. Comienza así una nueva era en el estudio de las mamografías y con ellas los Sistemas Asistidos por Computadoras (CAD).

La Mamografía Convencional requiere que todos los componentes de la secuencia de la imagen se dispongan adecuadamente, esto incluye:

· El Generador de Rayos X.

· La Ventana, el Filtro.

· Distancia de la fuente de la imagen.

· El Sistema automático de compresión con control de exposición.

· El Detector.

· El Chasis, Película, Pantalla
Por su parte, la mamografía digital es una mamografía que, en su procedimiento, utiliza exclusivamente métodos digitales para la obtención y registro de las imágenes a través de soportes de imagen digital, tales como: monitores, cámaras, lectores e impresoras y tiene varias ventajas con respecto a la mamografía convencional como es: la rapidez, el rango dinámico, las posibilidades de manipulación de la imagen y el envío por la red o posibilidad de consulta a distancia en cualquier lugar. Es aquí cuando el Procesamiento Digital de Imágenes (PDI) entra a jugar un rol importante dentro del análisis de imágenes de mamografías.

El PDI integra un conjunto de técnicas que se aplican a imágenes digitales con tres objetivos diferentes: mejorar los detalles de los objetos de interés presentes en las imágenes, la extracción de un conjunto de características relevantes relativas a los objetos de interés para facilitar su análisis, y el procesamiento completamente automático de las imágenes para producir una descripción (interpretación) simbólica detallada de los objetos de interés.

En [18] se define Inteligencia Artificial (IA) a la rama de las ciencias de la computación que se ocupa de construir sistemas que permitan exhibir un comportamiento cada vez más inteligente, sin embargo en [19] se denomina IA a la rama de la informática que desarrolla procesos que imitan a la inteligencia de los seres vivos. 

Para el caso de este trabajo se denomina IA a la rama de la ciencia de la computación que intenta la creación de programas que permitan modelar y/o imitar el comportamiento humano cuando se realizan acciones inteligentes. 

Las técnicas de PDI generalmente se agrupan en las siguientes categorías: 

1. Operaciones punto a punto: el valor de un píxel en la imagen de salida está en función del valor del píxel correspondiente en la imagen de entrada. 

2. Operaciones locales: engloba las técnicas en las que el valor de un píxel en la imagen de salida está en función del valor del píxel correspondiente y sus píxeles vecinos en la imagen de entrada. 

3. Operaciones globales: aquellas en las cuales el valor de un píxel en la imagen de salida depende del valor de todos los píxeles en la imagen de entrada. 
En el presente capítulo se realiza un análisis del estado del arte actual de técnicas de PDI y de IA relacionadas con la segmentación, reconocimiento y clasificación de objetos en imágenes.

1.1 Mejoramiento de las imágenes.
El mejoramiento de una imagen consiste en la aplicación de una técnica o varias técnicas de PDI, cuyo objetivo fundamental es mejorar los detalles de los objetos presentes en la imagen. En este proceso se incluye (pero no se limita): eliminación de ruidos inherentes al proceso de formación de la imagen, el mejoramiento del contraste de los niveles de intensidad de la imagen y el alisamiento de los detalles de interés (características) de los objetos de la imagen inicial.

Se consideran operaciones de mejoramiento de imágenes las siguientes:

· Reducción del ruido de fondo en la captación de una imagen. En este caso, lo que se pretende resaltar de la imagen es el contenido de la misma, eliminando la textura que pueda estar presente en el fondo, tratando de lograr que el fondo presente una intensidad lo más constante posible.

· El ajuste de intensidad y/o contraste. Una vez más, se pretende resaltar el contenido de la imagen con respecto al fondo.

· El mejoramiento de bordes: en este caso se pretende enfatizar las transiciones presentes en la imagen (fronteras entre dos estructuras diferentes).

A continuación se describen de manera más detallada algunas de las técnicas relacionadas con el mejoramiento de imágenes.

1.1.1 Operaciones punto a punto.
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Ecualización del histograma.
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1.1.2 Operaciones locales. 

Las operaciones locales consisten en un procesado de la siguiente manera:
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pixel bajo estudio. Una vez més, la funcion T es comin para todos los pixeles de la imagen (exceptuando
el filtrado adaptativo).

Las operaciones locales por lo general se basan en la convolucion de la imagen con un determinado nicleo
(kemel). Esta afirmacion es cierta solamente cuando la funcion T es una funcion lineal de los valores de
intensidad de entrada, es decir,

v=Au+ "f@ w, (1.5)

El tipo de operacion local que se lleve a cabo dependera de la seleccion de los coeficientes
(AA A, ), dado que los coeficientes son los que definen la operacion. Una practica habitual es

resumir estos operadores mediante una méscara de valores, la cual consiste en una rejila de PxP pixeles,
tipicamente con P impar y centrada en tomo al pixel bajo estudio, en la que cada casilla cotiene el
coeficiente por el que se muitiplicara a cada pixel que intervenga en la operacion.




De esta forma, con sólo una inspección de la máscara se puede interpretar rápidamente en qué consiste el operador en cuestión.

No obstante, en la práctica se presentan casos en los que las operaciones locales no son lineales. El filtro de la Mediana es un ejemplo de tales casos. 

1.1.2.1 Filtros paso - alto y paso - bajo.

En el filtro paso-alto los coeficientes de la máscara serán positivos y negativos, además su suma será nula, de forma que la respuesta del filtro en frecuencias espaciales cero, sea nula. Un ejemplo de filtro paso-alto es la máscara siguiente:
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La máscara anterior es una aproximación discreta del filtro Laplaciano, que es un filtro de la segunda derivada. Esta máscara provoca el filtrado de las zonas de intensidad homogénea, de modo que la imagen resultante enfatiza las transiciones de la imagen de entrada. 

En el filtro paso-bajo los coeficientes de la máscara, son todos positivos; las diferentes implementaciones dan más o menos importancia al píxel central respecto a los vecinos, pero el comportamiento global es similar. En la práctica habitual los coeficientes son normalizados, de forma que su suma sea igual a uno. De este modo, la ganancia del filtro para frecuencias espaciales nulas es unitaria.

Este tipo de filtrado tiene como objetivo reducir el ruido producido en el proceso de formación de la imagen. El inconveniente de esta técnica es el alisamiento de las transiciones (debido al recorte de componentes espectrales de alta frecuencia) de forma que se observará en la imagen resultante un cierto desenfoque de las intensidades, que será mayor mientras mayor sea la ventana definida para la aplicación del filtro. 

Ejemplos de estos filtros son los analizados a continuación.

Filtro de la Mediana.
El filtro de la Mediana reduce el ruido y tiende a preservar los bordes de los objetos presentes en las imágenes. Es un caso particular del filtrado estadístico ordenado, donde los valores de los vecinos se ordenan en una sucesión de acuerdo a sus niveles de gris de menor a mayor y el valor en el medio de la sucesión es el nuevo valor que se asigna al píxel central [20]. 
[image: image5.png]Para un fitro de Mediana de tamafio mxm , donde m se prefiere impar, el nivel de gris de salida S, sera
el nivel de gris del pixel de entrada G que cumpla con la siguiente condicion

5=l6]G 2 - DIDAC|G S (- DI2)] an




Tiene la ventaja de que el valor final del píxel es un valor real presente en la imagen y no un promedio. El inconveniente es que resulta más complejo de calcular, ya que hay que ordenar los diferentes valores que aparecen en los píxeles incluidos en la ventana y determinar cual es el valor central [21, 22, 23].

Filtro Gaussiano.

El filtro Gaussiano utiliza la función de Gauss bidimensional para calcular los coeficientes de una ventana como una aproximación discreta y está dada por la ecuación (1.8). 
[image: image6.png]En este alisamiento, la desviacion tipica ¢ juega un papel importante a la hora de controlar el grado de
rigor del operador. Cuanto mayor sea ¢, més se fienen en cuenta los puntos lejanos, y, por tanto, se
realizara un mayor alisado.

Conforme & disminuye, los valores de los puntos vecinos van recibiendo menor ponderacion, con lo que la
reduccion del ruido sera menor. El filtro gaussiano matematicamente segin [24] se define por la siguiente
expresion.

g (xy) as)





Aunque este tipo de alisamiento tiene el problema del difuminado de los bordes, no es tan pronunciado como sucede en otros filtros.

Filtro Promedio.
La respuesta del filtro Promedio [20, 23], es la media de todos los píxeles en el entorno de un punto central. Se obtiene mediante el filtrado de la imagen con una ventana de tamaño arbitrario 
[image: image7.wmf]m

 en la que todos los coeficientes son 1. La respuesta está dada por la suma de los niveles de gris del entorno utilizado (tamaño de la ventana) dividida entre el número de píxeles de la ventana [20] y se define por la expresión siguiente:
[image: image8.png]=





Los efectos de este filtro son similares al promedio estándar y dependen del valor de 
[image: image9.wmf]m

.

1.1.2.2 Detectores de bordes.

Si bien es cierto que bajo esta denominación pueden entrar todos los operadores que lleven a cabo operaciones de filtrado paso-alto, este nombre se reserva para operadores de tipo gradiente, es decir, operadores de primera derivada, en general, con carácter direccional. Es válido recordar que el gradiente de una función escalar es un vector, cuya expresión según [25] es la siguiente:
[image: image10.png]vr= (1.10)
Tal vector tiene modulo y fase, cuyas expresiones son:
|%7] 11)
8f(x.y)
$Vf = atm % (112)
e

El operador del modulo muchas veces se simplifica y se sustituyen los valores cuadréticos por los valores
absolutos, resultando

(113)





En la práctica, dado que se trabaja con imágenes digitalizadas, la operación tiene lugar en el dominio discreto. Por tanto, se trabaja con una aproximación basada en el uso de ventanas núcleos (kernels) del filtro. 

Ejemplos de operadores de detectores de bordes son los siguientes:

Operador de Prewitt.
Es un operador con tamaño de ventana 
[image: image11.wmf]3

3

x

 que calcula la derivada vertical y horizontal. El operador de derivada vertical enfatiza los bordes horizontales, mientras que el operador de derivada horizontal enfatiza los bordes verticales. Las máscaras más empleadas según [25] son:

[image: image12.wmf])
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para las derivadas vertical y horizontal, respectivamente.

Además, no se enfatiza el píxel central de la máscara y la detección se realiza con un ángulo de 
[image: image13.wmf]0

90

 sobre la dirección que aparentemente tiene el borde.

Operador de Sobel.
Este operador es similar al de Prewitt, ya que enfatiza la contribución de los píxeles más cercanos al píxel bajo estudio.

Para calcular las derivadas vertical y horizontal, el operador gradiente en el eje 
[image: image14.wmf]y

x

 es equivalente a aplicar sobre la imagen las siguientes máscaras según [25]:

[image: image15.wmf])
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La detección se realiza con un ángulo de 
[image: image16.wmf]0

90

 sobre la dirección que aparentemente tiene el borde, como sucede con el operador Prewitt. 

Los operadores de Sobel son rápidos y efectivos; sin embargo, no proporcionan el valor real del gradiente, sino una imagen sobre la que se pueden realizar cálculos referentes al contorno. Este método proporciona relieve al contraste (marca bordes) entre regiones homogéneas, al mismo tiempo que produce un afinamiento del borde. 

Operador Laplaciano.
La segunda derivada de un borde escalón es una función que cruza por cero en la posición del borde. El laplaciano es el equivalente a la segunda derivada en dos dimensiones según [25]:
[image: image17.png]_8f,9f_8G, 0G,
ox &'y ox oy

vif 16)

La segunda derivada usando la aproximacion por diferencias en la direccion x y seria

8 f _8G, _o(Ths+1-fTusD _ a(Tuj+1_ 817D
#x ox ox T ax ox

= (T + 21 [T 41D = (T +1]= /T 7D
= fT.j+21-2/Ti.j +11+ fTi.7]

L17)

Esta aproximacion se encuentra centrada en el pixel (i, +1) y remplazando a j por j~1 se obtendra la
aproximacion centrada en (7, ;)

of N
i =T +11= 21T+ Al -1 (L18)
De manera similar
&f ) o
7y ST+L1-21T 1+ fli-15] (L.19)

Combinando las_ecuaciones 1.18 y 1.19 en un dnico operador, la méscara a utiizar para calcular el
Iapleciano seria [25]





Este operador es sensible al ruido. El signo del resultado (positivo o negativo) produce información direccional e indica cual es el lado del borde más claro.

Operador de Canny.
El operador de Canny encuentra los bordes buscando por el máximo local del gradiente en la imagen, y dicho gradiente es calculado usando la derivada de un filtro Gaussiano. Este método emplea dos umbrales, detectando bordes fuertes y débiles, e incluye los bordes débiles en la salida sólo si éstos están conectados a los bordes fuertes. 

La salida normalizada por este operador se calcula:
[image: image18.png]e
77]} 21

donde & representa el angulo formado entre la direccion del borde y la direccion del operador. Se asume
que el operador toma un numero impar 2N+1 de muestras; donde 1 representa el nimero de una
muestra que se encuentra en el rango — ...+ IV . La distancia entre muestras es & y la implementacién

d,
por defecto del valor /jesu





1.1.2.3 Transformada Wavelet.
A. Singh [9] plantea que el desarrollo de las wavelets entronca con varias líneas de pensamiento a partir del trabajo de Alfred Haar a principios del siglo XX. Algunos de los autores que contribuyeron de modo notable al avance de esta teoría fueron: Goupillaud, Grosman y Morlet con su formulación de lo que hoy se conoce como transformada Wavelet contínua, Jan Olov-Strömberg con su trabajo sobre wavelets discretas (1983), Ingrid Daubechies con su propuesta de wavelets ortogonales con soporte compacto (1988), Stephane Mallat y Yves Meyer, con su marco multirresolución (1989), Delrat con su interpretación de la transformada Wavelet en tiempo-frecuencia (1991) y Newland con su transformada Wavelet armónica.

Su aplicación resulta eficiente para el análisis local de señales no estacionarias y de rápida transitoriedad y, al igual que la transformada de Fourier, mapea la señal en una representación de tiempo-escala. La diferencia está en que la transformada Wavelet provee análisis de multirresolución con ventanas dilatadas [26].

Las wavelets, funciones bases de esta transformada, son generadas a partir de una función wavelet básica, mediante traslaciones y dilataciones. Estas funciones permiten reconstruir la señal original a través de la transformada Wavelet inversa. Esta transformada no es solamente local en tiempo, sino también en frecuencia. 

Dentro de los usos de esta poderosa herramienta se nombra, además del análisis local de señales no estacionarias, el análisis de señales producidas por equipos médicos (electrocardiográficas, mamográficas), sísmicas, de sonido, de radar, así como también es utilizada para la compresión, procesamiento de imágenes y reconocimiento de patrones como en el caso de este trabajo.
[image: image19.png]De manera muy general, la transformada Wavelet de una funcion f'¢) es la descomposicion de f'¢) en
un conjunto de funciones s (t), que forman una base y son llamadas las “wavelets” como muestra la
siguiente ecuacion:

Wi(S.7

=lrow  ©adt 122

Las wavelets son generadas a parti de la traslacion y cambio de escala de una misma funcion wavelet
w(t). lamada la “wavelet madre’, y se define como:

W) 415 w[t%j (1.23)

donde Ses el factor de escala, y T es el factor de traslacion.

Las wavelets () generadas de la misma funcion wavelet madre y () tienen diferente escala S y
ubicacion T, pero tienen todas la misma forma. Se utiizan siempre factores de escala § >0 . Las wavelets
son dilatadas cuando la escala S >1. y son contraidas cuando § <1 de manera tal que si varia el valor de

S se cubren rangos diferentes de frecuencia. Los valores grandes del parametro S corresponden a
frecuencias de menor rango, o una escala grande de s ,(t) . Los valores pequefios de § corresponden a

frecuencias de menor rango o una escala muy pequefia de ¥ ,¢t) [10]




1.1.3 Operaciones en el dominio transformado.

Estas operaciones se realizan en dominios alternativos al espacio original. Un procesamiento en el dominio original (dominio espacial) equivale a un producto punto a punto de las transformadas de Fourier de las señales involucradas, seguido de la correspondiente transformada inversa.

El procesamiento homomórfico es un ejemplo de procesamiento en este tipo de dominio.

Procesamiento homomórfico.

El procesamiento homomórfico parte de la premisa de que una imagen se puede modelar como un producto de dos componentes, como:
[image: image20.png]Slmn]=dm,n)rlp.n] (124)

donde ilnt,n] es la iluminacin de la escena en cada pixel, y r{m.n] es la reflectancia, esto es, Ia forma en

que las estructuras presentes en la imagen reflejan la iluminacion que incide sobre ellas. Tipicamente la
iluminacion sera una sefial centrada en banda baja, mientras que la reflectancia sera un proceso de mayor
variacion espacial, y, por tanto, de mayor contenido de alta frecuencia

Los comportamientos de ambos procesos son facimente desacoplables mediante una operacion
logaritmica, ya que ésta convierte los productos en sumas (expresion 1.19),

log f{m.n] =logi{m .+ log rlm.n] (1.25)

de forma que un simple fitrado lineal permite separar de manera sencilla estas componentes, para entonces
llevar a cabo un procesado paralelo por cada uno de los dos canales resultantes.




1.2 Segmentación de las imágenes.

Con el incremento en tamaño y número de imágenes médicas, se ha hecho necesario el uso del computador para facilitar el procesamiento y análisis de las mismas. En particular, los algoritmos para el delineamiento de estructuras anatómicas y otras regiones son un componente clave para asistir y automatizar ciertas tareas radiológicas. Estos algoritmos de segmentación de imágenes juegan un papel importante en numerosas aplicaciones biomédicas de tratamiento de imágenes, como se muestra en el trabajo de Rueckert et al. [11].

1.2.1 Morfología matemática.

En términos generales, la palabra morfología se refiere al estudio de la forma y la estructura. Con este objetivo es utilizado en biología, geografía, etc. En el procesamiento de imágenes, morfología es el nombre de una metodología específica originada por G. Matheron en su estudio de materiales porosos [28]. El nombre es adecuado ya que su análisis se basó en la estructura geométrica inherente en una imagen.

En general, el análisis morfológico se realiza en una imagen en términos de alguna forma geométrica predeterminada conocida como elemento de estructura. Esencialmente, se estudia el modo en que el elemento de estructura está contenido en la imagen. 

La Morfología Matemática, inicialmente estaba restringida a imágenes binarias, pero en la actualidad se extiende a imágenes en niveles de intensidades fundamentalmente aunque también su aplicación se ha extendido a imágenes en colores. Los procesos fundamentales son Erosión y Dilatación [29].

La Erosión, se concibe usualmente como la reducción de la imagen original. Es la transformación morfológica que combina dos conjuntos usando el concepto de inclusión, es decir, el conjunto erosionado obtenido suele estar contenido en el original. Así, por ejemplo, el diámetro de un objeto circular puede ser reducido por 2, dependiendo del elemento de estructura utilizado. 
[image: image21.png]Entonces la erosion de A por B es el conjunto de todos los elementos x para los cuales x+b e A, para

todo be B, [30]
La Erosion de A por B se denota A®B y se define como:

468 ={r B} (1.26)

E"fv+beA paratodob

o bien,
A0,

=fer|(Blrc 4

Es decir, son los puntos x para los cuales la traslacion de B por x esta contenida en A. La uiidad de esta
transformacion se aprecia mejor con la segunda definicion




Ejemplo de la Erosión:
[image: image22.png]1,1),(1.2),(1.3),(1.4),(1,5).2.1).3.1),(4.1),6.1}
B={(0,0).(0,1)}
AGB ={(1,0).(1,1),(1,2),(1.3)(1.4)}

B AGB

La Dilatacion es, es la transformacion morfolgica que combina dos vectores utilizando la suma. Cuando se
realiza la dilatacion con un elemento de estructura, lo que se realiza es una expansion de la imagen. EI
primer elemento de la dilatacion, A, esta asociado con la imagen que se esta procesando y el segundo, B,
recibe el nombre de elemento de estructura, actia sobre A en la dilatacion para producir A S B, [31]

La Dilatacion de A por 8 se denota A® By se define mediante:

=B} 1.29)

A®B= ‘(‘EE”‘C:(I+Z7 paraalgimas Ay b

o bien,

s=atbacAbeB (1.30)

La dilatacion también es conmutativa al igual que lasuma: A@® B =B




Cuando se realiza una dilatación con elemento estructurante que contiene el cero, lo que se realiza es la expansión de una imagen y es fácil pensar en una implementación paralela. A continuación se muestra un ejemplo.

Ejemplo de la Dilatación:
[image: image23.png]AZ{0.1.(1.1).21).22).30}
B={(0,0).0.1)}

A2 B={(0,1),(1,1).2.1),(22),(30),0.2).(1,2),(2.2).(2.3).(3.1)}

o

A B ASB




La Erosión y la Dilatación usualmente se emplean por pares, bien la dilatación seguida por erosión o al revés. En cualquier caso, el resultado de esta aplicación sucesiva de erosiones y dilataciones es una eliminación de detalles menores que el elemento de estructura, sin distorsionar la forma global de objeto. A través de ellas, se forman las operaciones de Apertura y Cierre. 

La apertura de A por un elemento de estructura K es simplemente la erosión de A por K, seguido de la dilatación del resultado por K. Con la apertura se alisan los contornos, se rompen las uniones e
strechas entre partes de conjuntos y se eliminan salientes estrechos, [30].
[image: image24.png]La apertura de A por un elemento estructurante K se denota A« Xy se define como

AoK =(46K 131
A continuacion se muestra un ejemplo de Apertura:
o o o
an ol . an
A B AGB (AGB)=B

El cierre de A por un elemento de estructura K consiste en la dilatacion de A por K seguido por la erosion
del resultado por K. El cierre tiende a alisar las secciones de contomos pero en sentido inverso, une
separaciones estrechas y golfos estrechos ( = ), elimina huecos y pequefias discontinuidades en las
fronteras, [30]

El cierre de A por un elemento estructurante K se denota por Ae X y se define como.

AeK=(4®K)OK (1.32)
A continuacion se muestra un ejemplo de Cierre:
o o o

I3 B AZB (A=B)oB




Gradiente morfológico.

El conjunto de operadores:
[image: image25.png]Yyt (F)= F® B\FOB (133)

donde Bes el elemento de estructura que contiene al origen, es conocido como el gradiente
morfoldgico. ¥ gy (F) permite estimar el contomo de los objetos de F . El resultado depende en dima
instancia del tamafio y la forma del elemento de estructura B y es menos afectado por el ruido que los

detectores de bordes diferenciales. Usando la variante de (1.33), es posible detectar contornos intemos y
externos.

El operador gradiente morfolégico extermo:
Wi (F)= F®B\F (1.34)

caloula el contono externo de los objetos de F , y el operador gradiente morfoldgico interno:
Yo (F)= FAFOB (1.35)

caloula el contorno intemno de los objetos de F
El gradiente morfolégico se puede calcular también como la union del gradiente morfoldgico interno y el
gradiente morfolégico extermo:

Yaa (F) = W g (FY g (F) (136)




El gradiente morfológico, y las variantes externas e internas son siempre positivas porque la dilatación y la erosión con elementos de estructura que contienen al origen son extensivas y anti-extensivas, respectivamente [32, 33].

Combinación de aperturas y cierres.

La apertura y el cierre son frecuentemente usados en combinación para reducir el ruido y alisar el contorno de los objetos en las imágenes, por ejemplo, el filtrado secuencial que consiste en alternar la apertura y el cierre con elementos de estructura cuyo tamaño se incrementa de manera secuencial. 

Por lo general, la apertura se utiliza para compensar la no uniformidad en los niveles de intensidad (iluminación) del fondo de las imágenes. La transformación top-hat se utiliza para corregir el problema anterior y se define como:
[image: image26.png]Jwra=F-fu fi=feb (1.37)
mientras que la transformacién bottom-hat se define como:

Josomna = Je=f fe=fob (138)




Estas transformaciones se utilizan para ampliar el contraste en las imágenes. 

1.2.2 Umbralización.

Para la segmentación de imágenes, es conveniente en muchos casos trabajar con imágenes binarias, ya que, por su naturaleza en este tipo de imágenes se separan los objetos que se solapan, se juntan o separan objetos cercanos, y se resalta la forma básica del objeto. Esto se refiere a una imagen de solo dos valores, "1" correspondiente al blanco y "0" al negro. El resultado de estos procesos se obtiene mediante una técnica conocida en la literatura como umbralización, cuyo objetivo es la conversión de una imagen con varios niveles de intensidades en una imagen binaria (en blanco y negro) que contenga la información esencial relativa al número, posición, tamaño y forma de los objetos recogidos en la imagen [30].
[image: image27.png]La umbralizacion es uno de los métodos de segmentacion més antiguos, la misma se puede observar como
una operacion que implica realizar comprobaciones frente a una funcion T como:

e=tlxy,plny L fxy ) (1.39)

donde f'(x.) es el nivel de gris en el punto (x,y) .y p (x.y) representa alguna propiedad local de este
punto (por ejemplo, la media de los niveles de grises, la desviacion estandar o la entropia).




La forma más común para convertir una imagen en niveles de grises a una imagen monocroma es seleccionando un umbral, donde todos los píxeles cuyos niveles de intensidad estén por debajo de este umbral, se clasifican con valor 0 (píxeles negros) y los que estén por encima, con valor 1 (píxeles blancos). Encontrar el valor correcto del umbral resulta lo más difícil.

En aplicaciones reales raras veces se puede emplear un umbral fijo para todos los píxeles de la imagen. Las variaciones locales en el nivel de gris de los píxeles son frecuentemente, motivadas por problemas de iluminación no uniforme de la escena o por irregularidades de los dispositivos de captura. En estos casos resulta mucho más frecuente recurrir a un proceso de umbralización, conocido como umbralización adaptativa, dependiente de la posición del píxel en la imagen. De esta forma, cada zona de la imagen, o incluso cada píxel, se procesa respecto a un umbral calculado en un entorno local de la propia zona, o píxel.

Si se conoce a priori alguna propiedad sobre la imagen se simplifica mucho la búsqueda del valor del umbral: escogiendo aquel que permite cumplir la propiedad conocida. 
[image: image28.png]Un caso particular interesante es la realizacion de una umbralizacion por p —cubrimiento




Si se conoce aproximadamente el área de la imagen que deben cubrir los objetos de interés, se selecciona en el histograma el valor que permite asegurar que los objetos segmentados en la imagen tienen aproximadamente, esa área.

El método de umbralización reportado en la literatura más empleado es la selección del histograma, el cual se implementa buscando mínimos locales entre máximos locales significativos y utilizando el nivel de gris de esos mínimos como umbral de segmentación. O sea, en primer lugar se localiza el mayor máximo local (máximo global) del histograma (que se corresponderá a un máximo de probabilidad asociado a un objeto). A continuación se localiza el segundo mayor máximo local del histograma (máximo de probabilidad asociado a otro objeto o al fondo de la imagen). Por último, se localiza el mínimo local entre ambos máximos y se utiliza su valor como valor para el umbral. En el caso de existir más de un objeto de interés se reitera el proceso. Quizás se necesite aplicar un suavizado previo al histograma o un criterio de distancia mínima entre picos, para evitar la detección de dobles picos producto al ruido.

Se han reportado varias técnicas que intentan mejorar los resultados de una simple umbralización por mínimos locales, mejorando la decisión sobre el punto de umbral. Una de las más utilizadas es la umbralización óptima, o método de Otsu, en el cual se aproxima el histograma de la imagen mediante la suma ponderada de varias distribuciones de probabilidad pertenecientes a cada uno de los objetos presentes en la imagen. Los valores de umbral se fijan en los puntos de mínima probabilidad.

1.2.3 Modelos y contornos deformables.

El desarrollo de los Modelos (Superficies) Deformables [33

 ADDIN EN.CITE <EndNote><Cite><Author>M. Kass</Author><Year>1987</Year><RecNum>25</RecNum><record><rec-number>25</rec-number><ref-type name="Journal Article">17</ref-type><contributors><authors><author>M. Kass, A Witkin, D. Terzopoulos</author></authors></contributors><titles><title>Snakes: Active Contour Models</title><secondary-title>International Journal of Computer Vision</secondary-title></titles><periodical><full-title>International Journal of Computer Vision</full-title></periodical><pages>321 - 331</pages><volume>1</volume><number>4</number><dates><year>1987</year></dates><urls></urls></record></Cite></EndNote>, 34], conocidos popularmente como snakes han captado la atención de los investigadores de diversas áreas de la ciencia, ya que estos han sido utilizados ampliamente en la segmentación de objetos en imágenes 2D y 3D respectivamente. Su principal ventaja radica en la posibilidad de segmentar y seguir objetos cuya morfología puede variar en un intervalo de tiempo dado.

Desde la introducción de los snakes en el análisis de imágenes por Kass y otros [33] son diversas las variantes, extensiones y alternativas que se han desarrollado del snake original; entre las cuales se pueden citar los trabajos de Terzopoulos, McInerney, Singh, Goldgof, Blake e Isard, respectivamente [26, 35, 36]. 

1.2.3.1 Conocimiento estadístico previo de la forma.

La formulación original de los snakes es demasiado general para obtener resultados aceptables al procesar imágenes donde existan anormalidades en su forma y apariencia debido a oclusiones, estructuras irrelevantes cercanas a los bordes o ruido. Esto ha provocado el origen de varias técnicas que utilizan el conocimiento previo de la forma del objeto para la segmentación del mismo como los Modelos de Formas Activas (MFA) propuesto por Cootes [37]. Cootes (1993) [5, 38

 ADDIN EN.CITE <EndNote><Cite><Author>T. Cootes</Author><Year>1995</Year><RecNum>36</RecNum><record><rec-number>36</rec-number><ref-type name="Conference Proceedings">10</ref-type><contributors><authors><author>T. Cootes, A. Hill, C. Taylor</author></authors></contributors><titles><title>Medical Image Interpretation Using Active Shape Models: Recent Advances</title><secondary-title>Information  Processing in Medical Imaging. Kluwer Academic Publishers, Editor: Y. Bizais</secondary-title></titles><pages>371 - 372</pages><dates><year>1995</year></dates><urls></urls></record></Cite></EndNote>] plantea que los MFA constituyen una técnica de modelación de formas activas de gran aplicación para la segmentación de estructuras anatómicas en imágenes médicas.

Los MFA mejoraron considerablemente los resultados de la segmentación, no obstante, el modelo requería de un entrenamiento previo, tornándose menos general.

En los MFA la variación estadística de las formas que pertenecen a una clase específica de objetos se modela de antemano con un juego de imágenes de entrenamiento. Para esto se supone un modelo inicial y se aplica de forma tal que pueda deformarse de acuerdo a los datos de la imagen. Las deformaciones propuestas se escogen para minimizar una cierta función de energía y a su vez son restringidas para ser consistentes con el conocimiento previo sobre el objeto. La función de energía es seleccionada a medida que el modelo sea atraído hacia ciertas características extraídas de los valores de intensidades (escala de grises) de la imagen.

Se han desarrollado varias mejoras al método de los MFA básicos; por ejemplo, Hill [39, 40, 41] propuso un algoritmo de generación de acotamiento automático basado en la multi-resolución de los MFA presentados por Cootes [42]; además sugirió abordar la introducción de los MFA como un problema de optimización utilizando técnicas de algoritmos genéticos [43].

1.2.3.2 Modelación matemática del snake paramétrico.

Como se pudo apreciar en la sección anterior, los Modelos Deformables son de gran importancia para la ciencia y la técnica debido a las posibilidades que brinda su aplicación en la segmentación de imágenes.

El modelo matemático del snake paramétrico lo propusieron con efectividad por primera vez Kass y Terzopoulos [33,44] como una herramienta para resolver el problema de la segmentación. Este método consiste en lograr una minimización de energía guiada por un spline mediante fuerzas de restricciones externas y la influencia de fuerzas de campos potenciales que lo mueven hacia las características de interés en la imagen. 
[image: image29.png]Si se tiene una curva deformable v (s.t) con parametros s y ¢, donde s es el indexado espacial y t el

tiempo definido en un intervalo cerrado de Q) y 7. Esta curva deformable se considera como una funcién
de dos variables x y (coordenadas espaciales) con la misma parametrizacion de v

v(s,t) = (x(s,t).y (5.2), s€ QteT (L40)

La funcidn de energia potencial del snake, Egq, (v) se define por [30]

Erun®)= Lol B+ Eu)4 Epagl e )

donde,
E,, - Representa la energia potencial intema del snake.
E,,, - Esta relacionada con el peso que se le asigna a las fuerzas de las restricciones extemas. Esta energia

se define en funcion de las caracteristicas hacia las que s pretende atraer el snake (contomos,
puntos de intensidad elevada y transformada de distancia).

E

"yaa  INCIde s0bre el peso asignado a la fuerza del campo gravitacional
Una imagen 2-D puede verse como una superficie H_ simplemente haciendo coincidir el valor del eje Z
con el valor de la intensidad en la imagen. La introduccién de técnicas de fittrado apropiadas permite que la
superficie H resultante ofrezca minimos o valles relevantes, los cuales correspondan con los bordes
significativos de los objetos a segmentar (ver anexo # 1).




1.2.3.3 Contornos activos: técnica live wire.
El live wire (o cortes inteligentes) es una técnica interactiva de seguimiento de bordes [6, 45, 46, 47, 48, 49]. Esta comparte algunas similaridades con los snakes y fue originalmente desarrollada como una extensión 2D interactiva con etapas previas.

Esta técnica se considera como un competidor de los snakes, pues al igual que los snakes, la idea del live wire es permitir la segmentación de la imagen con una mínima interacción por parte del usuario, mientras le permite al usuario ejercer el control sobre el proceso de segmentación. 

La génesis del live wire está en la colaboración entre Adupa (Universidad de Pennsylvania) y Barrett (Universidad Joven de Brigham).

La técnica live wire comparte dos componentes esenciales: una función de costo total que asigna un costo más bajo a los rasgos de interés de la imagen como los bordes y un proceso de expansión que forma bordes óptimos para los objetos de interés, basado en la función de costo. El borde encontrado con el live wire puede ser formulado como una búsqueda en un grafo dirigido por un camino óptimo (costo mínimo) usando el algoritmo de Dijkstra.

Función de costo.
[image: image30.png]El costo local {(p,g) en el enlace diigido desde un pixel p a su pixel vecino g es definido como una
suma pesada de seis costos de componentes locales creados desde varios rasgos de borde [6]

P29 = w2 2@+ wefo (@ + oS5 (0.9 + W fr @)+ 142)
Wi @) + W, f5 (@)

donde f(g) es la funcién laplaciana de cruce por cero en g, fy(g) es la magnitud del gradiente en g
f5(p.q) es la dieccion del gradiente de p a g f5(g) es el valor del pixel del borde en ¢ f;(g) ¥
f(g) son los valores del pixel dentro y fuera en g, mientras w.Wq. Wy, Wp.W; Y W, representan sus

respectivos pesos [49]
El costo local asignado a cada elemento del borde b es una combinacién lineal de los costos con sus ocho

rasgos posibles f; es planteada en [50] como:

.
Sowie,, (i)
I S—— (1.43)

donde w,es el peso asociado con el rasgo f; y ¢, es la funcion transformada del rasgo f; que convierte

el valor del rasgo f;(5) en un valor de costo




1.3 Clasificadores: Redes Neuronales Artificiales.

El cerebro es un elemento de procesamiento de la información extremadamente complejo, cuyo modo de funcionamiento es eminentemente paralelo y cuyo comportamiento no puede describirse por medio de modelos sencillos como son los lineales. Fue el científico español Ramón y Cajal (premio Nobel en 1911) quien a finales del siglo XIX desarrolló y presentó la noción de neurona como elemento estructural constitutivo del cerebro.

Entre los elementos de su estructura histológica (ver anexo # 2) están:

· Las dendritas, que son la vía de entrada de las señales que se combinan en el cuerpo de la neurona. De alguna manera la neurona elabora una señal de salida a partir de ellas.

· El axón, que es el camino de salida de la señal generada por la neurona.

· Las sinapsis, que son las unidades funcionales y estructurales elementales que median entre las interacciones de las neuronas. En las terminaciones de las sinapsis se encuentran unas vesículas que contienen unas sustancias químicas llamadas neurotransmisores, que ayudan a la propagación de las señales electroquímicas de una neurona a otra.

El concepto de plasticidad está relacionado con la capacidad del cerebro frente a la adaptación de acuerdo a los estímulos exteriores. En un cerebro adulto la plasticidad se puede llevar a cabo por dos procedimientos: creación de nuevas conexiones sinápticas entre las neuronas y la modificación de las ya existentes.

Como en otras tantas ocasiones, el ser humano ha intentado imitar la plasticidad que parece ser la clave esencial en el funcionamiento de las neuronas biológicas, modelándola en las RNA. Varias han sido las definiciones reportadas en la literatura sobre el concepto de RNA, por ejemplo: algunos autores [51] plantean que una RNA es un procesador masivamente paralelo distribuido que es propenso por naturaleza a almacenar conocimiento experimental y hacerlo disponible para su uso; otros plantean que una RNA es un modelo computacional con un conjunto de propiedades específicas, como son la habilidad de adaptarse o aprender, generalizar u organizar la información, todo ello basado en un procesamiento eminentemente paralelo [52].

Modelo de Neurona.

La neurona es un elemento de procesamiento de la información que juega un papel fundamental en una red neuronal. 
[image: image31.png]1. Un conjunto de sinapsis o conexiones, cada una de ellas caracterizada por su fuerza o peso. Asi,
una sefial de entrada x, tras pasar la conexion, s habra convertido en una sefial x,w; , donde
x,wy es el peso o fuerza de la conexion con la entrada j — ésimade la neurona & . De acuerdo
con el signo del peso Wy se tienen conexiones excitadoras cuando es positivo o conexiones
inhibidoras cuando es negativo,

2. Un sumador 3" que produce la suma ponderada de las entradas de acuerdo a los correspondientes.

pesos de las conexiones.
3. Una funcion de activacion o transferencia, que limita la ampltud de la salida generada por la
neurona.

Es habitual la inclusion en el modelo de un umbral o polarizacion representado por 6, cuya mision es
controlar el nivel a partir del cual la neurona produce su salida. Este término 6, es afiadido a la suma
ponderada, que posteriormente es transformada por la funcién de activacion ¢( |

El umbral es el peso de una conexion entre una nueva entrada x, de valor constante e igual a —1. Se
define mateméticamente como:

o= e S, (L44)

=

La funcion de activacion ¢ () determina el nivel de activacion de la neurona en términos de la actividad
existente en sus entradas.




Hay una infinidad de funciones para ser utilizadas como función de activación, pero se pueden distinguir tres grandes clases: tipo escalón, lineales a trozos y sigmoide. La elección de la función de activación depende fuertemente del algoritmo de aprendizaje que se vaya a utilizar.

Muchas veces se habla de arquitectura de una RNA. Este concepto se refiere básicamente a la manera en que se interconectan los distintos elementos de proceso que forman la red.

En una RNA los elementos de proceso se organizan como una secuencia de capas con un determinado patrón de interconexión entre los diferentes elementos de proceso que la forman, y con un patrón de conexión entre los elementos de proceso de las distintas capas. Uno de los rasgos que puede ayudar a definir una capa es el hecho de que todos los elementos de proceso que la forman usan la misma función de transferencia.

En muchas de las arquitecturas de RNA se puede hacer la siguiente distinción entre las capas:

· Capa de entrada: Es la capa que recibe los estímulos del entorno. No suele tener asociado un mecanismo de aprendizaje, es decir, sus pesos se mantienen constantes, y su misión simplemente es la de distribuir dicha entrada al resto de los elementos de proceso que constituyen la red.

· Capa de salida: Es la capa sobre la que se forman las salidas de la red.

· Capas ocultas: Son las demás capas que no son ni de entrada ni de salida.

En la actualidad existen muchos modelos de RNA, y cada año los investigadores crean nuevas arquitecturas, paradigmas y algoritmos de aprendizaje. A fin de tener una visión del panorama actual de las RNA, en el anexo # 3 se presenta una síntesis de las clasificaciones que proporcionan algunos autores [52, 53, 54, 55]. En este anexo se han incluido algunos tipos de redes que por su relevancia histórica o por su uso muy extendido se han convertido en punto de referencia para el mundo científico y técnico. Se han quedado fuera de este resumen varios tipos de RNA que por su ámbito de aplicación o novedad no resultan representativas del estado del arte.

1.3.1 Redes Neuronales Artificiales de Kohonen.

Este tipo de redes, generalmente tienen más de dos capas, algunas de cuyas unidades compiten entre sí por el "privilegio" de clasificar la entrada. En las llamadas RNA de Kohonen (un subconjunto de las de filtro competitivo), esto se plasma como conexiones inhibitorias intracapa ("inhibición lateral"), de modo que la activación de una unidad tiende a producir un descenso en la actividad de sus "competidoras” de capa.


La arquitectura de las RNA de Kohonen se caracteriza por:


· tres o más capas.

· patrón de conexión total entre la capa de entrada y la capa oculta.

· conexiones inhibitorias laterales en la capa oculta.



Es indispensable que al construir una RNA de este tipo se garantice que el vector de pesos de cada unidad de la capa oculta sea diferente a los demás.



Considerando el caso de una RNA de tres capas, de flujo directo, con la capa intermedia (competitiva) interconectada con pesos fijos, de modo que cada unidad envía señales de excitación a sus "vecinas" e inhibición lateral a las demás unidades ("competidoras") de la capa. La capa de entrada envía una copia completa del vector de entrada a cada unidad de la capa competitiva. Al presentar una entrada a la red, ésta es transmitida a todas las unidades de la capa oculta. Algunas unidades de esta capa se activarán, y enviarán esa activación/inhibición a sus vecinas/competidoras. Eventualmente, tras una serie de fluctuaciones, una unidad será la más activada de todas, y todas las demás (salvo sus vecinas) quedarán inhibidas. Sólo las unidades activadas enviarán señales a la capa de salida. En este momento es donde se aplica la regla de aprendizaje.



Sólo las unidades ganadoras ajustan sus pesos, es decir, la regla de aprendizaje actúa sólo sobre las unidades que hayan llegado a rebasar un cierto nivel de activación. La regla de aprendizaje aproxima un poco más el vector de pesos de la unidad al vector de entrada para el cual la unidad ha resultado ganadora. Es decir, hace que esa unidad, que ya ha resultado ser compatible a ese tipo de entrada, lo sea todavía un poco más. De este modo, si aparece posteriormente alguna entrada semejante a esta, es más probable que la unidad ganadora vuelva a ser la misma. Así, cada unidad se va paulatinamente “especializando” en un tipo de vector de entrada.



Cuando se introduce una nueva entrada, y hay otra unidad ganadora, el proceso se repite para otra posición vectorial. Finalmente, los vectores de pesos de cada unidad de la capa oculta, que inicialmente seguían orientaciones aleatorias, se concentran en un cierto número de orientaciones concretas que representan patrones que aparecen frecuentemente en la entrada. Por lo tanto, la distribución de los vectores de pesos modela las regularidades de la entrada. Es decir, las unidades de la capa oculta se van especializando progresivamente en ciertas entradas, respondiendo selectivamente a patrones invariantes que estaban implícitos en el conjunto de entrada, los cuales no eran conocidos. La red en ningún momento es informada sobre las regularidades que tiene que detectar, sino que se dirige espontáneamente hacia ellas (no se tiene por qué saber que regularidades se están buscando). 

Una de las redes clasificadas dentro de este epígrafe es la RNA basada en el algoritmo de aprendizaje Learning Vector Quantization (LVQ) que ha sido utilizada con éxito en muchas aplicaciones, fundamentalmente en análisis de imágenes, reconocimiento de patrones y problemas de clasificación.

El algoritmo LVQ está especialmente diseñado para resolver problemas de clasificación de patrones. Se trata de clasificar un conjunto de patrones de entrada en un número finito de clases de manera que cada clase sea representada o caracterizada por un vector prototipo. Para ello, el modelo LVQ utiliza un aprendizaje supervisado que permite organizar las unidades de entrenamiento en el espacio de salida mediante regiones que actuarán como clasificadores de los datos de entrada. Se trata de un aprendizaje competitivo que permite reforzar positivamente (“premiando”) o negativamente (“castigando”) los pesos de las conexiones dependiendo de que la clasificación haya sido realizada correcta o incorrectamente. 
[image: image32.png]La entrada al sistema son vectores de varias dimensiones (x,) y la salida es una representacion del espacio
de entradas conocida como vectores prototipo (w, ). Para cada clase k, se tiene al menos un vector de
pesos w, . En cada iteracion, se selecciona un vector de entrada x, y se compara con todos los vectores
prototipo w, utiizando como medida de simiaridad la distancia euclidiana Hx —w,|. EI vector prototipo
més cercano a la entrada x, seria temporalmente el ganador y se ajustara para adaptarse de la mejor

manera posible ala entrada
Para encontrar el vector prototipo ganador w, habra que seleccionar aquel que cumpla

(1.45)

La clase ¢, con la que esté asociado el vector w,, seré la ganadora de la competencia, y por tanto, se
podra comprobar si el procedimiento ha clasificado correctamente comparando € con la clase a la que
pertenece el vector de entradax,. Suponiendo que d es la clase a la que pertenece x,, la regla de
aprendizaje utiizada por el algoritmo LVQ se muestra en la expresion 1.46.

W, + @) —w,) si c=d
w, —a) —w,) si ctd (L.46)

Sélo se ajustan los pesos de la unidad ganadora, permaneciendo sin modificacion el resto de los vectores
prototipo. Si la clase ganadora ¢ de la competencia es correcta, es decir, coincide con la clase del vector

de entrada d , los pesos de w, se modifican acercandose al vector de entrada (se “premia” el acierto enla

clasificacion). Si por el contrario, Ia clasificacién es incorrecta, se modifican alejandose del vector de entrada
(se “castiga’ el error en la clasificacion).

En la ecuacion (1.54), a(t)es la razon de aprendizaje, siendo 0 <a(t) <1, una funcion monstona
decreciente del tiempo. La inicializacion de () se hace con un valor cercano a cero, y decrece
linealmente de manera que al final del proceso de aprendizaje su valor es practicamente nulo.




Otra de las RNA dentro de este epígrafe son las conocidas como Mapas auto-organizados (Self-Organizing Map), las cuales tratan de establecer una correspondencia entre los datos de entrada y un espacio bidimensional de salida, de modo que ante datos con características comunes se activen neuronas situadas en zonas próximas de la capa de salida. Cada neurona de la capa de entrada está conectada con cada una de las neuronas de la capa de salida mediante pesos. Las interacciones laterales siguen existiendo en relación con la distancia que se toma como una zona bidimensional alrededor de la neurona (ver anexo # 4). 
[image: image33.png]Se presenta a la entrada una informacion en forma de vector de N componentes (la capa de entrada tiene
N neuronas). Las M neuronas que forman la capa de salida reciben la informacion a través de conexiones
hacia delante con pesos W, y a través de las conexiones laterales con el resto de las neuronas de la capa
de salida, de manera que la red evoluciona hasta encontrar una situacion estable en la que se activa una

neurona de salida, siendo la ganadora; que una vez encontrada, sus pesos y los de las neuronas de su
entorno son actualizados.




Se supone que la inhibición lateral produce una distribución gaussiana centrada en la neurona ganadora, así, en lugar de calcular recursivamente la actividad de cada neurona, simplemente se encuentra la ganadora suponiendo que las demás tienen una actividad proporcional a la función gaussiana evaluada en la distancia entre dicha neurona y la ganadora:
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Donde d es la distancia entre las neuronas (147)
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La gaussiana comienza por cubrir casi todo el espacio y se reduce de manera progresiva hasta ser casi exclusivamente la ganadora. Para las cercanas a la ganadora, las actualizaciones se reducen exponencialmente según la distancia a la gaussiana.

Los Mapas Auto-organizados son diferentes a los demás modelos de RNA descritos en este epígrafe debido a su capacidad para trasladar la estructura del espacio de entrada al espacio de salida, porque crea un espacio de salida discreto donde se conservan las relaciones topológicas entre los elementos del espacio de entrada, lo que quiere decir que la distribución de los datos de entrada se conserva aproximadamente. La conservación de los entornos es importante para aplicaciones que requieren la conservación de una métrica en el espacio de entrada y este modelo lo hace de una manera no supervisada. La regla de competencia lleva los vectores de pesos hacia la entrada actual; como la ganadora y sus vecinas se actualizan en cada paso, todas ellas se mueven hacia la misma posición, aunque las vecinas lo hacen más lentamente a medida que la distancia aumenta. Esto organiza las neuronas de modo que las que están en un entorno comparten la representación de la misma área del espacio de entrada, independientemente de su localización inicial.
1.3.2 Red Neuronal Artificial: Feedforward Backpropagation.

Las RNA Feedforward son aquellas en las que el ajuste de los pesos durante la fase de entrenamiento se realiza invirtiendo la dirección del flujo de activación en la red mediante una regla llamada "retropropagación" (backpropagation), que ajusta cada peso para hacer mínimo el error de las unidades de salida.


Las redes en las que se puede aplicar esta regla se caracterizan por lo siguiente: 

· Tienen dos o más capas.


· Son de "flujo directo", es decir, el patrón de conectividad de las unidades no presenta recurrencia o retroalimentación.


· Utilizan una función de activación contínuas y creciente. La más habitual es la función sigmoide calculada a partir de la habitual función aditiva ponderada.


De este modo, lo que realiza una RNA Feedforward es siempre una proyección ("mapping") del vector de entrada en el de salida. Las redes con estas características han demostrado ser capaces de realizar diversos tipos de proyecciones (función entrada-salida) con gran fiabilidad.


La regla backpropagation es la principal regla de aprendizaje de las RNA actuales, permite que ante cada ejemplo la red compare su salida con la salida "correcta", y reajuste los pesos de sus conexiones en función del resultado de dicha comparación.

El algoritmo de aprendizaje de retropropagación del error (backpropagation) (conocido como la regla delta generalizada) es una aplicación del conocido método del gradiente decreciente. Esta regla de aprendizaje se debe a Werbos (1974), Rumelhart (1985) y Parker (1989), entre otros autores. 

Debido a ciertas consideraciones probabilísticas y, ante todo, a su facilidad de cálculo, establece como función objetivo minimizar el error cuadrático:
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donde:

4 y,()es lasalida del elemento de proceso i en el instante ¢

4 ' (t)es lasalida deseada para el elemento de proceso 1 en el instante
De acuerdo con esta regla de aprendizaie, el peso W, que conecta el elemento de proceso j con el 7 se
ajusta por:
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donde:
4 aes el denominado coeficiente de aprendizaje.

4 &(t) es lasefial de error del elemento de proceso 7en el instante ¢
Si el elemento de proceso i es de la capa de salida, se tiene que:
30 =00 -2, (1.50)
donde 4, (t) es la derivada de la funcién de activacion o transferencia en el instante ¢ para el elemento de

proceso 1
Si el elemento de proceso i no se encuentra en la capa de salida, sino que esta en las interiores, la sefial
de error tiene el siguiente valor

¥
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donde IV es el nimero de elementos de proceso enla capa destino.
En la practica, para acelerar la convergencia se suele introducir #1 como el término momento (momentum)

Py (2) = @, @)y,(0) + mbowy ¢ -1) .52)

Si se expande el término w; (¢) en funcién de todos los valores anteriores, se tiene:

L, (2) = 8 () ;@) + mbw, (~1)
= a0}y, )+ mas, ¢y, ¢~ + by ¢ =2) (153)

=aY g -1
=

Esta Gfima ecuacion representa una serie temporal que converge sdlo si el parametro m cumple que
0<ms1




Una variación muy interesante del algoritmo backpropagation es la que incluye un término de regularización que introduce la condición adicional de minimizar los valores absolutos de los pesos. El añadido de este término conduce a la variante conocida como “Weight Decay”, que logra minimizar el efecto del sobreentrenamiento.

En este caso, la expresión para la función de error sería:
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donde y representa la constante de regularizacion. De este modo, la expresion para la actualizacion de los
pesos seria

Awy () = @8, (t)y, @)+ mbwy (£ =1) + ¥ wy (2) (1.55)

La regla “backpropagation” mencionada anteriormente sigue de manera general el siguiente esquema:
Po: Inicializar los pesos (valores aleatorios pequefios).
P+ Mientras la condicion de parada sea falsa, hacer los pasos del2 al 9
P2: Por cada par de entrenamiento hacer los pasos del 3 al 8.
Pa: Transmitr el vector de entrada recibido a todas las neuronas de la capa siguiente.
P Calcular la suma pesada del vector de entrada y enviar la sefial de salida a la capa de salida.
Ps: Calcular la suma pesada de la capa de salida.
Ps: Retropropagacion del error
Cada unidad de salida produce su propia salida, calcula el error y lo envia ala capa anterior.
Pr: Cada unidad oculta calcula la informacion del error.
Ps: Actualizar los pesos y el bias de las capas ocultas y de salida
Ps: Comprobar la condicién de parada.




Ventajas del algoritmo Backpropagation.
· Posee la capacidad de auto-adaptar los pesos de las neuronas de las capas intermedias para aprender la relación que existe entre un conjunto de patrones de entrada y sus salidas correspondientes.
· Una vez en funcionamiento tiene la capacidad de generalización, y así, proveer salidas satisfactorias a entradas que el sistema nunca había procesado en la fase de entrenamiento.
Desventajas del algoritmo Backpropagation.
· Busca minimizar el error del sistema. Para ello se moverá por la superficie de la función de error dando pasos descendentes. Debido a este modo de aprendizaje, el sistema podría eventualmente quedar atrapado en un mínimo local y alcanzar una solución que no fuese óptima, es decir, con un error elevado.
· Lentitud del aprendizaje.
· Si la pendiente es escasa, el entrenamiento es muy lento.
· Si la pendiente es nula, el algoritmo se detiene.
1.3.3 Red Neuronal Artificial: Probabilística.

El modelo LVQ es un precursor de los mapas autoorganizados, y al igual que ellos puede verse como un tipo especial de RNA. Este modelo tiene una primera capa competitiva y una segunda lineal, donde el número de neuronas de la primera es siempre mayor o igual que el número de neuronas de la segunda. La capa competitiva aprende a clasificar los vectores de entrada, mientras que la capa lineal transforma la clasificación hecha por la primera capa en correspondencia con las salidas definidas por el usuario. El algoritmo LVQ está especialmente diseñado para resolver problemas de clasificación de patrones y trata de clasificar un conjunto de patrones de entrada en un número finito de clases, de manera que cada clase sea representada o caracterizada por un vector prototipo. Para ello, el modelo LVQ utiliza un aprendizaje supervisado que permite organizar las unidades de entrenamiento en el espacio de salida mediante regiones que actuarán como clasificadores de los datos de entrada. Se trata de un aprendizaje competitivo que permite reforzar positivamente (“premiando”) o negativamente (“castigando”) los pesos de las conexiones, dependiendo de que la clasificación haya sido realizada correcta o incorrectamente. 

1.3.4 Red Neuronal Artificial: Regresión Generalizada.
El modelo neuronal de Regresión Generalizada fue propuesto y desarrollado inicialmente por Specht (1991) y posee la propiedad de no requerir ningún entrenamiento iterativo, es decir, puede aproximar cualquier función arbitraria entre vectores de entrada (inputs) y salida (outputs), realizando la estimación de la función directamente a partir de los datos de entrenamiento. Este modelo descansa en la teoría de regresión no lineal, siendo, en esencia, un método para estimar la función de probabilidad conjunta de los datos sólo a través del conjunto de entrenamiento, mediante el estimador de Parzen (1962). 
Su topología original posee cuatro capas: la primera de ellas, representa el vector de entradas (inputs); la segunda, denominada pattern layer, es igual al número de observaciones del vector de entrada y el valor de la neurona en esta capa no visible se obtiene al aplicar la función de transferencia o activación,
[image: image37.png]i (1.56)

siendo una extension de la funcion multivariante gaussiana; la tercera capa recoge dos tipos de sumatorias,

la primera:
5,=3h .57)

es el denominador (D(X)). y la segunda el numerador

3, = T wh M) (1.58)

donde “w,” es el valor de la salida utiizada en la fase de aprendizaje y que actia como peso; por utimo,
enla cuarta capa se obtiene la salida mediante la siguiente operacién:
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Capítulo 2: 
Segmentación automática de lesiones patológicas en imágenes de mamografías

El cáncer de mamas está considerado una de las principales causas de muerte en mujeres a escala mundial. Según la Organización Mundial de la Salud (OMS) [1], se estima que más de 385 000 mujeres en todo el mundo mueren producto a esta enfermedad cada año. El diagnóstico y tratamiento en estadíos primarios de esta enfermedad puede incrementar significativamente la posibilidad de supervivencia de estas pacientes, ciertos estudios han probado que la realización de mamografías periódicas a mujeres de más de 45 años puede reducir la tasa de mortalidad por esta causa entre el 30 y el 50% [56].

La mamografía de rayos X es la principal técnica usada por especialistas médicos en la detección y diagnóstico del cáncer de mamas. Esta técnica ha resultado satisfactoria en la detección temprana de esta patología reduciendo la mortalidad de las pacientes en un 25% [2]. La interpretación de Imágenes de Mamografías (IM) es un proceso que requiere destreza y experiencia por parte de los especialistas médicos.

En la actualidad para dar solución a esta problemática se trabaja por desarrollar herramientas informáticas cada vez más sofisticadas que permitan brindar una “segunda opinión” en el diagnóstico médico de esta enfermedad, apoyadas en la combinación eficiente de técnicas de PDI, Reconocimiento de Patrones (RP) e IA. La aplicación de estas técnicas facilita la automatización y la obtención de resultados más exactos, así como el aumento de la eficiencia del personal médico y garantiza la reproducibilidad en el análisis de las imágenes. 

En nuestro país se ha reportado hasta el momento tres prototipos de software que se describen a continuación:
1. Yosvany López y Andra Novoa en el 2007 realizaron un prototipo que posibilita la clasificación semiautomática (el proceso de segmentación se hace de forma manual), basado en la combinación de técnicas de PDI, RP e IA, permitiendo de esta forma diagnosticar diferentes tipos de anormalidades, ya fueren malignas o benignas, sin incluir los tejidos normales. El resultado de este trabajo se validó mediante la red neuronal Feedforward Backpropagation, con la cual obtuvieron una clasificación del 97.5% con un vector de características conformado por 5 rasgos morfométricos basados en la forma de la imagen.

2. En el propio 2007 Yosvany López realiza una corroboración del trabajo anteriormente mencionado con dos tipos de redes: la Feedforward Backpropagation y la Learning Vector Quantization utilizando validación cruzada e incorporando los tejidos normales, para cuyas redes obtuvo un 97% y 92.5% de clasificación respectivamente.

3. En el 2009 Andra Novoa propone una mejora al método incorporando la segmentación automática, basada en los niveles de intensidad de la imagen y partiendo de una región de interés definida por el especialista. Este método tiene el inconveniente de que en imágenes cuya intensidad sea relativamente homogénea, es decir, que el fondo de la imagen y el objeto no sean fácilmente identificable el método no funciona de manera eficiente.

4. Por otro lado en el año 2010, Alejandro Díaz [57] propone un método para clasificar de manera semiautomática lesiones patológicas en imágenes de mamografías utilizando para ello un vector características conformado por rasgos de tipo textura.

Independientemente de los logros obtenidos en el área quedan aún retos por resolver. 
 2.1 Segmentación automática de lesiones patológicas en imágenes de mamografías. Validación mediante el empleo de redes neuronales artificiales.

La clasificación de las diferentes anormalidades presentes en las IM constituye un paso de suma importancia porque ofrece una “segunda opinión” al personal médico especializado y el proceso de segmentación es el paso intermedio que hace posible una buena clasificación de las mismas. En el caso de este trabajo se propone un nuevo método de diagnóstico constituido por cuatro pasos que concluye con la clasificación del objeto analizado mediante el empleo de RNA, en el caso de nuestro trabajo la Feedfordward Backpropagation, la Learning Vector Quantization y la Red Probabilística. Estos pasos son:

· Selección de la imagen a analizar (ROI).

· Preprocesamiento. 

· Segmentación.

· Extracción del vector de características.

· Clasificación de la imagen.

La figura 2.0 muestra el diagrama del método propuesto para la segmentación automática de las diferentes clases de anormalidades presentes en las IM.
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Fig.2.0 Diagrama del método propuesto

Es válido aclarar que aunque el principal objetivo de este trabajo no es hacer una clasificación de las diferentes clases de anormalidades, esto si ayudaría a corroborar el resultado de la segmentación, es decir, si el mismo es o no correcto. En [58] se propuso un método similar donde se demostró que la clasificación era buena para un vector de características conformado por cinco rasgos morfométricos, dichos rasgos son los que se utilizan para el caso de este trabajo.

2.1.2 Preprocesamiento.

El mejoramiento de las imágenes consiste en la ampliación de los detalles de interés de los objetos presentes en las mismas. Para lograr el mejoramiento de las IM en el caso de este trabajo se han aplicado diversas técnicas y métodos matemáticos, tales como: filtros digitales, mejoramiento, umbralización / segmentación, entre otras que serán explicadas a continuación.
2.1.2.1 Filtros digitales.

Los filtros digitales son utilizados debido a su efecto de alisamiento, su poder para la detección de bordes y la agudización del contraste. En este trabajo se han incluido diferentes tipos de filtros, entre los cuales se encuentran: la Mediana, el Gaussiano, el Promedio, el Unsharp masking; los operadores de Sobel, Prewitt, Laplaciano y Canny; entre otros que ya fueron explicados con anterioridad en el Capítulo 1. Los filtros utilizados han permitido resaltar con mayor o menor claridad una u otra anormalidad presente en las IM.

El filtro de la Mediana se ha empleado para reducir el ruido y preservar los bordes de las anormalidades en las IM (ver epígrafe 1.1.2.1). 

El filtro Promedio calcula la media de los píxeles en el entorno de un punto central (ventana) y su efecto depende del valor de 
[image: image39.wmf]m

, donde 
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 es el valor del tamaño de la ventana (ver epígrafe 1.1.2.1). Su aplicación a una ROI puede ser observado en la figura 2.1.
[image: image41.png]a) b)
Fig. 2.1 Uso del filtro Promedio para atenuar el ruido
) M original b) M filtrada




El filtro Gaussiano utiliza la función de Gauss bidimensional para calcular los coeficientes de una ventana como una aproximación discreta; y su ecuación está dada en el epígrafe 1.1.2.1. Aunque este tipo de filtro en cuanto al alisamiento tiene el problema del difuminado de los bordes, no es tan pronunciado como en el caso de otros algoritmos. La figura 2.2 muestra el resultado de la aplicación de este filtro a una ROI donde se encuentran varias calcificaciones.
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Fig. 2.2 Utilizacién del filtro Gaussiano para atenuar el ruido
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Los filtros anteriores son en cierta medida extremos, ya que enfatizan los componentes de baja frecuencia o alta frecuencia. Un filtro mezcla de ambos comportamientos es el conocido en la literatura como Unsharp masking, debido a que opera tanto sobre los componentes de bajas frecuencias como sobre los componentes de altas frecuencias.
[image: image43.png]Se denomina O a la imagen original, HPO a su version paso - alto, LPO a su version paso - bajo, y
UMO a la imagen filrada mediante este fitro, se puede formalizar el procedimiento de la manera siguiente:

O = HPO+ LPO
UMO = A*O-LPO (21)
= 4*0-(0- HPO)
= (A-D)*O+ HPO
donde A es una constante. Si el valor de A es mayor que 2 el filro Unsharp masking equivale a afiadir ala
version original amplificada de la imagen una parte de su componente paso - alto. En este caso, se
conseguiran enfatizar las transiciones sin perder informacion de la estructura original de la imagen

Si se concreta esto en operaciones con mascaras se puede llegar a que la siguiente se corresponde con
este tipo de fitrado.

Por ejemplo
0 0 0] 111 -1 -1 -1
Yo oa oY1 1]=to1 oa1 1 (22)
9 9 9
00 0 111 -1 -1 -1




En la siguiente figura 2.3 se observa la ROI resultante luego de aplicar un filtrado Unsharp masking.
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Existen varios tipos de filtros enfocados a la detección de bordes en una imagen. Un concepto de detección de bordes puede encontrarse en el epígrafe 1.1.2.2. En el caso de este trabajo se utiliza el filtro de la mediana local descrito en [59].

La aplicación de filtros que enfaticen el borde del objeto muestra sus mejores resultados en aquellas anormalidades donde se encuentre presente algún tipo de masa, debido a que las mismas son aglomeraciones de mayor tamaño que las calcificaciones, y su forma que en ocasiones puede llegar a ser un polígono muy irregular será mejor delimitable que en el caso de las calcificaciones. El filtro de la Mediana local tiende a preservar los bordes de una imagen, mejorando en cierta medida la imagen original. Su formulación matemática es la siguiente: 
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La figura 2.4 muestra el procesamiento de una ROI que contiene una masa circunscrita bien definida aplicando este tipo de filtro. 
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2.1.2.2 Mejoramiento.

El mejoramiento de las IM en este trabajo constituye un paso de vital importancia, pues contribuye a eliminar en gran medida el ruido de las imágenes producto a la captura o formación de las mismas, facilitando al personal médico especializado brindar un criterio final con un mayor grado de certeza.

El método propuesto incluye tres técnicas de mejoramiento: ecualización del histograma, ajuste de la imagen y ecualización del histograma de contraste adaptativo (CLAHE).

Kristin y otros [2] demostraron que la ecualización de las imágenes representa un importante paso en la detección automática de microcalcificaciones, proponiendo un esquema para la supresión del ruido en IM, con resultados superiores a los obtenidos por otros autores. 

En este caso la ecualización del histograma ha mostrado resultados satisfactorios, minimizando el ruido de las IM (ver epígrafe 1.1.1); pues esta técnica hace un ajuste de los niveles de intensidad de la imagen bajo estudio como muestra la figura 2.5. 
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Fig. 2.5 Uso de la ccualizacién del histograma
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2.1.2.3 Técnicas de Umbralización.

En este trabajo, se emplea el concepto de umbralización para hacer referencia a la conversión de una imagen con varios niveles de grises en una imagen binaria (blanco y negro), que contenga información esencial relativa al número, posición, tamaño y forma de los objetos pertenecientes a la imagen. Aquí, se proponen tres métodos de umbralización (ver epígrafe 1.2.2): umbralización adaptativa, umbralización manual a partir del histograma de frecuencia de intensidades y umbralización basada en técnicas fuzzy. La figura 2.6 muestra la segmentación de una masa circunscrita bien definida de forma manual basado en la información del histograma de frecuencias de intensidades donde se puede corroborar que la misma muestra un resultado favorable.
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2.1.2.4 Segmentación.

Luego de seleccionar la ROI se realiza la segmentación de la anormalidad bajo estudio. El proceso de segmentación está basado en el uso de modelos deformables (snake y live wire) (ver figura 2.7) y puede realizarse de forma automática.

El snake necesita para su funcionamiento una inicialización que consiste en marcar varios puntos que pertenezcan o se encuentren cercanos al borde de los objetos, de forma tal que lo circunscriba y posteriormente se produce un proceso de deformación que permite una mejor aproximación al borde real de los objetos (segmentación final).

El live wire (o cortes inteligentes) es una técnica interactiva de seguimiento de bordes que comparte algunas similaridades con los snakes. El mismo realiza una aproximación al borde real del objeto mediante una mínima interacción del usuario. El algoritmo a seguir para segmentar una imagen con live wire consiste en hacer un seguimiento del borde del objeto bajo estudio, sembrando varios puntos semillas cada vez que ocurre un cambio morfológico y de manera automática se va generando una curva que circunscribe al objeto hasta que finaliza el proceso y ocurre la segmentación final. 

Una mayor profundización en la definición de la técnica live wire, con ejemplos de aplicación en imágenes médicas se presenta en [51 ,59, 60, 61]. 

Segmentación Automática.

La segmentación automática ha sido motivo de interés para varios autores debido al impacto que tiene la segmentación dentro del proceso de clasificación. Por la importancia que representa la segmentación del objeto de interés para el proceso de clasificación, existen varios autores que han incursionado en el tema, llegando a resultados favorables.A continuación se describen algunas de las vertientes que existen hasta el momento.

La densidad en la imagen de mamografía ha sido calificada como un fuerte factor de riesgo para el cáncer de mamas [62]. En la mayoría de los métodos se concluye con una segmentación que parte de la selección de un umbral por parte del usuario, acción que lleva tiempo y es subjetiva. 

El análisis de textura utilizando una matriz de co-ocurrencia parece ser útil en la diferenciación de los tres componentes citológico de fibroadenoma [63] (grupos monocapa de células, fragmentos de estroma y de fondo con núcleos desnudos). Estos resultados podrían ser utilizados en el desarrollo de algoritmos para segmentación de la imagen y diagnóstico automatizado, pero necesitan ser confirmados en estudios contundentes.

Existen numerosos trabajos de investigación en el área de la segmentación, de los cuales unos pocos han llegado a un estado en el que puede ser aplicado con la intervención manual interactivo (por lo general en aplicación de imágenes médicas) o totalmente automática. La estructura de anidación que Witkin describe es, sin embargo, específica para las señales de una sola dimensión y no es trivial la aplicación a las imágenes de dimensiones superiores. Esta idea ha inspirado a otros autores a investigar el paso de esquemas de grande escala a pequeña escala para la segmentación de imágenes. Koenderink propone el estudio de cómo la intensidad de iso-contornos evolucionan en escalas y este enfoque se investigó en mayor detalle por Lifshitz y Pizer. 

Lamentablemente, sin embargo, la intensidad de las características de la imagen cambia con las escalas, lo que implica que es difícil de rastrear las características de la imagen de gran escala a pequeña escala utilizando la información de iso-intensidad. 

Lindeberg estudió el problema de vincular los extremos locales y los puntos semillas con las escalas, y propuso una representación de la imagen primitiva llamada el boceto a escala original que hace explícitas las relaciones entre las estructuras a escalas diferentes.

Gauch y Pizer estudiaron el problema complementario de las crestas y los valles en múltiples escalas y desarrollaron una herramienta para la segmentación interactiva de imágenes basadas en escalas múltiples (watershed). 

Shuk-Me1 Lai et al en [68] proponen un método para la detección automática de masas circunscritas bien definidas, D. Brzakovic et al en [64] proponen un método para la segmentación automática de lesiones patológicas conformado por tres pasos:

1. Separación del objeto del fondo.

2. Identificación de las regiones homogéneas.

3. Segmentación para separar las regiones identificadas del fondo.

Es válido aclarar que aunque el método es muy efectivo va dirigido fundamentalmente a la segmentación de masas.

Joachim Dengler et al en [13] propone un método para la segmentación automática de microcalcificaciones empleando el filtro de Sobel. 

Luis Manuel Rey Junquera et al de la Escuela Universitaria Politécnica de Mataró, propone un método basado en la plantación de semillas para la segmentación de masas.

Novoa en el 2009 propone un método de segmentación automática para diferentes lesiones patológicas, pero tiene el inconveniente de que en imágenes cuya intensidad sea relativamente homogénea, es decir, que el fondo de la imagen y el objeto no sean fácilmente identificable el método no funciona de manera eficiente.

Como se puede apreciar no existe un método que sea capaz de segmentar de forma automática cualquier tipo de anormalidad. En el caso de este trabajo se propone un nuevo método de segmentación que es capaz de resolver la problemática anterior. El algoritmo se describe a continuación.

a. Selección del píxel de mayor intensidad en la ROI.

      Para seleccionar cual es la mayor intensidad presente en la ROI se hace un recorrido píxel a píxel, comenzando en la parte inferior y de izquierda a derecha. El siguiente pseudocódigo indica como se debe proceder.

      Inicializar Mayor en -1.

      Desde 1 hasta mayorX

          Desde 1 hasta mayorY 

                  Si imagen(x,y) > Mayor

                        Hacer Mayor = imagen(x,y)
        Donde mayorX y mayorY contiene el valor con la cantidad de abscisas y de ordenadas.

      Imagen corresponde a la imagen que contiene la anormalidad analizada.

b. Selección de los posibles puntos que conforman la anormalidad.

La selección de los posibles puntos que conforman la anormalidad se hace mediante un recorrido de la misma píxel a píxel y se incluye en el conjunto resultante todos aquellos píxeles cuyo valor de intensidad cumpla con la siguiente condición:
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donde CP es el conjunto de puntos que cumplan con la condición anteriormente planteada, además guarda las coordenadas del píxel y no el valor de intensidad de ese píxel en la imagen, y el umbral es la diferencia que existe entre el píxel de mayor intensidad calculado en el paso “a” y la moda (valor que más se repite) en la porción de la imagen analizada. Si el valor de la moda y el valor del píxel de mayor intensidad coinciden, entonces al umbral se le concede un valor constante de 5. Y si difieren en más de 70 se le concede un valor de 32.
 intensidad (x,y) es el valor de la intensidad del píxel que ocupa la posición (x,y).

c. Discriminación de los puntos exteriores.

    Para determinar cuales puntos pertenecen al objeto y además son de interés, se considerarán como puntos válidos todos aquellos cuya distancia al borde del objeto sea menor que el radio que conforma la anormalidad. Dicho matemáticamente sería la siguiente expresión:
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es el conjunto de puntos determinado en b, O es el borde del objeto que coincide con el borde de la circunferencia que circunscribe a la anormalidad cuyo radio se expresa como la media del agrupamiento de los píxeles seleccionados en CP, y el radio es la mediana del conjunto de diferencias entre cada uno de los puntos seleccionados en el inciso b. 

d. Selección de los puntos que pertenecen al contorno.

A partir del conjunto de puntos que se seleccionan en el paso c, se procede al cálculo de los puntos que pertenecen al contorno. La selección se hace de la siguiente forma:

Se recorre el conjunto de puntos y se escoge para cada valor de la abscisa el que tenga menor y mayor valor de la ordenada, en caso de que exista uno solo se agrega al conjunto. Una vez que se hayan seleccionado los puntos que pertenecen al contorno se organizan de forma tal que quede una curva que sea capaz de circunscribirlos, esta organización se describe a continuación.

· Se divide el conjunto en dos partes iguales.

· Se organiza en dos subconjuntos que comenzando a partir del último elemento van incrementándose de forma alterna (uno comienza a partir del último elemento y se denomina subconjunto1 y el otro a partir del penúltimo y se denomina subconjunto 2).

· El conjunto final resultante es la unión de los 2 subconjuntos anteriores; si la cantidad de elementos (N) es impar entonces el conjunto final sería la unión del subconjunto 1 con el 2 organizado de atrás hacia adelante, si N es par se unen de forma viceversa. 

             N se refiere a la cantidad de elementos del conjunto calculado en el paso c.

e. Multiplicar la imagen por la máscara correspondiente para obtener la imagen modificada y realizar la interpolación de los puntos del contorno.

A partir de los puntos obtenidos en el paso d, se realiza la interpolación correspondiente utilizando la misma metodología planteada en [65].

Una vez que se hayan aplicado cualquiera de las tres variantes de segmentación a una determinada ROI; del contorno final de la anormalidad se calculan un conjunto de rasgos morfométricos o características (vector de características), que pueden ser adicionadas o no al conjunto de entrenamiento del clasificador.
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2.2 Extracción del vector de características.
Las calcificaciones y las masas tienen características específicas que las diferencian, así como también existen varias categorías de masas. Las calcificaciones son pequeños puntos brillantes que resaltan dentro de la imagen, mientras que las masas son aglomeraciones de mayor tamaño que pueden formar desde un círculo hasta cualquier otro tipo de figura geométrica, llegando a tener una forma irregular. En este caso, Michael y otros [8] realizaron un estudio enfocado a identificar un conjunto de rasgos clínicos robustos para la evaluación de tumores en las mamas; además, los autores definen la forma morfológica de los tumores y demuestran que los tumores con mayor número de ramificaciones tienen mayores probabilidades de estar asociados a anormalidades malignas. Karsten [66] propuso un conjunto de posibles características a extraer con el objetivo de clasificar las diferentes anormalidades presentes en el cáncer de mamas. 

Los rasgos utilizados para la clasificación de las diferentes anormalidades bajo estudio son: área, promedio de la intensidad de los píxeles, aspereza, forma y estiramiento de la anormalidad, planteados en [58].

La formulación matemática empleada para el cálculo del vector de características formado por los rasgos anteriormente mencionados es la siguiente:
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2.2.1 Clasificadores basados en Redes Neuronales Artificiales. 

En la literatura se han reportado varios métodos que emplean los clasificadores de RNA para resolver problemas en la clasificación de las diferentes anormalidades presentes en las IM, se puede mencionar: métodos para la detección de masas usando modelos de RNA [9]; métodos que combinan RNA y transformadas Wavelets para la detección de microcalcificaciones [60], algoritmos para identificar la malignidad en nódulos combinando rasgos sonográficos y RNA [15], técnicas de aprendizaje contextual basadas en RNA [10], algoritmos genéticos combinados con RNA para la selección de rasgos empleados en la clasificación de microcalcificaciones [67] y métodos para la discriminación y clasificación de mamogramas en benignos, malignos y normales, usando análisis de componentes independientes y RNA [68].

Las RNA atendiendo al tipo de estrategia de aprendizaje pueden ser clasificadas en dos grandes grupos: redes supervisadas y no supervisadas. Las redes supervisadas son aquellas donde a cada elemento del conjunto de entrada le corresponde un elemento en el conjunto de salida, mientras que en las de aprendizaje no supervisado no se conocen los elementos del conjunto de salida. La tabla 2.8 muestra la clasificación de los diferentes modelos de RNA utilizados en este trabajo.
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Tabla 2.8 Clasificación de las RNA utilizadas según modo de aprendizaje.
2.2.1.1 Feedforward Backpropagation.

El modelo FFBP diseñado en nuestro trabajo está constituido por tres capas: dos capas ocultas con 14 y 8 neuronas respectivamente y una capa de salida con 13 neuronas. Cada neurona de la capa de salida representa una clase de anormalidad (calcificaciones, masas circunscritas bien definidas, masas espiculadas, masas enfermas definidas, distorsiones arquitecturales y asimetrías) benigna o maligna; incluyendo las imágenes normales. La función de transferencia empleada en todas las capas fue el logaritmo del signo y el gradiente descendente como función de entrenamiento. Los parámetros de entrenamiento fueron: 250 000 iteraciones y 0.015 como meta. Un diseño en MATLAB de esta RNA puede ser observado en la figura 2.9.
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Fig. 2.9 Diseiio de la FFBP utilizada.




2.2.1.2 Learning Vector Quantization.

La red LVQ diseñada en nuestro trabajo está constituida por una capa competitiva de 26 neuronas y 13 neuronas en la capa de salida. Cada neurona de la capa de salida representa una clase de anormalidad (calcificaciones, masas circunscritas bien definidas, masas espiculadas, masas enfermas definidas, distorsiones arquitecturales y asimetrías) benigna o maligna, incluyendo las imágenes normales. Los porcientos de las clases de salida fueron: 0.05 para calcificaciones y distorsiones arquitecturales (malignas y benignas), masas circunscritas bien definidas benignas e imágenes normales; el porciento del resto de las clases fue 0.10. Los parámetros de entrenamiento empleados en esta RNA fueron 250 000 iteraciones y 0.015 como meta. Un diseño en MATLAB de esta red puede ser observado en la figura 2.10.
[image: image55.png]Fig. 2.10 Diseito de la LVQ utilizada.




2.2.1.3 Red Probabilística.

Las Redes Neuronales Probabilísticas proporcionan una representación gráfica para un conjunto de variables aleatorias y para las relaciones existentes entre ellas. La estructura de este tipo de red permite especificar la función de probabilidad conjunta de estas variables como el producto de funciones de probabilidad condicionadas, por lo general, más sencillas. 
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Las funciones de probabiidad local P son las correspondientes a los términos de la ecuacion (1.68). Un
ejemplo de red bayesiana puede observarse en el anexo # 5. La funcion de probabiidad conjunta
representada en esta red es:
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Este modelo de RNA puede emplearse para calcular una probabilidad de interés usando métodos para el proceso de inferencia exacta y aproximada [67, 68, 69

 ADDIN EN.CITE <EndNote><Cite><Author>Lauritzen</Author><Year>1988</Year><RecNum>12</RecNum><record><rec-number>12</rec-number><ref-type name="Journal Article">17</ref-type><contributors><authors><author>D. J. S. S. L. Lauritzen</author></authors></contributors><titles><title>Local computations with probabilities on graphical structures and their application to  expert systems</title><secondary-title>Journal of the Royal Statistical Society</secondary-title></titles><periodical><full-title>Journal of the Royal Statistical Society</full-title></periodical><pages>240-265</pages><volume>50</volume><dates><year>1988</year></dates><urls></urls></record></Cite></EndNote>]. 
El proceso de inferencia exacta en redes bayesianas es 
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(non-polinomial-hard) [7, 70]; este problema se debe a la presencia de ciclos no dirigidos en la red. Los algoritmos se consideran manejables cuando el tiempo necesario para ejecutar el algoritmo es polinomial en el número de parámetros, es decir, el número de nodos en la red [71]. 

La figura 2.11 muestra el diseño de la red probabilística utilizada en nuestro trabajo.
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2.3 Resultados.

El método propuesto fue evaluado en la base de datos MiniMIAS. Esta base de datos contiene 322 mamogramas con una resolución de 1024 x 1024 píxeles y el tamaño de cada píxel es igual a 200 micras. Se seleccionaron de manera aleatoria un conjunto de 100 imágenes representativas de diversas clases de anormalidades: calcificaciones, masas circunscritas bien definidas, masas espiculadas, masas enfermas definidas, distorsiones arquitecturales y asimetrías. 

La siguiente figura 2.12 ilustra la concordancia de la segmentación mediante el método propuesto y la segmentación manual usando el livewire, en imágenes cuya ROI está bien definida.
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Fig. 2.12 Ilustracion mediante el uso del livewire y el método automatico
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Como se puede observar los resultados obtenidos mediante la segmentación automática se corresponden a los logrados de forma semiautomática, aunque es bueno señalar que el especialista tiene la opción de rectificar la segmentación en caso de que no lo convenza el resultado final mediante las técnicas de snakes y livewire. 

En [58] se demostró la validez de un método similar, donde los clasificadores neuronales FFBP y LVQ mostraron un rango de clasificación de 97.5% y 72.5% respectivamente. 

En este trabajo se utilizan tres tipos de redes para medir cuan exacto es el nuevo método de segmentación propuesto (FFBP, LVQ y la red Probabilística), donde para cada modelo de red y empleando los mismos vectores de simulación las redes mostraron resultados muy similares.

Los modelos de RNA validados: FFBP y LVQ fueron entrenados 10 veces, en cada ocasión a partir de una matriz formada por 90 vectores de características que representan los rasgos morfométricos seleccionados (área, promedio de las intensidades de los píxeles, aspereza, forma y estiramiento de la anormalidad); en el caso de la red Probabilística no se realizó el entrenamiento pues la misma calcula el vector de salida a partir de la función de probabilidad definida en el Teorema de Bayes. El conjunto de simulación estuvo conformado por 100 vectores de características que representan los rasgos morfométricos anteriormente expuestos y que se corresponden con el mismo vector característica utilizado en [58].

Los resultados de la clasificación son expresados en términos de tres parámetros: Verdaderos-Positivos (VP), Falsos-Positivos (FP) y Falsos-Negativos (FN). Un VP es obtenido cuando una anormalidad es clasificada en la clase correcta. Si una anormalidad de clase benigna es clasificada como una clase maligna se considera que se está en presencia de un FP y si una anormalidad de clase maligna es clasificada en una clase benigna se considera que se está en presencia de un FN.

La tabla 2.13 resume los resultados obtenidos en la aplicación de los tres modelos de RNA (FFBP, LVQ y Probabilística) para las 100 imágenes que conforman el conjunto de datos. En el modelo FFBP, para los 100 vectores del conjunto de simulación se obtuvo una clasificación del 94%; en el caso del modelo LVQ un 80.0%, mientras que en el modelo probabilístico se obtuvo un 68.0 % de clasificación.
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Las anormalidades que mostraron mayor igualdad en los tres modelos de redes neuronales fueron las masas circunscritas bien definidas y los tejidos normales, obteniéndose los mejores resultados con la evaluación del primer clasificador.

Además se puede decir que en el caso de esta investigación se obtienen buenos resultados en la clasificación, pues investigaciones anteriores sin incluir tejidos normales el porciento de clasificación es del 97.5% y una vez incluidos estos del 92.0%.

Corroboración de los resultados mediante algunas funciones de comparación.

En el proceso de evaluación de resultados, la selección de la función de evaluación también es muy importante. Algunos investigadores emplean determinadas funciones, mientras que otros emplean otras, debido a que no existe una determinación de cuál función es la mejor o la peor para los diversos casos. No obstante, García [72] propuso un ranking de las principales funciones de evaluación supervisada. En este trabajo se utilizarán algunas funciones determinadas por las del ranking de [73] para medir los resultados obtenidos, las mismas se detallan a continuación.

En nuestro trabajo se utilizan dos funciones que a consideración del usuario reflejan el comportamiento del algoritmo propuesto, además se realiza la comparación con otros algoritmos reflejados en [74] para la segmentación del objeto a analizar.

RDE

RDE (Relative Distance Error) es una función de validación propuesta en [57] para evaluar el error entre el resultado de algún algoritmo de segmentación (E) y el valor deseado obtenido por un especialista (T). Se consideran e1, e2,…, ene como los píxeles de E y t1, t2,…, tnt como los píxeles de T, siendo ne y nt la cantidad de píxeles de E y T respectivamente. Para determinar qué píxeles de E están cerca de T, por cada píxel ei  el método RDE calcula las distancias dei y dti donde distance (ei, tj) representa la distancia euclidiana entre ei y tj.
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C-Factor

C-Factor (Coverage Factor) es otra función de validación propuesta en [75]. Se define como una medida de discrepancia entre la región segmentada por algún algoritmo de segmentación y la segmentada por algún especialista. Se calcula mediante la ecuación:
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Siendo TP, TN, FP y FN los elementos correspondientes a la matriz de confusión que se muestra a continuación:
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Figura 2.14 Matriz de confusión.

Formada por los procesos Sm y Sa, a los cuales es sometida una imagen f (x, y), de forma tal que Sm clasifique de alguna forma, de manera manual por uno o varios especialistas, y Sa por algún método automatizado o semiautomatizado los píxeles de f (x, y) según pertenezcan o no al objeto de interés, entonces Sm ( f (x, y)) = z  y Sa( f (x, y)) = {0,1} donde cada píxel se puede clasificar para formar dicha matriz de confusión. La diagonal principal de esta matriz contiene la cantidad de píxeles clasificados correctamente, mientras que la otra diagonal contiene la cantidad de píxeles mal clasificados.

Dentro de las ventajas del método propuesto se puede mencionar que encuentra un contorno cerrado y necesitan pocos recursos computacionales.

A continuación se muestra la distribución de los valores obtenidos con la función RDE. Para esta función, los valores ideales son los mínimos, pues indican que la distancia o diferencia entre el resultado del algoritmo a evaluar y lo que se desea obtener es mínima (función de dissimilaridad).
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Figura 2.15. Distribución de los valores de la función RDE para alg (algoritmo propuesto), alg_NV (algoritmo propuesto por Novoa), fcm (Fuzzy C-Means), kmeans (C-Means) y ws (watershed).

A continuación se muestra un gráfico similar, pero con la función C-Factor. Recuérdese que los valores óptimos de esta función son los más cercanos a cero. Dando como mejor resultado el algoritmo propuesto, debido a que la distribución de los valores de su resultado está más cercano a cero que la del resto de los algoritmos. 
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Figura 2.16. Distribución de los valores de la función C-Factor para alg (algoritmo propuesto), alg_NV (algoritmo propuesto por Novoa), fcm (Fuzzy C-Means), kmeans (C-Means) y ws (watershed).

A los resultados obtenidos por estas funciones de comparación se le aplicó el test estadístico de Wilcoxon, para un par de muestras relacionadas con el objetivo de garantizar realmente la existencia de diferencias significativas entre los algoritmos antes mencionados. La prueba estadística demostró que los algoritmos de agrupamiento FCM y C-Means, para las funciones de comparación utilizadas, no presentan diferencias significativas, el test estadístico arrojó también que para el algoritmo RDE, Watershed obtuvo mejores resultados que FCM y C-Means, mientras que para los resultados alcanzados con la función C-Factor, Watershed obtuvo resultados peores. 

Por otra parte, el test de Wilcoxon demostró que los resultados del algoritmo propuesto para todas las funciones de comparación utilizadas, presenta diferencias significativas con todos los algoritmos de segmentación comparados, arrojando la superioridad de este con el resto. Como se observa en los experimentos realizados, en comparación con los algoritmos estudiados el nuevo algoritmo de segmentación propuesto mejora los resultados a la hora de segmentar lesiones patológicas en imágenes de mamografías.

Conclusiones

Al finalizar este trabajo se arribó a las siguientes conclusiones:

· Se integraron un conjunto de métodos que contribuyeron a la segmentación automática de lesiones patológicas en IM, basado en la combinación de técnicas de procesamiento digital de imágenes y mediante la información que contiene los niveles de intensidad de la imagen, que contribuye al análisis y/o diagnóstico de imágenes de mamografías, en centros hospitalarios y de investigación.

· Un prototipo del método propuesto fue implementado en MATLAB (versión 7.0) para evaluar el desempeño del algoritmo, el cual fue validado exitosamente con el modelo de red neuronal FFBP (94.0 %), LVQ (80.0 %) y la red Probabilística (68.0 %).

· En la comparación de los algoritmos, en cuanto a su exactitud, se comprobó que el algoritmo desarrollado obtuvo mejores resultados que el resto. Este resultado se corroboró con la realización de la prueba estadística de Wilcoxon, donde se garantizó la existencia de diferencias significativas entre los algoritmos comparados.

Recomendaciones

Para el trabajo futuro se recomienda:

· Probar el algoritmo con imágenes reales.
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Anexos
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Anexo # 1: (a) Representación de una imagen en escala de intensidades (b) Su equivalente superficie potencial 
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 (c) Gradiente de la imagen (d) Su equivalente superficie 
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Anexo # 2: Red Neuronal Artificial Bayesiana
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Anexo # 3: Modelo no lineal de una neurona artificial
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Anexo # 4: Vector de características de la patología

	Clases de anormalidades 

	Calcificaciones benignas

	Calcificaciones malignas

	Masas circunscritas – bien definidas benignas

	Masas circunscritas – bien definidas malignas

	Masas espiculadas benignas

	Masas espiculadas malignas

	Masas enfermas definidas benignas

	Masas enfermas definidas malignas

	Distorsiones arquitecturales benignas

	Distorsiones arquitecturales malignas

	Asimetrías benignas

	Asimetrías malignas


Anexo # 5: Clases de anormalidades presentes en el cáncer de mamas
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